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RESUMO 

 

 

CAMPBELL, Patrícia Morais da Matta. Mapeamento digital de solos e predição de 

atributos utilizando Machine Learning e Lógica fuzzy na bacia do Ribeirão Inhaúma, 

Iconha/ES. 2017. 282p. Tese (Doutorado em Ciências Ambientais e Florestais). Instituto de 

Florestas, Área de Concentração em Silvicultura, Universidade Federal Rural do Rio de Janeiro, 

Seropédica, RJ, 2017. 

 

Obter informações a respeito do solo e seus atributos é essencial para o bom planejamento do 

uso e ocupação do mesmo. O mapeamento convencional e as análises laboratoriais de rotina 

são os métodos mais utilizados no Brasil para espacialização do solo e obtenção de informações 

acerca de seus atributos. No caso do mapeamento de classes de solo esse método é baseado em 

modelos mentais desenvolvidos pelo pedólogo, o que o torna altamente subjetivo, dependente 

da experiência do profissional e de difícil repetição, enquanto as análises laboratoriais são 

dispendiosas e apresentam a possibilidade de geração de impactos ambientais pelo uso de 

reagentes químicos. Por isso, novas técnicas computacionais tem se apresentado como uma 

ferramenta para mapeamento de classes e atributos de solos, proporcionando maior rapidez e 

diminuição do custo em relação aos métodos convencionais. Assim nesse trabalho estudou-se 

o uso dessas técnicas no Ribeirão Inhaúma, em Iconha/ES. Os capítulos 1 e 2 mostram o uso 

de diferentes classificadores para mapeamento digital de solos, ao total foram testados 10 

modelos, que mostraram-se eficientes, destacando-se a lógica fuzzy, Randon Forest, Ranger, 

Extreme Gradient Boosting e Weighted Subspace Random Forest, o capítulo 1 ainda comparou 

esse modelo ao mapeamento convencional, encontrando 24% de concordância entre os mapas. 

Os capítulos 3 e 4 testaram o uso de diversos modelos para mapeamento de atributos, 

destacando-se no capitulo 3 o método Randon Forest e no 4 o uso de técnicas espectrais para 

mapeamento de carbono orgânico, fósforo e argila com boa acurácia. O capítulo 5 analisou o 

grau de correlação entre informações levantadas pelo sensoriamento remoto através de dados 

aerogeofísicos e dados obtidos pela análise de fluorescência feita com analisador de raios-X, 

comparando os valores encontrados com o mapa de uso e ocupação do solo. Foi possível 

identificar a correlação existente entre o uso e ocupação dos solos com os dados de 

gamaespectrometria e de temperatura. Em relação aos dados aerogeofísicos de 

gamaespectrometria foram encontradas altas correlações com altitude e baixa correlação com 

dados obtidos pela análise de termofluorescência, indicando que dados provenientes da análise 

de termofluorescência não podem substituir àqueles advindos da gamaespectrometria e vice-

versa, para fins de análise de características do terreno. O capítulo 6 propõe um estudo inicial 

sobre a possibilidade do uso da fluorescência como ferramenta na determinação de óxidos de 

Fe, Al, Si e Ti, a fim de diminuir o impacto no meio ambiente causado pelos reagentes químicos 

utilizados no ataque sulfúrico e aumentar a velocidade de análise e preparo da amostra. As 

análises de fluorescência de raios-X mostraram-se promissoras para determinação dos teores 

de óxidos de Cambissolos e Latossolos, sendo necessárias análises de uma quantidade maior de 

amostras utilizando os dois métodos, afim de comprovar a correlação existente entre os teores 

encontrados. 

Palavras-chave: mapeamento digital de solos, técnicas espectrais, fluorescência de raios-X.  
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ABSTRACT 

 

 

CAMPBELL, Patrícia Morais da Matta. Mapeamento digital de solos e predição de 

atributos utilizando Machine Learning e Lógica fuzzy na bacia do Ribeirão Inhaúma, 

Iconha/ES. 2017. 282p. Tese (Doutorado em Ciências Ambientais e Florestais). Instituto de 

Florestas, Área de Concentração em Silvicultura, Universidade Federal Rural do Rio de Janeiro, 

Seropédica, RJ, 2017. 

Obtaining information about the soil and its attributes is essential for proper planning of the use 

and occupation of it. Conventional mapping and routine laboratory analysis are the most used 

methods in Brazil for soil spatialization and obtaining information about its attributes. In the 

case of mapping of soil classes this method is based on mental models developed by the 

pedologist, which makes it highly subjective, dependent on the professional experience and 

difficult to replicate, while the laboratory analyzes are expensive and present the possibility of 

generating impacts through the use of chemical reagents. Therefore, new computational 

techniques have been presented as a tool for mapping classes and attributes of soils, providing 

greater speed and decrease of cost in relation to conventional methods. Thus in this work the 

use of these techniques was studied in Ribeirão Inhaúma, in Iconha / ES. In this study, we used 

10 different models for the digital mapping of soils. In this case, 10 models were tested, which 

were efficient, with emphasis on fuzzy logic, Randon Forest, Ranger, Extreme Gradient 

Boosting and Weighted Subspace Random Forest , chapter 1 also compared this model to 

conventional mapping, finding 24% agreement between the maps. Chapters 3 and 4 tested the 

use of several models for mapping attributes, highlighting in chapter 3 the Randon Forest 

method and in 4 the use of spectral techniques for mapping organic carbon, phosphorus and 

clay with good accuracy. Chapter 5 analyzed the degree of correlation between information 

collected by remote sensing through aerogeophysical data and data obtained by fluorescence 

analysis using an X-ray analyzer, comparing the values found with the land use and occupation 

map. It was possible to identify the correlation between the use and occupation of soils with 

gamma spectrometry and temperature data. High correlation with elevation and low correlation 

with thermofluorescence data was observed in the aerogeophysical data of gamma 

spectrometry, indicating that data from the thermofluorescence analysis can not replace those 

from the gamma spectrometry and vice versa, for the purpose of analyzing characteristics of 

the land. Chapter 6 proposes an initial study on the possibility of using fluorescence as a tool 

in the determination of Fe, Al, Si and Ti oxides in order to reduce the impact on the environment 

caused by the chemical reagents used in the sulfuric attack and to increase the speed analysis 

and preparation of the sample. X-ray fluorescence analyzes were promising for the 

determination of the oxides of Cambisols and Oxisols, and a larger number of samples were 

required using the two methods, in order to prove the correlation between the contents found. 

Keywords: digital mapping of soils, spectral techniques, X-ray fluorescence. 
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1 INTRODUÇÃO GERAL 

 

 

O mapa de solos é uma ferramenta essencial para otimização do uso e ocupação 

dos solos. O processo de produção convencional dos mapas de solos é demorado e 

apresenta um alto custo, não permitindo uma rápida atualização de forma acurada (ZHU 

et al., 2010), trata-se ainda de uma atividade com elevado grau de subjetividade, o que 

impede a avaliação do resultado de forma sistemática.  

O método convencional, estabelecido por Dokuchaev nos primórdios da Ciência 

do Solo, descreve que o solo é o resultado da interação entre cinco fatores: clima (Climate 

- Cl), organismos (Organisms - O), relevo (Relief – R), material de origem (Parent 

material - P) e tempo (Time – T) (MENDONÇA-SANTOS E SANTOS, 2003). Os quatro 

primeiros fatores interagindo no tempo, criam uma série de processos específicos que 

levam à diferenciação em horizontes e, consequentemente, à formação do solo. 

No método Clorpt, a taxonomia de solos, é o modelo usado pelo pedólogo, para 

criar e distinguir as classes de solos e estabelecer seus limites. É um método intuitivo, 

determinístico, onde considera-se a existência de alta correlação entre o tipo de solo e o 

ambiente onde ele ocorre (NEUMANN, 2012).  

Dessa forma, a interpretação será mais adequada quanto melhores forem as 

informações disponíveis (SILVA, 2012).  Assim, o levantamento pedológico 

convencional é baseado no modelo discreto e descreve características dos solos de uma 

determinada área, classificados de acordo com um sistema taxonômico vigente, 

estabelece limites entre classes definidas no mapa e permite fazer inferências sobre o 

comportamento dos solos quanto ao uso e ao manejo (MENDONÇA-SANTOS E 

SANTOS, 2003).  

Um dos levantamentos de solos realizados segundo este método foram os de 

reconhecimento executados pela Divisão de Pedologia do Ministério da Agricultura, que 

corresponde hoje ao Centro Nacional de Pesquisas de Solos/Embrapa Solos (CNPS) 

(CHAGAS, 2006). 

Embora bastante difundidos, existem alguns gargalos, como o fato dos conceitos 

empregados serem gerais e descritivos e não haver explicação sobre o fato de se realizar 

o mapeamento do solo, algo com tamanha variabilidade, realizando-se pouca amostragem 

(HUDSON, 1990). Muitos autores têm criticado o método convencional, devido aos seus 

aspectos subjetivos (McBRATNEY et al., 1981; BURROUGH, 1989). O método 

convencional não considera a dependência espacial entre as unidades de mapeamento, a 

qual pode ser grande, especialmente em levantamentos detalhados e/ou em áreas onde os 

limites entre os solos não são óbvios (SILVA, 2012). 

Atualmente, cerca de 35% do território brasileiro é coberto por mapas de solos, 

obtidos pelo método convencional, em escalas variando entre 1:100 000 a 1:600 000 

(SANTOS, 2007), escalas essas que não permitem um planejamento mais pontual, visto 

que não é possível um nível de detalhamento adequado para tal. 

Dessa forma, o mapeamento digital de solo (MDS) tem sido impulsionado devido 

a grande demanda por informações sobre a distribuição espacial de propriedades e classes 

de solos (CATEN, 2011). Segundo Sanchez et al. (2009), essa predição é realizada por 

meio de equações matemáticas, onde é possível obter classes e propriedades de solos e 

mapeá-las de forma contínua e espacial, o que possibilita a organização de extensos 

conjuntos de dados para análise e interpretações em qualquer época. Outra vantagem 

desses métodos, consiste na possibilidade de se realizar a avaliação da acurácia dos mapas 

digitais de solos concomitantemente à sua geração (SILVA, 2012).  
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O uso de técnicas computacionais para manipulação, análise e distribuição de 

dados espaciais tem contribuído para maior eficiência e diminuição do custo de execução 

dos levantamentos de solos no mundo inteiro (PINHEIRO, 2012). No Brasil, o 

Mapeamento Digital de Solos (MDS), está deixando de ser uma possibilidade para 

pesquisa e caminhando para sua consolidação como técnica de auxílio ao mapeamento de 

solo (CATEN et al, 2011). 

O objetivo geral deste trabalho é mapear digitalmente os solos em bacia 

hidrográfica localizada no estado do Espírito Santo utilizando a lógica fuzzy e outros 

métodos e validar o mapa através da validação de campo, índice Kappa, matriz de 

confusão e exatidão global.  

Os objetivos específicos são: Mapear os solos da bacia hidrográfica do Ribeirão 

Inhaúma no município de Iconha/ES utilizando a Lógica Fuzzy comparando-a com o 

mapa obtido de forma convencional; Avaliar a acurácia do modelo de lógica fuzzy e de 

outros métodos na predição de classes do solo em uma bacia hidrográfica no estado do 

Espírito Santo; Aferir a confiabilidade do mapa digital de classes de solos por meio de 

validação de campo; Determinar a acurácia do mapa digital de classes de solos por meio 

do índice Kappa, matriz de confusão e exatidão global; propor o uso de técnicas digitais 

para predição de classes e atributos de solos no Espírito Santo; Mapear digitalmente os 

atributos do solo na área utilizando diferentes técnicas. 

 

2 ÁREA DE ESTUDO 

 

 

O presente trabalho foi realizado no estado do Espírito Santo, na bacia 

hidrográfica do Ribeirão Inhaúma, coordenada 21°10’58.82”S e 41°00’08.87”O, 

localizada quase que totalmente no município de Iconha, no sul do estado do Espírito 

Santo (Figura 1), com área total de 2403,9 ha. 

 

 

 

 

 

 

 

 

 

 

 

Figura 1- Localização geográfica da área de estudo. 
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A comunidade Inhaúma fica na porção Oeste do município, confrontando com 

Rio Novo do Sul (Oeste) e com as comunidades de Alto Rio Novo (Sul), Nova Esperança 

(Leste) e São José (Norte). A nascente do Ribeirão Inhaúma fica a 770 m de altitude sob 

o bioma da Mata Atlântica. O uso do solo deste na região é prioritariamente de agricultura, 

pastagem e mata. Segundo o Instituto Capixaba de Pesquisa e Extensão Rural (INCAPER, 

2016) nas áreas plantadas predominam as culturas da banana e café. 

A agricultura é predominantemente familiar, caracterizada por pequenas 

propriedades, não estando presente na região assentamentos rurais (INCAPER, 2011). 

Segundo o INCRA (2011), a estratificação fundiária é dada por 897 minifúndios, 332 

pequenas propriedades, 23 médias propriedades e nenhuma grande propriedade, 

totalizando 1 252. 

De acordo com o mapa de solos, elaborado pela Embrapa, 2001, na região 

estudada encontram-se Latossolo Vermelho-Amarelo, Cambissolo Háplico e 

afloramentos de rocha.  

As imagens ortorretificadas da área, utilizadas neste estudo, foram cedidas pelo 

INCAPER, por meio do Sistema Integrado de Bases Geoespaciais do Estado do Espírito 

Santo- GEOBASES, na escala 1: 8 000.  

Foram descritos na área 12 perfis e coletadas duas amostras extras. A localização 

desses encontra-se na Figura 2. A descrição encontra-se nos apêndices. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

2.1 Caracterização Do Meio Físico 

 

2.2.1 Clima e balanço hídrico 

 

 De acordo com a classificação de Köppen, o clima da área de estudo é Aw, o qual 

é caracterizado por apresentar clima quente e úmido, temperatura média entre 19 e 28 °C, 

Figura 2- Localização dos perfis e amostras extras coletadas na Bacia 

do Ribeirão Inhaúma- Iconha/ES. 
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pluviosidade inferior a 2 000 mm/ano e duas estações bem definidas, sendo o verão 

chuvoso e o inverno seco. 

 De acordo com a Figura 3 é possível perceber que no ano de 2016 a temperatura 

oscilou entre 17 e 31°C aproximadamente. E os meses mais chuvosos ocorreram em 

março e dezembro (INMET, 2017). 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

O balanço hídrico para as séries históricas de 1931 a 1990, são apresentados na 

Figura 4. Os dados são da estação de Cachoeiro de Itapemirim (INMET, 2017) e 

representam a área de estudo. 

 

 

 

 

 

 

 

 

 

A 

B 

Figura 3- Temperatura (A) e precipitação (B) médias mensais no 

ano de 2016 na área de estudo (INMET, 2017). 
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2.2.2 Vegetação 
 

 A área de estudo encontra-se no bioma mata atlântica (BRASIL, 2008). A 

cobertura Florestal da área é a floresta Ombrófila Densa (Floresta Tropical Pluvial) 

próximo a transição para áreas de floresta Estacional Semidecidual (Floresta Tropical 

Subcaducifólia) (IBGE, 2017).  Essa área de transição poderia explicar o motivo da 

existência de um balanço hídrico com tantos meses no negativo, mesmo a bacia estando 

em área classificada como Ombrófila Densa.  

 É possível perceber, através de visitas a campo, que a vegetação local é 

representada, principalmente, por áreas de floresta e agricultura, destacando-se nesta café 

e banana, além de pastagens. 

 

2.2.3  Relevo 

 

 O relevo é uma característica relevante na área, visto que se apresenta bastante 

montanhoso, com áreas escarpadas. A altitude varia de uma cota de 249 m a 1 033m. A 

Figura 5 mostra uma visão do relevo de parte da bacia. 

 

 

 

 

 

 

 

 

 

 

 

  

 

Figura 4- Balanço hídrico climatológico para o período de 1931 a 1990, em Cachoeiro de 

Itapemirim/ES (INMET, 2017). 

 

Figura 5- Vista parcial do relevo na bacia do Ribeirão Inhaúma – 

Iconha/ES. 
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2.2.4 Hidrografia 

 

A região de Iconha está inserida na octobacia do Rio Benevente. A área de estudo 

é banhada pelo Ribeirão Inhaúma, que é um afluente do Rio Iconha, e este desagua 

diretamente no mar (IJSN, 2017). 

 

2.2.5 Geologia e Geomorfologia 

 

 O estado do Espírito Santo é dividido em três grandes unidades geológicas: 

Unidades do pré-cambriano, unidades terciárias e unidades quaternárias. A área de estudo 

está localizada na unidade pré-cambriana, onde se localizam rochas muito antigas, sendo 

sua geomorfologia a região serrana, onde o embasamento cristalino compreende os 

remanescentes de cadeias dobradas e faixa de dobramentos remobilizados (BRASIL, 

2005). 

 De acordo com o Instituto Jones dos Santos Neves- IJSN (2012), a morfoestrutura 

o local de estudo são faixas de dobramentos remobilizados, que são caracterizadas pelas 

evidências de movimentos crustais, com marcas de falhas, deslocamentos de blocos e 

falhamentos transversos, o que impõe claro controle estrutural sobre a morfologia que se 

tem atualmente. 

 Ainda de acordo com IJSN (2012), a região é conhecida por planaltos da 

Mantiqueira setentrional, que tem apecto montanhoso fortemente dissecado, com 

altitudes variadas, onde os níveis altimétricos são relacionados com as fases de dissecação 

comandadas pelos rios. A unidade em que se encontra a área de estudo são os maciços do 

Caparaó I, cujas altitudes médias são em torno de 600 m, com algumas grandes elevações 

superiores a 2 000 m de altitude. 

 Segundo a CPRM (2015), existe no município o Maciço Iconha, que é 

representado por dois corpos, estando um a norte e outro ao sul, o município de Iconha 

está situado ao sul. Esse maciço é composto por rochas dioríticas a granodioríticas 

rodeadas por rochas graníticas (FÉBOLI, 1993). 

 Em campo foi possível observar a predominância de metatonalitos. 
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CAPÍTULO I 

O USO DA LÓGICA FUZZY PARA O MAPEAMENTO 

DIGITAL DE SOLOS NO ESPÍRITO SANTO 
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RESUMO 

 

 

Técnicas de mapeamento digital de solos têm sido empregadas em várias regiões de modo 

eficiente e apresenta-se como uma técnica rápida, que permite um mapeamento menos 

oneroso e por vezes mais hábil em relação ao convencional. Este trabalho objetivou 

mapear digitalmente os solos do Riberião Inhaúma em Iconha/ES, a partir de covariáveis 

ambientais obtidas por meio do MDE, utilizando-se a lógica fuzzy, comparando a 

eficiência do mapeamento digital e convencional na área, a partir de matrizes de confusão. 

O mapeamento foi realizado utilizando-se o software ArcGis e SAGA, onde a partir do 

Modelo digital de Elevação, foram gerados mapas de atributos do terreno. Desses mapas 

foram selecionados quatro (Modelo digital de elevação-MDE; Channel Network - 

Chan_net; Topographic Wetness Index-TWI; Multiresolution index of valley bottom 

flatness-MRVBF), que foram utilizados na extensão ArcSIE para modelagem utilizando 

a lógica fuzzy. O mapa convencional foi elaborado com base no MDE e em perfis 

coletados na área. A acurácia do mapa de solo produzido foi medida pelo índice Kappa e 

pela exatidão global determinadas à partir da matriz de confusão, para comparação dos 

dois métodos foi utilizado o teste Z. O mapa digital apresentou valores de Kappa de 0,75 

, sendo classificado como muito bom (Landis e Kochi, 1977), com acurácia global de 

84%; Para o mapeamento convencional o índice Kappa encontrado foi de 0,35 , e a 

acurácia global de 58 %. O teste Z foi igual a 6,53 demonstrando a diferença estatística 

entre os dois métodos, onde o mapeamento digital mostrou-se superior. O mapeamento 

digital da região estudada foi eficiente utilizando-se lógica fuzzy; Há divergências entre 

o mapeamento digital e convencional, sendo necessário o uso de critérios diferenciados 

para a aplicação dos mesmos na área de estudo. 

Palavras-chave: mapeamento digital, lógica difusa, fuzzy logic 

 

ABSTRACT 

 

 

Soil digital mapping techniques have been used in several regions in an efficient way and 

it is presented as a fast technique, which allows a mapping less costly and sometimes 

more skilful than the traditional one. This work aimed to digitally map the soils of the 

Riberião Inhaúma in Iconha / ES, from environmental covariates obtained through the 

MDE, using the fuzzy logic, comparing the efficiency of the digital and traditional 

mapping in the area, from matrices of confusion. The mapping was performed using the 

software ArcGis and SAGA, where from the Elevation digital model, terrain attribute 

maps were generated. These models were selected using four models (MDE elevation 

model, Channel Network - Chan_net, Topographic Wetness Index-TWI), which were 

used in the ArcSIE extension for modeling using fuzzy logic. The traditional map was 

elaborated based on the MDE and on profiles collected in the area. The accuracy of the 

produced soil map was measured by the Kappa index and the global accuracy determined 

from the confusion matrix. For the comparison of the two methods the Z test was used. 

The digital map presented Kappa values of 0.75, being classified as very good (Landis 

and Kochi, 1977), with an overall accuracy of 84%; For the traditional mapping, the 

Kappa index found was 0.35, and the overall accuracy was 58%. The Z test was equal to 

6.53, showing the statistical difference between the two methods, where the digital 
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mapping showed to be superior. The digital mapping of the studied region was efficient 

using fuzzy logic; There are divergences between the digital and traditional mapping, and 

it is necessary to use differentiated criteria for the application of the same in the study 

area. 

Key words: digital mapping, fuzzy logic, fuzzy logic 

 

 

1 INTRODUÇÃO 

 

 

 O mapeamento convencional é o método mais utilizado no Brasil para a 

espacialização de classes de solo. São baseados em modelos mentais desenvolvidos pelo 

pedólogo que buscam compreender as relações entre solos e a paisagem. São altamente 

subjetivos, dependente da experiência do profissional e de difícil repetição. Entretanto, 

nos últimos anos vem evoluindo novas técnicas de mapeamento que se utilizam de 

modelos matemáticos, sustentados por recursos computacionais robustos e que utilizam 

covariáveis ambientais oriundas principalmente de modelos digitais de elevação e 

produtos de sensoriamento remoto.  

Esses métodos possuem muitas interfaces, se distanciando na etapa de 

delineamento das unidades de mapeamento e na possibilidade de espacialização não 

somente de classe, mas também de atributos dos solos. Outra vantagem do método digital 

é a possiblidade de repetição do método, a determinação estatística do erro e a 

possibilidade de atualização fácil do mapa quando novos dados são introduzidos. 

Para McBratney (2007), o mapeamento digital pode ser então definido como a 

criação e manipulação de sistemas de informação espaciais de solos, onde se usa modelos 

numéricos/matemáticos, associados a observações, conhecimento dos solos e variáveis 

ambientais correlacionadas, para inferência das variações espaciais e temporais dos tipos 

de solos e suas propriedades. 

Dessa forma, diferentes técnicas de mapeamento digital de solos (MDS) vem 

sendo propostas, desde o uso de algoritmos classificadores, como aquelas baseadas em 

processos de interpolação, como a geoestatística (McBRATNEY et al., 2003). Dentre 

outras técnicas estão a lógica fuzzy, alvo de estudo deste trabalho, que foi introduzida por 

Zadeh (1965) e permite trabalhar com classes indefinidas e com limites indeterrminados 

(NEUMANN, 2012).  

 Rodríguez et al. (2016) apontam o crescente número de aplicações bem-sucedidas 

da lógica fuzzy e da teoria dos conjuntos difusos para lidar com a incerteza, a imprecisão 

e a subjetividade inerentes às avaliações da qualidade ambiental. 

A lógica fuzzy tem por objetivo modelar, de modo aproximado, o raciocínio 

humano, visando manipular informações em um ambiente de incerteza e imprecisão, 

fornecendo uma resposta aproximada para uma questão baseada em um conhecimento 

inexato, incompleto ou não totalmente confiável (NEUMANN, 2012; BÖNISCH et al., 

2004). 

Devido ao fato do relevo ser um dos fatores de formação do solo mais importantes 

(JENNY, 1941) e os modelos digitais de elevação (MDE) serem encontrados facilmente, 

sendo amplamente disponíveis em diferentes resoluções (BEHRENS et al., 2010), os 

atributos do terreno são os preditores mais utilizados no mapeamento digital do solo 

(McBRATNEY et al., 2003). 
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Assim, este trabalho teve como objetivo realizar mapeamento digital de solos na 

bacia hidrográfica do Riberião Inhaúma, Iconha/ES, a partir de covariáveis ambientais e 

utilizando-se a lógica fuzzy, comparando a eficiência do mapeamento digital e 

convencional na área, a partir de matrizes de confusão. 

 

2 REVISÃO BIBLIOGRÁFICA 

 

 

2.1 Mapeamento Digital De Solos 

 

Conforme Lagacherie, 2008 mapeamento digital de solos é definido como a 

criação e manipulação de sistemas espaciais de informação de solos, através do uso de 

modelos numéricos para a inferência das variações espaciais e temporais dos tipos de 

solos e de suas propriedades, a partir de observações e conhecimento dos solos e de 

variáveis ambientais correlacionadas. 

Um importante propósito do mapeamento digital de solos é auxiliar o mapeamento 

convencional, reduzindo os recursos humanos, materiais para trabalhos de campo e, 

consequentemente, gastos e tempo necessários para a elaboração dos mapas de solos 

(ARRUDA et al., 2013). Sarmento (2010) relata que ao analisar a rotina dos trabalhos 

com mapeamentos digitais é possível constatar que a grande maioria segue algumas 

etapas que, podem ser consideradas equivalentes àquelas que são usadas nos 

levantamentos convencionais. O mapeamento digital, assim como o levantamento 

convencional, faz uso de informações coletadas ou disponíveis em pontos de observação 

de solos. 

Essas etapas foram descritas por MacMillan (2008), que mostra que 

independentemente da abordagem, dos objetivos e dos métodos que são empregados, o 

processo de mapeamento digital de solos envolve seis passos. O primeiro consiste em 

definir o objetivo do mapeamento: predizer classes de solos ou propriedades individuais 

de solos. O segundo é identificar e obter dados de entrada relevantes para se alcançar o 

objetivo proposto, incluindo pontos com informação de referência sobre classes ou 

propriedades de solos e variáveis que podem ser usadas como preditoras, tais como mapas 

existentes. O terceiro passo envolve o desenvolvimento de equações para predizer 

propriedades dos solos ou de regras de classificação. O quarto passo consiste em aplicar 

as equações ou as regras de classificação previamente desenvolvidas e o quinto passo 

corresponde à avaliação do sucesso ou acurácia da predição das propriedades ou classes 

comparando-se o resultado com dados de referência coletados em pontos de observação. 

O último passo, é a geração dos mapas finais. 

Atualmente, o Brasil tem 80% de seu território coberto pelo levantamento de solos 

produzido pelo Projeto RADAMBRASIL (1986) em escala 1:250.000 e publicado em 

1:1.000.000 (FIGUEIREDO, 2008). Embora estejam disponíveis, esses dados têm escala 

muito pequena, não adequada para o gerenciamento de propriedades rurais ou regiões de 

bacias hidrográficas, e mapas de solos mais detalhados, em maiores escalas, são escassos. 

(COELHO e GIASSON, 2010). 

O modelo para o mapeamento digital de solos é baseado no modelo Clorpt do 

método convencional e foi proposto por McBRATNEY et al (2003), eles propuseram a 

inclusão de dois fatores dos quais o solo pode ser inferido, assim o primeiro novo fator é 

o espacial (o solo pode ser predito a partir de informações da sua vizinhança) e o segundo 
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é o solo (o solo pode ser predito a partir de seus próprios atributos, ou os atributos podem 

ser preditos a partir das classes ou outras propriedades). 

Dados derivados de modelos digitais de elevação (MDE), vêm sendo usados para 

compreensão das relações espaciais e temporais entre classes de solos e diferentes 

variáveis ambientais (SANCHEZ et al., 2009). Vários estudos mostram que o uso de 

atributos de terreno derivados do MDE é eficiente na predição de propriedades e classes 

do solo. (CARVALHO JÚNIOR et al., 2011). 

 

2.2 Lógica Fuzzy 

 

A base de conjuntos fuzzy foi introduzida por Zadeh (1965), como uma teoria 

matemática aplicada a conceitos difusos. A partir daí, a pesquisa e a aplicação dessa teoria 

em sistemas de decorrente dos termos linguísticos convencionalmente vistas como não-

científicas são admissíveis na abordagem fuzzy, aproximando muitas vezes a 

representação do sistema à própria realidade (ROVEDA et al., 2011). 

A pertinência de um elemento num conjunto fuzzy não é uma questão de 

afirmação ou negação, mas uma questão de grau. Este grau representa um nível de 

compatibilidade do elemento sobre o conjunto, na qual o valor 0 (zero) significa não 

participação, o valor 1 (um) significa participação plena e demais valores entre 0 e 1 

significam participação parcial. Os graus de pertinência são obtidos através das funções 

que são representadas por formas geométricas diversas. As principais formas utilizadas 

são: triangular, trapezoidal e gaussiana. (BARIN et al., 2010).  

Segundo Silva (2013) o raciocínio fuzzy é formado por três etapas: a fuzzificação, 

a inferência e a defuzzificação. A Fuzzificação transforma as variáveis do problema em 

valores fuzzy, ou seja, valores numéricos em termos da linguagem natural. A Inferência é 

a etapa mais importante do raciocínio fuzzy, pois é mediante ela que é feita a tomada da 

decisão. Também é efetuado o raciocínio permitindo conclusões a partir de fatos 

conhecidos e das variáveis linguísticas de entrada e saída. E a defuzzificação transforma 

resultado fuzzy em resultado escalar, ou seja, o transforma em dado quantitativo (consiste 

em retornar valor numérico na faixa estipulada pela lógica fuzzy). 

A lógica fuzzy, possibilita gerar e disponibilizar informação aos tomadores de 

decisões sem, contudo, determinar uma solução ótima ou a melhor de todas, trabalhando 

com a informação dos diversos atores ou intervenientes e permitindo verificações passo 

a passo do processo (MEDEIROS, 2007). 

Assim, a modelagem fuzzy tem sido extensamente utilizada, por basear-se na 

caracterização de classes que não possuem, ou não podem definir, limites rígidos entre si 

(SILVA et al., 2009) sendo indicada para lidar com ambiguidades, abstrações e 

ambivalências em modelos matemáticos complexos que representam limites difusos 

comuns em processos naturais (BONISCH et al. 2004). 

Segundo Moraes (2014), as características da lógica fuzzy que merecem destaque 

são: modelagem de problemas complexos, modelagem cognitiva, complexidade reduzida, 

modelagem de sistemas envolvendo múltiplos especialistas e manipulação de incertezas. 

Já as desvantagens conforme citado por Andrade et al. (2014) são a imprecisão e a 

dificuldade em prever qual será a interação entre as diferentes condicionantes do 

problema. 
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2.3 Uso da Lógica fuzzy na predição de classes de solo 

 

O mapeamento digital de solos começou na década de 1970 e acelerou-se 

significativamente nos anos 1980, com o advento de novas tecnologias de coleta, 

processamento e análise de informações espaciais, como os sistemas de informações 

geográficas (SIG), os sistemas de navegação por satélite e o sensoriamento remoto. A 

partir do início da década de 1990, avanços sensíveis na capacidade de processamento 

dos computadores e em softwares de estatística e modelagem deram grande impulso aos 

estudos de mapeamento digital de solos (SARMENTO, 2010). 

O levantamento de solos pode fornecer subsídios para o planejamento de diversas 

áreas de atividade agrícola ou não (COSTA et al., 2009), apresentando o mapa de solos 

como seu produto final. (SILVA et al., 2013).  

Uma abordagem que tem sido utilizada para mapeamento de solos e predição de 

seus atributos e que tem apresentado bom desempenho é a lógica fuzzy (LIAO, 2010). 

Esta técnica tem a vantagem de utilizar uma amostragem de solos pequena incorporando 

a relação solo-paisagem e o conhecimento de especialistas na modelagem ao invés de 

usar simplesmente técnicas estatísticas. Este método baseia-se na premissa que o 

conhecimento do especialista em solos e o entendimento das relações solo-paisagem 

atuam como um modelo mental que pode predizer classes e propriedades do solo 

(ASHTEKAR e OWENS, 2013). Segundo Stolle et al.(2009) os valores de pertinência  

fuzzy  dados de forma relativa e os operadores  fuzzy  permitem  uma  grande  flexibilidade  

na  modelagem. 

A modelagem por lógica fuzzy permite simular, através do uso de possibilidades, 

as incertezas e transições tão comuns aos sistemas pedológicos, que é feita 

correlacionando-se o grau de certeza à experiência e ao conhecimento acumulados; assim, 

a atribuição dos pesos (que variam de 0 a 1) às possibilidades de ocorrência das classes 

de solo em determinada área, é totalmente controlada pelo julgamento subjetivo de 

especialista experiente e que detenha um conhecimento profundo sobre a área de estudo 

(CARVALHO  et al., 2009).  

Outros autores corroboram com Liao (2010), como Bonisch et al. (2004), que 

citam que a modelagem fuzzy tem sido amplamente utilizada para classificação de solos, 

pois é indicada para lidar com ambiguidades, abstrações e ambivalências de modelos 

matemáticos complexos que representam limites difusos comuns em processos naturais. 

E, de acordo com Sarmento (2010), a incerteza, imprecisão e ambiguidade são inevitáveis 

e inerentes em sistemas naturais como o solo. Segundo Alvez Sobrinho et al. (2011) frente 

às dificuldades para precisar, por exemplo, o potencial de erosão dos solos através de 

modelos empíricos, a lógica fuzzy vem sendo utilizada no aperfeiçoamento desses 

modelos. 

Segundo McBratney et al. (2003), a teoria de conjuntos difusos oferece uma rica 

base matemática para entender problemas de decisão e para construir regras de decisão 

na avaliação e combinação de critérios para o mapeamento digital de solos. Assim a lógica 

fuzzy permite o estabelecimento de relações matemáticas entre covariáveis ambientais e 

classes de solos (COELHO e GIASSON, 2010). 

Zhu et al. (2009), mostra que os atributos do solo podem ser preditos com base na 

utilização da lógica fuzzy (ZHU et al., 1997), a qual requer softwares para que seja 

realizada as inferências, além da integração dos conhecimentos a respeito dos solos (SHI 

et al., 2009). ZHU et al., (2010), demostraram a eficiência do uso desta técnica na 

predição de atributos dos solos.  
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Softwares que permitem a integração do conhecimento do pedólogo e esse tipo de 

lógica apresentam um grande potencial quanto a criação de mapas mais realísticos. E 

ainda essa técnica necessita de uma menor quantidade de pontos amostrados no campo 

(SHI et al., 2009). 

Há basicamente duas abrodagens de conjuntos difusos em mapeamento digital de 

solos (SARMENTO, 2010). A primeira procura particionar as observações feitas sobre 

um espaço multivarido em grupos naturais relativamente estáveis, ou seja, em grupos 

formados por similaridade de características. A segunda consiste em utilizar conjuntos 

difusos para classificação de solos, onde uma função de pertinência é definida a priori, 

com base no conhecimento especialista ou em definições convencionalmente impostas, 

para então alocar os dados conforme o grau com que eles se ajustam aos requerimentos 

das classes (QI e ZHU, 2003). 

De acordo com Menezes et al. (2013), técnicas de mapeamento digital de solos 

baseada em sistemas sob uso de lógica fuzzy, permitem a produção mais rápida de mapas 

de solos, além de ajustar a distribuição espacial contínua das propriedades do solo em 

categorias discretas, de acordo com a complexidade inerente da variabilidade dos 

mesmos, aumentando a acurácia de informações espaciais. Portanto, sob essas condições, 

as relações solo-paisagem podem auxiliar na espacialização de informações para a 

confecção de mapas de solos (SILVA, 2013). 

Existem vários trabalhos testando a lógica fuzzy em solos. Silva et al., 2009, 

fizeram uma ponderação por meio da modelagem fuzzy para estudar, com base em 

atributos químicos do solo, a propagação de incertezas da acidez de um Latossolo 

Vermelho-Amarelo húmico cultivado com café arábica. Benini (2012) utilizando a Teoria 

Fuzzy, teve por proposta avaliar a densidade da solo via sistema de inferência fuzzy sendo 

os dados de entrada: resistência à penetração no solo, teor de água, teor de argila, e a partir 

destes, obtiveram a saída densidade do solo para prever a compactação do solo. 

Carvalho et al. (2009) apresentaram uma proposta metodológica para 

delineamento de unidades de mapeamento de solos na região de Mucugê (BA), utilizando 

dados ambientais, integrados via SIG sob inferência fuzzy , visando a confecção de mapa 

digital de solos, e verificaram ser possível fazer predição de unidades de solos a partir de 

dados auxiliares pré-existente e do conhecimentos de especialistas de solos, demostrando 

ser uma técnica potencialmente capaz de operacionalizar os trabalhos em levantamentos 

de solo (NEUMANN, 2012). Roveda (2011) desenvolveu um estudo sobre a 

permeabilidade de solos de uma região impactada da Baixada Santista utilizando sistemas 

de inferência fuzzy. 

Ippoliti R, et al. (2005) propuseram um procedimento simples para a extração de 

informação morfológica relevante para fins de mapeamento pedológico a partir dos dados 

digitais de elevação, baseado nas ferramentas de um Sistema de Informação Geográfica 

(SIG). Eles objetivaram a análise quantitativa da superfície de uma microbacia, visando 

à identificação e classificação das geoformas da paisagem e a sua posterior associação 

aos diferentes tipos de solos. 

Zhu  et al. (2008) também usaram um procedimento de classificação por lógica de 

conjuntos difusos para identificar combinações únicas de fatores ambientais associadas a 

classes típicas de solos. O objetivo foi avaliar formas de racionalizar a coleta de dados de 

campo para desenvolver modelos de solo-paisagem para mapeamento digital, de forma a 

conduzir futuras amostragens em locais de classes mais puras. Barreto-Neto e Souza Filho 

(2008) apresentaram  um  modelo  baseado  na lógica  fuzzy para  estimar  o  escoamento  

superficial  em  uma  bacia  hidrográfica tropical.  

Lobão et. al. (2006) avaliaram a vulnerabilidade natural à erosão do solo no 

município de Morro do Chapéu-BA, a partir do modelamento das variáveis, geologia, 
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geomorfologia, solo, clima, vegetação e uso do solo. As variáveis foram integradas por 

operadores de lógica fuzzy. Os autores concluíram que modelamentos baseados em lógica 

fuzzy possibilitam a codificação do conhecimento, numa forma mais coerente ao modo 

como os especialistas pensam, aproximando-se assim, do modo cognitivo utilizado por 

eles na análise de problemas, tornando a apreensão da realidade muito mais confiável. 

Arruda (2013) desenvolveu um trabalho que teve por objetivos gerar um mapa digital de 

solos a partir de covariáveis ambientais que apresentem relação significativa com a 

distribuição dos solos. 

 Silva (2013), utilizou os princípios de uma modelagem fuzzy para elaboração de 

mapas temáticos da vulnerabilidade costeira baseada em variáveis disponíveis para 

estudos abrangendo um trecho da praia do Pina e as praias da Boa Viagem e 

Piedade/Recife-PE. Alvez Sobrinho, et al. (2011), desenvolveram uma rede neural 

artificial capaz de estimar, com precisão satisfatória, a erosividade da chuva em qualquer 

localidade do Estado de Mato Grosso do Sul, demostrando assim a viabilidade do uso da 

lógica fuzzy em sistemas naturais. 

 

3 MATERIAL E MÉTODOS 

 

 

O trabalho foi conduzido na bacia hidrográfica do Ribeirão Inhaúma (Figura 6), 

com área de 2403,9 ha, coordenadas 21°10’58.82”S e 41°00’08.87”O, localizada quase que 

totalmente no município de Iconha, no sul do estado do Espírito Santo.  

 

 

 

 

 

  

 

 

 

 

 

Primeiramente o modelo digital de elevação (MDE) foi obtido a partir de dados 

do satélite ALOS-Palsar com resolução de 12,5 m. A partir deste modelo foram gerados 

 

 

 
Figura 6- Área de estudo. 
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os mapas de atributos do terreno, utilizando-se o software SagaGis. Os mapas de atributos 

gerados foram: Aspect, Catchment área, Channel Network, Convergence Index; 

Convexity; Entropy; Flow accumulation; Flow Direction; General Curvature; Gradient; 

Hill Index; Landform; Longitudinal Curvature; LS fator; Mass Balance Index; Maximal 

Curvature; Maximum Curvature; Maximum Height; Maximum Membership; Melton 

Ruggedness Number; Mid-Slope Positon; Minimal Curvature; Multiresolution index of 

the ridge top flatness MRRTF; Multiresolution index of valley bottom flatness-MRVBF; 

Normalized Height;Plan Curvature; Profile Curvature; Protection Index; Slope Height; 

Slope Length; Slope; Standardized Height; Surface Area; Tangential Curvature; Terrain 

Ruggedness Index; Texture; Topographic Position Index; Topographic Wetness Index; 

Total Curvature; Valley Depth; Vector Terrain Ruggedness; Vertical Distance.   

Todas essas covariáveis foram testadas para se obter àquelas que tivessem maior 

capacidade de predizer as classes, reduzindo assim o espaço de análise a quatro variáveis: 

Channel Network, MRVBF, Topographic Wetness Index e o próprio MDE (Figura 7). 

Essas foram definidas a partir de análise visual, onde observou-se a relação da variável 

com o local de ocorrência de uma ou mais classes de solo. Essas propriedades foram 

também utilizadas em outros trabalhos como Silva et al, 2016 e Vaysse e Lagacherie, 

2015 e podem ser chamadas de atributos do terreno. Foi ainda utilizado como variável 

preditora o mapa de uso e ocupação do solo (Figura 8). Todos os mapas foram 

padronizados com o mesmo tamanho de células e número de linhas e colunas. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 7-  Covariáveis  do terreno utilizadas para predição das classes de solo na 

bacia do Ribeirão Inhaúma-Iconha/ES. 

Modelo digital de elevação-MDE; Multiresolution index of valley bottom flatness-MRVBF 
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 Para espacialização foi utilizado a lógica fuzzy. Formalmente, um conjunto fuzzy 

A pode ser expresso por: (FUJIMOTO, 2005):  

 

Α = { 𝜒, 𝜇 𝐴  (𝜒)/ 𝜒 𝜖 𝜒 } 

 

Onde X é o universo de discurso ao qual o conjunto pertence, x um componente do 

conjunto fuzzy, e μA a função de pertinência. O universo de discurso indica o domínio em 

que o modelamento do sistema fuzzy é válido.  

 

A função de pertinência μA indica o grau de pertinência (ou compatibilidade) entre 

x e o conceito expresso por A (SANDRI E CORREA, 1999):  

• μA (x) = 1 indica que x é completamente compatível com A;  

• μA (x) = 0 indica que x é completamente incompatível com A; e  

• 0 < μA (x) < 1 indica que (x) é parcialmente compatível com A, com grau μA (x). 

A determinação das classes de solos utilizando a técnica da lógica  fuzzy, foi feita 

de acordo com a metodologia proposta por Tanscheit (2014) (Figura 9). 

(1) 

 
Figura 8- Mapa de uso e ocupação do solo. 
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Para proceder à modelagem sob inferência fuzzy, são atribuídos pesos variando de 

0 a 1, para cada variável preditora, estes valores constituem o peso que a variável tem 

para cada classe de solo e são determinados de forma subjetiva, baseados no 

conhecimento técnico do especialista que irá atribuir os pesos. Ou seja, os pesos 

caracterizam o grau de importância de cada variável no controle da definição do tipo de 

solo. 

Posteriormente, são gerados os mapas de classes de solo a partir de diferentes 

proposições de operadores fuzzy. Foi utilizado o operador lógico intersecção (Fuzzy 

AND), onde a interseção significa uma sequência de “E” e é obtida através do operador 

MIN.  

𝜇 = MIN ( 𝜇a. 𝜇b, μc, … ) 

 

em que, µa, µb, e µc são valores de pertinência dos mapas A, B e C, para uma dada 

localização. 

Este operador produz estimativas conservadoras implicando, pedologicamente, na 

modelagem de associações de fatores diagnósticos, ou seja, na seleção mais rigorosa de 

áreas mais propícias à ocorrência de determinada classe de solo (CARVALHO, 2009). 

Por exemplo, se a possibilidade de ocorrer Latossolo em um local tiver os valores µa= 

0,50, µb = 0,90 e µc = 0,30 (respectivamente para os fatores a, b e c), o mapa resultante 

assumirá o valor µcomb = 0,30 neste mesmo local, deduzindo-se que somente onde os 

três mapas combinados possuam simultaneamente valores elevados se consideraria locais 

mais prováveis para a ocorrência de Latossolos (CARVALHO, 2009). 

Nesse trabalho, para o mapeamento utilizando a lógica fuzzy, foi utilizado o 

ArcSIE (SHI et al., 2009), que consiste em uma extensão ArcGIS que utiliza lógica fuzzy 

para identificar os locais dentro da área de interesse que corresponde a condição ambiental 

de cada classe de solo (SILVA et al. 2016). 

(2) 

Figura 9- Fluxograma para predição de classes de solo utilizando a Lógica Fuzzy. 

 

 

Fonte: TANSCHEIT, 2014. 
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Inicialmente se utilizou a extensão case-based reasoning (CBR), cuja a inferência 

das classes de solo é feita com base em pontos, linhas e polígonos. Nesse caso, utilizou-

se 200 pontos, onde as classes de solo eram conhecidas. Estes pontos foram determinados 

em campo, com coleta das coordenadas geográficas por meio do uso de receptores de 

sinais GNSS (GS08 Plus). Foram separados 150 pontos para o treinamento e 50 pontos 

para a validação do método. Estes mapas serviram de base para a construção das curvas 

de pertinência fuzzy pelo método rule-based reasoning (RBR), onde utilizou-se os 200 

pontos para validação. 

 Dentro da extensão RBR, as inferências são baseadas em regras, ou seja, consiste 

numa função de pertinência fuzzy que define a relação entre os valores de uma covariável 

ambiental (environment feature) e valores ótimos (optimality values) para um dado tipo 

de solo. Após se estabelecer as regras para cada tipo de solo (Neossolo, Cambissolo, 

Latossolo, Gleissoloe afloramento rochoso), foi gerado um mapa para cada um deles; 

posteriormente foi utilizada a ferramenta Harden map onde foi gerado o mapa de 

polígonos contendo todas as classes de solo da área. Esse mapa é obtido a partir dos 

chamados vetores de similaridade onde cada pixel é classificado com o valor mais elevado 

de pertinência fuzzy no vetor de similaridade. 

Para que um mapa digital de solos produzido tenha confiabilidade, sua validação 

em campo é necessária, identificando-se e coletando-se o solo de forma a representar as 

unidades de mapeamento delimitadas. Dessa forma, a validação do mapa digital de solos 

foi feita com base em pontos de observação determinados em toda a área, totalizando 200 

pontos. Foram ainda utilizados cortes de estradas para coleta de amostras de solo e 

descrição do perfil do solo. Ao total coletou-se 12 perfis e 3 amostras extras utilizadas 

para confecção do mapa convencional de solos. 

Tanto nos pontos de amostragem quanto nos pontos de observação os solos foram 

caracterizados morfologicamente, de acordo com Santos et al. (2015).  Para os pontos de 

observação, foi feito uma amostragem aleatória na área, de modo a se obter a maior 

representatividade da mesma (Tabela 1). 

 

 

 

 

 

 

 

 

 

 

A localização dos perfis no campo foi feita pelo método de amostragem do 

Hipercubo Latino Condicionado, sendo considerado as possibilidades de acesso devido 

às dificuldades de deslocamento na área em função do relevo acentuado, nesse método a 

seleção dos valores da amostra é altamente controlada e através disto são necessárias 

menos amostras para obter-se uma distribuição mais representativa (SALIBY, 1997), 

além de ser uma técnica que proporciona uma redução de variância.  

Classe de 

solo 

Número de 

amostras 

Representatividade 

(%) 

RL 28 14,00 

CX 100 50,00 

GX 24 12,00 

AR 33 16,50 

LVA 15 7,50 

Total 200 100 
RL- Neossolo Litólico, CX- Cambissolo Háplico, GX-GleissoloHáplico, AR- 

Afloramento rochoso, LVA-Latossolo Vermelho-Amarelo 

Tabela 1- Distribuição dos perfis, amostras extras e pontos 

de observação por classes de solos na área de estudo  
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A acurácia do mapa de solo produzido foi medida pelo índice Kappa e pela 

exatidão global, determinadas a partir da matriz de confusão. A exatidão global é definida 

como a estimativa da porcentagem de área mapeada que foi corretamente classificada, 

quando comparada com os dados de referência ou verdade de campo. Foi obtida pela 

divisão da soma da diagonal principal (número de classificações corretas ou concordância 

real) pelo número total de amostras tomadas (SUAREZ e CANDEIAS, 2012). 

Na matriz de confusão os dados de referência são representados pelas colunas da 

matriz e foram comparados com os dados classificados, representados pelas linhas da 

matriz. Os elementos da diagonal principal indicam o nível de concordância entre os dois 

conjuntos de dados. 

Para a determinação de categorias individuais de exatidão o número total de pixels 

correto de uma categoria é dividido pelo número total de pixels desta categoria, 

proveniente dos dados de referência (ou seja, do total da coluna), esta medida de acurácia 

indica a probabilidade de um pixel de referência ser corretamente classificado e é 

realmente uma medida de erro de omissão (SUAREZ e CANDEIAS, 2012), que 

representa a proporção de uma unidade de mapeamento ter sido classificada corretamente. 

Também foi determinada a exatidão do usuário que indica a probabilidade de um 

ponto no mapa representar a verdade de campo, é obtido com a divisão do número de 

registros classificados corretamente de uma determinada categoria pelo número total de 

registro nos dados de classificação (total da linha para a determinada categoria). 

O coeficiente Kappa é uma medida da concordância real (indicada pelos 

elementos da diagonal da matriz de confusão) menos a possibilidade de concordância 

(indicada pelo produto das linhas e colunas totais, que não incluem entradas não 

reconhecidas) (CONGALTON e GREEN, 1999). O índice Kappa geralmente varia de 0 

a 1, sendo que 0 indica a ausência de concordância ou seja, a estimativa e a referência são 

estatisticamente independentes (ELNAGGAR, 2007), e 1 indica total concordância.  

Valores de Kappa de 0,75 ou maiores mostram um desempenho do classificador de muito 

bom a excelente, enquanto valores entre 0,4 e 0,75 representam desempenho moderado a 

bom, e valores menores que do que 0,4, uma baixa concordância (baixo desempenho) 

(LANDIS e KOCH (1977); MONSERUD e LEEMANS (1992)). 

O Coeficiente Kappa foi obtido segundo a equação 3: 
   

𝐾 =  
∑ 𝜒𝑖𝑖

c
𝑖=1 −  ∑ (𝜒𝑖 + ∗ 𝜒 + 1) 𝑐

𝑖=1

𝑛2 −   ∑ (𝜒𝑖 + ∗ 𝜒 + 1) 𝑐
𝑖=1

 

em que, K é uma estimativa do coeficiente Kappa; xii é o valor na linha i e coluna i; linhas 

totais xi+ é a soma de linhas i e colunas totais; x + i é a soma das colunas i da matriz de 

confusão; n é o número total de amostras e c o número total de classes. 

 Nesse trabalho foi utilizado para interpretação do índice Kappa a tabela proposta 

por Landis e Kochi (1977) (Tabela 2). 
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Foi gerado mapa na escala 1:50 000, cuja área mínima mapeável (AMM) foi igual 

a 10 ha, calculada de acordo com a equação: 

 

𝐴𝑀𝑀 =  
𝐸2𝑥 0,4

108
 

Onde E é a escala, 0,4 é a área mínima mapeável especificada no Brasil em cm² 

(IBGE, 2007) e AMM é a área mínima mapeável em ha.  

 

Os mapas digitais de solo foram ainda comparados ao mapa convencional, sendo 

este elaborado com base nos perfis amostrados e no modelo digital de elevação da área. 

Para comparação foi utilizado o teste Z.  

O teste Z compara coeficientes Kappa de dois classificadores e é dado pela 

equação (CONGALTON e MEAD ,1983):  

𝑍 =  
�̂�1 − �̂�2

√�̂�1 + �̂�2

 

Onde: Z = valor Z calculado;  

�̂�1 = coeficiente Kappa do classificador 1;  

�̂�2 = coeficiente Kappa do classificador 2;  

�̂�1 = variância de Kappa do classificador 1;  

�̂�2 = variância de Kappa do classificador 2 

 

 

A variância de Kappa pode ser estimada por:  

 

 

 

Kappa Desempenho 

< 0,00 Péssimo 

0,00-0,20 Ruim 

0,21-0,40 Regular 

0,41-0,60 Bom 

0,61-0,80 Muito bom 

0,81-1,00 Excelente 
Fonte: Adaptado de Landis & Kochi (1977). 

Tabela 2- Intervalos de Kappa com 

respectiva interpretação de 

desempenho 

 

(4) 

(5) 
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𝜎(�̂�) =  
1

𝑛
 [

𝜃1 (1 − 𝜃1) 

(1 − 𝜃2)2
+  

2(1 − 𝜃1)(2𝜃1𝜃2 − 𝜃3)

(1 − 𝜃2)3
+  

(1 −  𝜃1)2(𝜃4 − 4𝜃2
2)       

(1 −  𝜃2)4
] 

 

 

Em que: 

 

 

𝜃1 =  
1

𝑛
∑ 𝑥𝑖𝑖    

𝑐

𝑖=1

 

 

 

𝜃2 =  
1

𝑛2
 ∑ 𝑥1+ 𝑥+1

𝑐

𝑖=1

 

 

 

𝜃3 =  
1

𝑛2
 ∑ 𝑥𝑖𝑖(𝑥𝑖+ + 𝑥+𝑖)

𝑐

𝑖=1

 

 

 

𝜃4 =  
1

𝑛3
 ∑ ∑ 𝑥𝑖𝑗(𝑥𝑗+ + 𝑥+𝑖 )

2
𝑐

𝑗=1

𝑐

𝑖=1

 

 

 

 

4 RESULTADOS E DISCUSSÃO 

 

 

A estatística descritiva dos atributos utilizados é mostrada na Tabela 3, enquanto 

os gráficos são mostrados na Figura 10. Os gráficos mostram boa distribuição dos dados, 

onde estes não apresentam nenhum valor de outlier, e possuem valor de mediana no 

centro, determinando uma distribuição simétrica. A covariável MRVBF apresentou a 

maior amplitude interquartílica, e menores valores máximos e mínimos. 

 

 

 

 

 

  MDE TWI Channel_net MRVBF 

Min 249 2,40 239 0 

Max 1033 21,38 845 3 

Mean 599,51 6,05 523,27 0,06 

Desvio padrão 138,27 2,44 128,95 0,31 

 

Tabela 3- - Estatística descritiva das covariáveis utilizadas 

para predição das classes de solo 

(6) 
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CX- Cambissolo Háplico; GX- Gleissolo Háplico; LVA- Latossolo Vermelho-Amarelo; RL- Neossolo Litólico; Topographic Wetness Index-TWI; 

Modelo digital de elevação-MDE 

 

Para mapeamento das áreas de Gleissolofoi utilizado a covariável Topographic 

Wetness Index- TWI e Multiresolution index of valley bottom flatness-MRVBF; para o 

Neossolo foi utilizado o TWI e mapa de uso e ocupação do solo; para o Latossolo e 

Cambissolos foram utilizados o Channel Network (Channel_Net) e o MDE; e para 

Afloramento rochoso o mapa de uso e ocupação do solo (Tabela 4). Essas variáveis 

mostraram-se importantes pois a partir de diferentes posições do relevo e segmentos das 

vertentes formam-se distintos tipos de solos (MOORE et al., 1993). Assim, a função de 

associação fuzzy descreve como a semelhança entre um solo local e o caso típico desse 

tipo de solo mudará à medida que as condições ambientais mudam (ZHU et al., 2010). 

Previamente a escolha dessas covariáveis, foram testadas todas os demais (42), 

chegando-se a conclusão que as mais satisfatórias para utilização seriam: Vertical 

distance; MDE; MRVBF; TWI; Channel_Net e Slope. Então, estes passaram por outra 

seleção, chegando-se àquelas variáveis efetivamente usadas no mapeamento final, por 

promoverem melhor classificação dos solos na região. Silva et al., 2016 usaram para 

mapear Latossolo vermelho e Cambissolo as covariáveis: Vertical distance e TWI; e para 

Gleissolo: Vertical distance, slope e TWI. Xing-Zhu et al. (2010) utilização as covariáveis 

slope gradient, contour curvature, profile curvature e topographic wetness index para 

mapear solos em sua área de estudo. 

O mapa de uso e ocupação foi imprescindível para classificação dos afloramentos 

rochosos. Quanto ao uso deste para classe dos Neossolos Litólicos, percebe-se que essa 

 

Figura 10- Boxplots referentes aos atributos do terreno em cada classe em que foram utilizados para 

predição.  

 

Modelo digital de elevação-MDE; Channel Network - Chan_net; 

Topographic Wetness Index-TWI; Multiresolution index of valley 

bottom flatness-MRVBF 
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foi uma peculiaridade encontrada na área, que facilitou o mapeamento. Ao fazer o 

reconhecimento de campo, observou-se que áreas ocupadas com fragmentos florestais, 

estavam sobre Neossolos Litólicos. Dessa forma, o mapa de uso se tornou importante 

para a determinação também dessa classe. Para que este critério possa ser usado em outras 

regiões é necessário a análise prévia do local, para definir se há casos particulares, como 

esse. 

A Tabela 4 apresenta os valores e os tipos de curva utilizado na predição dos 

mapas utilizando-se as covariáveis escolhidas. Utilizando esse método no ArcSIE foi 

necessário inserir o valor típico de cada atributo do terreno para cada classe de solo; valor 

esse conhecido como V1 e V2, e os desvios deste valor (W1 e W2).  

W1 e W2 são calculados multiplicando o desvio padrão dos valores de cada 

atributo do terreno por 0,2 e representa o valor a ser subtraído (W1) ou acrescentado (W2) 

ao valor típico (V1 e V2 respectivamente), e  representam 50% do grau de semelhança 

em relação às condições típicas daquela classe de solo  ocorrer, enquanto que V1 

representa a 100 % de grau de semelhança, ou seja, a condição típica para que classe de 

solo ocorra (SHI, 2013) .  

Dessa forma, quanto maior a semelhança , maior a chance de determinado local 

conter àquela classe de solo. Os shapes da curva podem ser bell, S ou Z, sendo que a 

curva bell é usada quando àquela classe ocorre numa faixa, S quando ocorre em um valor 

superior ao pré-estabelecido e Z a um valor menor ao determinado. 

Xing-Zhu et al. (2010) citam um exemplo de escolha da curva em seu trabalho de 

mapeamento de solos na China, em seu estudo o valor típico do gradiente de inclinação 

para os Cambissolos está localizado na extremidade mais à esquerda do eixo do gradiente 

da inclinação, então a função de associação difusa em relação a essa variável ambiental 

(gradiente de inclinação ) é considerada como em forma de Z. 

 

 

 

 

 

 

 

 

 

 

 

 Após realizar-se as inferências para as classes de solo, gerou-se um mapa de 

pertinência para cada uma delas (Figura 11). A partir desses é possível perceber que a 

*Mapa de uso e ocupação do solo, classe 1 corresponde a florestas e 4 a afloramentos rochosos. 

Modelo digital de elevação-MDE; Channel Network - Chan_net; Topographic Wetness Index-

TWI; Multiresolution index of valley bottom flatness-MRVBF. 

 

Classe de solo Atributo do 

terreno 

Valores do gráfico Shape da 

curva 

  V1 W1 V2 W2  

Cambissolo MDE 550 28 770 28 Bell 

 Channel_Net 450 28 655 28 Bell 

Gleissolo TWI 19 2 - - S 

 MRVBF 2,39 0,09 3,98 0,09 Bell 

Latossolo Channel_Net 351 28 449 28 Bell 

 MDE 428 28 449 28 Bell 

Neossolo TWI 16 0.2 - - S 

Uso e ocupação* 1 0.1 1 0.1 Bell 

Afloramento rochoso Uso e ocupação* 4 0.1 4 0.1 Bell 

 

Tabela 4-Valores e tipos de curva utilizados para os atributos do terreno 

para determinação de cada classe de solo 
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classe de maior probabilidade de ocorrência na área é a dos Cambissolos, seguida pelos 

Neossolo, afloramento rochoso, Latossolos e, em menores áreas, os Gleissolo. 

 

 

 

 

 

 

 

 

 

 

 

 

O mapa final é apresentado na Figura 12. A maior parte da área foi ocupada por 

Cambissolo, enquanto a menor por Gleissolo, que ficou concentrado em áreas de várzea, 

nas partes mais baixas da paisagem, por exemplo na parte sudoeste da bacia, que 

apresenta relevo em torno bastante acidentado, permitindo assim acúmulo de água nessa 

área mais baixa.  

O Neossolo e os Afloramentos rochosos foram encontrados nas partes mais altas 

da bacia, próximos aos domínios dos Cambissolos. Já os Latossolos foram mais comuns 

nos terços médios e inferiores das encostas. 

 

 

 

 

 

   

 

AR CX GX 

 

LVA RL 

 

Figura 11- Mapas de probabilidade de ocorrência de cada classe de solo obtidos a partir 

da inferência fuzzy. 

AR- Afloramento rochoso; CX- Cambissolo Háplico; GX- GleissoloHáplico; LVA- Latossolo Vermelho-Amarelo; 

RL- Neossolo Litólico 
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Figura 12- Mapa final de classes de solo obtido  por inferência fuzzy. 

AR- Afloramento rochoso; CX- Cambissolo Háplico; GX- GleissoloHáplico; LVA- Latossolo Vermelho-Amarelo; RL- Neossolo 

Litólico 
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 A Tabela 5 mostra a matriz de confusão obtida para o mapeamento digital, 

utilizando lógica fuzzy  para inferência das classes de solo. O coeficiente Kappa obtido 

foi de 0,75 , sendo classificado como muito bom (LANDIS E KOCHI, 1977), com 

acurácia global de 84 %. Akumu et al. (2016), mapeando classes de profundidade do solo 

no Canadá alcançaram acurácia global de 94 %. Bui et al. (2017) mapeando classes de 

solo no Vietnã, utilizando a covariável relevo para tal, conseguiram acurácia global de 72 

%. Enquanto Akumu et al. (2015) mapeando classes de textura do solo encontraram 

acurácia global de 79 %. Silva et al. (2016) mapeando classes de solo obtiveram 80% de 

acurácia global e um índice Kappa de 0,65. 

 Esses valores de precisão mostram-se aceitáveis segundo o encontrado em outros 

trabalhos como de Zhu et al., 2010 e Schuler et al., 2010.  

A maior acurácia do usuário (AU) foi alcançada pelo Afloramento rochoso com 

100%, seguido por Neossolo Litólico (96 %) e Gleissolo(91 %). Os menores valores 

foram obtidos para Latossolo Vermelho-Amarelo (61 %), enquanto Cambissolos 

obtiveram acurácia de 81 %. Segundo Congalton e Rekas (1985) a AU mede a 

probabilidade de um ponto no mapa representar a verdade de campo. 

 Quanto a acurácia do produtor (AP) os melhores valores foram encontrados para 

Cambissolos com 95%, seguido por Neossolo Litólico (89%), Afloramento rochoso 

(82%), Latossolo Vermelho-Amarelo (73%) e com menor percentual Gleissolocom 42%. 

Gleissolos foram confundidos principalmente com Cambissolos, e isso se deve, 

provavelmente, a maior área ocupada por esse. A confusão das demais classes também 

ocorreu principalmente com CX, pelo mesmo motivo, já que esses estão distribuídos 

majoritariamente em toda bacia. Dias et al. (2015) encontrou maiores percentagens de 

acurácias do produtor para a classe de Neossolos litólicos, chegando a 100%. 

 Segundo Bui et al. (2017), a lógica fuzzy tem sido amplamente estudada e 

demostrado eficiência para o mapeamento de áreas com condições de relevo suaves. 

Porém estes estudaram uma região do Vietnã, com condições de relevo acentuado e 

obtiveram boas precisões, assim como neste trabalho. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Classe de 

solo RL AR CX GX LVA 
Σ 

Linhas 

AU 

(%) 

RL 25 1 0 0 0 26 96 

AR 0 27 0 0 0 27 100 

CX 3 5 95 11 4 118 81 

GX 0 0 1 10 0 11 91 

LVA 0 0 4 3 11 18 61 

Σ Colunas 28 33 100 24 15 200   

AP (%) 89 82 95 42 73     

 

Tabela 5- Matrix de confusão para o 

mapeamento de solos utilizando lógica fuzzy 

AR- Afloramento rochoso; CX- Cambissolo Háplico; GX- 

GleissoloHáplico; LVA- Latossolo vermelho-amarelo; RL- 

Neossolo Litólico; AU- Acurácia do usuário; AP- Acurácia do 

produtor 
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Considerando que no Brasil, a maior parte da informação sobre o solo encontra-

se em mapas convencionais, realizou a comparação entre os mapas obtidos pelo 

mapeamento digital e convencional. 

Nota-se que o mapa confeccionado aplicando o método convencional (Figura 13), 

utilizou-se intensamente do recurso de associações, não sendo possível a identificação da 

ocorrência e localização de uma única classe de solo dentro da unidade de mapeamento, 

deixando assim implícita a heterogeneidade desse tipo de técnica, conforme observado 

por Dias (2015). Ao contrário, o mapa digital apresenta as unidades simples, com classes 

de solo individuais, o que permite a obtenção de um mapa mais detalhado (TESKE, 2014). 

Segundo Seyfried (1998), a variação espacial do solo retratada em mapas de solos 

convencionais é muitas vezes altamente generalizada e muitas vezes discreta. Outra 

questão relevante é apontada por Hudson (1992), que revela que o levantamento 

convencional de solos, é exemplo de uma ciência baseada nas relações solo-relevo, que 

por sua vez são baseadas no conhecimento tácito, obtido através da experiência do 

pedólogo, o que leva este conhecimento a ser de difícil compreensão, uma vez que este 

não é explícito, dificultando seu aprendizado e sua disseminação. A literatura mostra 

diversos estudos desde a década de 70, que apontam o caráter subjetivo desse método 

(Beckett & Webster, 1971; McBratney et al., 1981; Burrough 1989), levando este a ser 

uma técnica que apresenta grande incerteza (Mendonça-Santos et al., 2003). 

Segundo Hodza (2010) para uma determinada área, pedólogos inevitavelmente 

produzirão diferentes mapas de solos, independentemente de usar ferramentas e técnicas 

similares ou diferentes, sendo a extensão e a gravidade das diferenças entre estes mapas 

de solo da área amplamente desconhecidas. Hodza (2010) usou uma abordagem de lógica 

difusa para quantificar a magnitude e a seriedade das diferenças entre dois mapas de solos 

interpretativos, sendo que um mapa foi criado por um cientista individual do solo usando 

métodos convencionais de mapeamento do solo e o outro foi produzido por quatro 

cientistas usando Sistema de Informação Geográfica, chegando ao resultado de dois 

mapas substancialmente diferentes.  

De acordo com Heuvelink e Webster (2001), independentemente de como um ou 

outro prevê, um cientista do solo assume algum tipo de modelo de como o solo se 

comporta no espaço e no tempo, podendo haver grandes diferenças entre esses modelos, 

mas o que todos eles têm em comum é que envolvem algum grau de incerteza, sendo por 

isso, os modelos estatísticos melhores opções de mapeamento, já que os mesmos 

reconhecem a incerteza associada. 
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 Poderando-se que o mapa convencional foi produzido a partir dos dados dos perfis 

de solo e observações no campo, obteve-se a matriz de confusão a partir dos 200 pontos 

de observação utilizados na validação do mapa digital de forma a garantir a não 

tendenciosidade, uma vez que se espera ao avaliar um mapa, independentemente da forma 

pelo qual foi produzido, que se encontre informações condizentes com a realidade. Para 

elaboração da mesma, foi considerado concordância entre inferência e realidade, quando 

a classe predominante foi classificada. 

 Sendo assim, a matriz de confusão é apresentada na Tabela 6. O índice Kappa 

encontrado foi de 0,35 , e a acurácia global de 58%. A acurácia do usuário (AU) mostra 

valores elevado para RL (100%) e GX (90%), enquanto a menor acurácia se deu para CX 

com 62%. O que indica que devido a grande distribuição dessa classe na área, as demais 

classes confundiram-se, tendo todas apresentado amostras erroneamento classificadas 

como Cambissolos. 

 Quanto a acurácia do produtor (AP), assim como o encontrado no mapeamento 

digital, Cambissolos foram a classe de maior acurácia (77%). Porém divergentemente, 

Neossolo Litólico foi a classe de menor precisão, com apenas 11%, isso provavelmente 

se deve a não ter sido possível inferir no mapeamento convencional a presença de 

neossolos em áreas de mata, já que não existe uma relação direta. Porém, em uma área 

prioritariamente agricultável, acredita-se que quando se deu o desbravamento da região 

com provável desmatamento de florestas nativas, foram preservadas essas áreas hoje 

encontradas, devido ao fato de provavelmente essas terem sido consideradas impróprias 

para agropecuária. 

 

 

AR- Afloramento rochoso; CX- Cambissolo Háplico; GX- GleissoloHáplico; LVA- 

Latossolo Vermelho-Amarelo; RLd- Neossolo Litólico distrófico; PA- Argissolo 

Amarelo. 

Figura 13- Mapa final de classes de solo obtido pelo método 

convencional de mapeamento. 
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O teste Z foi igual a 6,53 demonstrando a diferença estatística entre os dois 

métodos, onde o mapeamento digital mostrou-se superior. Valores acima de 1,96 

mostram significância do teste a 5 %.  

A Tabela 7 mostra a comparação das áreas delimitadas para cada classe no 

mapeamento digital e convencional. As áreas do mapeamento convencional foram 

determinadas considerando-se àquela de principal ocorrência na área mapeada em cada 

unidade. 

 As maiores concordâncias foram encontradas para as áreas de afloramento 

rochoso, devido a relativa facilidade de se mapear essa classe, e para Latossolo vermelho-

amarelo. Quanto as divergências, elas foram mais significativas para as classes de 

Gleissoloe Neossolo Litólico.  

A precisão da área de Gleissolos, torna-se mais difícil pelo fato dessa classe estar 

presente na menor parte da área de estudo. Quanto aos RL acredita-se haver uma 

subestimação no mapeamento convencional, considerando o fato da área apresentar 

relevo extremamente acidentado, com grandes áreas de afloramento rochoso, o que 

sugere a presença dessa classe em maiores áreas do que aquelas mapeadas pelo método, 

mesmo essa tendo tido outras classes a ela associada na classificação. 

 

 

 

 

 

 

 

 

 

 

Método de 

classificação Classe de solo 

  RL CX GX AR LVA 

  (ha) 

Lógica fuzzy 486,6 1174,2 26,1 367,2 349,5 

Convencional 32,4 1577,8 8,9 441,1 329,6 

 

Tabela 7- Áreas definidas para cada classe pelo mapeamento 

convencional e digital usando lógica fuzzy 

Classe de 

solo RL AR CX GX LVA 
Σ 

Linhas 

AU 

(%) 

RL 3 0 0 0 0 3 100 

AR 6 18 3 0 0 27 67 

CX 19 14 77 8 6 124 62 

GX 0 0 1 9 0 10 90 

LVA 0 1 19 7 9 36 25 

Σ Colunas 28 33 100 24 15 200   

AP (%) 11 55 77 38 60     

 

Tabela 6- Matriz de confusão para o mapeamento 

convencional de solos 

AR- Afloramento rochoso; CX- Cambissolo Háplico; GX- 

GleissoloHáplico; LVA- Latossolo Vermelho-Amarelo; RL- 

Neossolo Litólico. 

AR- Afloramento rochoso; CX- Cambissolo Háplico; GX- GleissoloHáplico; 

LVA- Latossolo Vermelho-Amarelo; RL- Neossolo Litólico. 
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 A Figura 14 mostra o mapa de concordância entre os mapas convencional e digital. 

A concordância foi de 26%, sendo encontrada principalmente em áreas de Afloramento 

Rochoso, Cambissolo e em menor proporção para Latossolos, corroborando assim com 

os dados apresentados na Tabela 7. O mapa evidencia as áreas em que deverão ser 

concentrados os esforços para melhoria da acurácia dos mapas, mostrando que as técnicas 

devem ser complementares. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

5 CONCLUSÕES 

 

 

1. É possível o mapeamento digital da região estudada utilizando-se lógica fuzzy com 

boa precisão; 

2. Há divergências entre o mapeamento digital e convencional, sendo o índice de 

concordância de 26% entre si para a área, e por isso é necessário o uso de critérios 

diferenciados para a aplicação dos mesmos na área de estudo; 

3. É necessário realizar a validação criteriosa nas áreas de maior discordância nas 

classificações para melhorar a acurácia dos mapas; 

4. Lógica fuzzy é um método eficiente de mapeamento digital de solos em regiões 

com condições similares e mesmo padrão ambiental da área de estudo; 

 

Figura 14- Mapa de concordância entre o método digital (Lógica 

fuzzy) e o mapa convencional na bacia do ribeirão Inhaúma, 

Iconha/ES. 
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5. A integração entre o conhecimento tácito dos pedólogos sobre as relações solo-

paisagem e a otimização dos procedimentos via mapeamento digital de classes de 

solos, poderiam levar aos melhores resultados para mapeamento de uma área. 
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RESUMO 

 

 

Diversas técnicas de mapeamento digital vêm sendo desenvolvidas para melhorar a 

eficiência deste em várias áreas de estudo. Diante disso, tem-se um gama de métodos a 

serem escolhidos, cuja o desempenho deve ser testado. Para um mapeamento satisfatório, 

é necessário a boa seleção de variáveis preditoras, dessa forma, este trabalho objetivou 

testar diferentes modelos para mapeamentos de classes de solo na bacia do Ribeirão 

Inhaúma, em Iconha/ES, utilizando como variáveis preditoras: covariáveis do terreno, 

bandas do Landsat 8, Índice de vegetação da diferença normalizada- NDVI e dados de 

magnometria e gamaespectrometria. Inicialmente, foi realizado o levantamento de solos 

que consistiu em 285 pontos de observação, 12 perfis e três amostras extras, totalizando 

300 pontos . Em cada ponto de observação foi determinado a classe de solo, enquanto nos 

perfis e amostras extras foi feita a descrição morfológica, para predição das classes de 

solos foram usadas como variáveis independentes: 38 variáveis morfométricas derivadas 

do Modelo Digital de Elevação-MDE, NDVI e  dados gamaespectrométricos e 

magnométricos obtidos através da Companhia de Pesquisa de Recursos Minerais -CPRM. 

O desempenho do modelo foi avaliado pelo método de amostragem  bootstrap 632, 

através dos valores de Kappa, além das acurácias do produtor e do usuário e teste Z. Os 

maiores valores de Kappa foram encontrados para RF (0,65), XGBTREE (0,65), 

RANGER (0,64) e WSRF (0,63). As classes que obtiveram maior acurácia tanto do 

produtor quanto do usuário foram Cambissolo e afloramento rochoso. As variáveis mais 

importantes na predição das classes para os métodos RF, XGBTREE e RANGER foram 

o uso do solo, bandas do Landsat 8, seguidas por covariáveis do terreno e dados de 

magnetometria e gamaespectrometria. O teste Z demonstrou que RF e XGBTREE foram 

superiores em relação a MARS, porém mostraram-se igualmente eficientes aos demais. 

 

ABSTRACT 

 

 

Several techniques of digital mapping have been developed to improve the efficiency of 

this in several areas of study. Given this, there is a range of methods to be chosen, whose 

performance must be tested. For a satisfactory mapping, a good selection of predictor 

variables is necessary, so this work aimed to test different models for soil class mapping 

in the Ribeirao Inhaúma basin, in Iconha / ES, using as predictor variables: soil covariates, 

bands of Landsat 8, vegetation index of normalized difference - NDVI and data of 

magnometry and gamma spectrometry. Initially, the soil survey consisted of 285 

observation points, 12 profiles and three extra samples, totaling 300 points. At each 

observation point, the soil class was determined, while in the profiles and extra samples 

the morphological description was made, to predict the soil classes were used as 

independent variables: 38 morphometric variables derived from the Digital Elevation 

Model-MDE, NDVI and gamma-spectrometric and magnometric data obtained through 

the Company of Research of Mineral Resources -CPRM. The performance of the model 

was evaluated by the bootstrap 632 sampling method, using Kappa values, as well as 

producer and user acuity and Z test. The highest Kappa values were found for RF (0.65), 

XGBTREE (0, 65), RANGER (0.64) and WSRF (0.63). The classes that obtained greater 
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accuracy of both the producer and the user were Cambissolo and rock outcrop. The most 

important variables in the prediction of the classes for the RF, XGBTREE and RANGER 

methods were soil use, Landsat 8 bands, followed by terrain covariates and data from 

magnetometry and gamma spectrometry. The Z test showed that RF and XGBTREE were 

superior in relation to MARS, but they were equally efficient in the others. 

 

1 INTRODUÇÃO 

 

 

 A técnica convencional de mapear solos ainda persiste como a forma mais 

aplicada para mapeamento deste compartimento da paisagem (SCULL et al., 2003). 

Porém, segundo Dias (2015), trata-se de método que demanda tempo, tem custo elevado 

e é subjetivo, dependendo quase que exclusivamente do conhecimento e julgamento do 

pedólogo, além de estar mais susceptível a erros durante o esboço das classes (ZHU et 

al., 2001), resultando em uma dependência excessiva de conhecimento tácito, fazendo 

com que muitas vezes se crie informações incompletas relativa à derivação do produto 

final da pesquisa de solo (HUDSON, 1992). 

 Dessa forma, têm sido cada vez mais adotadas novas técnicas para se obter 

informações sobre o solo de modo a diminuir os gastos do mapeamento convencional 

(CHAGAS et al., 2011). Em função da elevada complexidade em determinar as relações 

das classes de solos com as respectivas paisagens em que se encontram, torna-se 

necessário a adoção de técnicas mais objetivas e eficientes para o delineamento das 

unidades de mapeamento (LIMA et al., 2013). Nesse contexto a Pedometria apresenta-se 

como uma alternativa viável principalmente devido aos avanços tecnológicos nas últimas 

décadas, o que criou um grande potencial para a melhoria da maneira que os mapas de 

solo são produzidos (McKENSIE et al., 2000). 

 McBratney em dois momentos (1996  e 2007) define a Pedometria como sendo 

uma ciência fundamentada nas relações matemáticas, modelos numéricos ou estatísticos, 

através dos quais é possível estabelecer relações entre classes de solos e as covariáveis 

usadas para predição, delimitando assim a distribuição das mesmas no ambiente. 

 O mapeamento digital de solos, entra como uma das interfaces possíveis dentro 

da pedometria e é definido como sistemas de informações espaciais de solos, que são 

criados e manipulados, pelo uso de modelos numéricos de modo a inferir as variações 

espaciais e temporais de classes e propriedades do solo, utilizando observações, 

conhecimento dos solos e variáveis ambientais correlacionadas (LAGACHERIE & 

McBRATNEY 2007).  

 Alguns trabalhos demostram o uso de diferentes métodos para o mapeamento 

digital de solos (TEN CATEN et al., 2011; CHAGAS et al., 2011; CHAGAS et al, 2013; 

TEN CATEN et al., 2009; SIRTOLI,2008; BEHRENS e SCHOLTEN, 2007; Giasson et 

al., 2006;), e a escolha de qual método ou modelos aplicados à espacialização das classes 

de solos dependerá parcialmente de como o solo é percebido no espaço geográfico 

(SCULL et al., 2003). 

 Este trabalho tem por objetivo testar diferentes modelos para mapeamentos digital 

de classes de solo na bacia do Ribeirão Inhaúma, em Iconha/ES, utilizando como 

variáveis preditoras covariáveis ambientais disponíveis gratuitamente. 
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2 REVISÃO BIBLIOGRÁFICA 

 

 

 Primeiramente serão suscintamente apresentados os Classificadores que foram 

testados neste trabalho. 

 

2.1 Classificadores Utilizados Para Predição De Classes De Solo 

  

2.1.1 Bagged AdaBoost 

 

 No software R o pacote Adabag  implementa o algoritmo Adaboost.M1 de Freund 

e Schapire (1996) e o algoritmo Bagging, de Breiman (1996) usando árvores de 

classificação como classificadores individuais. Uma vez que esses classificadores tenham 

sido treinados, eles podem ser usados para prever novos dados onde antes não existiam. 

O Adaboost.M1 é considerado o algoritmo multiclasse do classificador AdaBoost, sendo 

que o número de classes podem assumir 3 ou mais categorias, e é considerado um 

algoritmo facilmente implementado (FREUND e SCHAPIRE, 1997). 

  De acordo com Oliveira (2016), o algoritmo Boosting a cada iteração vai 

atribuindo pesos maiores às observações classificadas incorretamente na interação 

anterior. Sendo assim ele aplica de forma sequencial uma regra de classificação final a 

amostra de treinamento, que são iterativamente reponderadas. Dessa forma a regra de 

classificação final é obtida pela combinação das regras dos classificadores parciais que 

foram construídos.  

 Segundo Fernandes et al.(2014), o AdaBoost, é o mais representativo algoritmo 

de Boosting, este cria classificadores em série, e a cada nova iteração é dado mais ênfase 

a aquelas instâncias classificadas erroneamente na iteração feita anteriormente. Assim, o 

peso das amostras classificadas incorretamente aumenta enquanto daquelas classificadas 

corretamente diminui. 

 A Figura 15, mostra de forma simplificada como essa classificação é feita. 
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 Quando feita a primeira iteração, o classificador base tem como objetivo realizar 

a correção dos pesos atribuídos aos objetos classificados incorretamente com fins de se 

obter o erro mínimo (OLIVEIRA, 2016). De acordo com Schapire e Freund (2012), ao 

melhorar ligeiramente o erro de treino de um classificador fraco, o erro de treinamento 

será decrescido exponencialmente. 

 

2.1.2 C5.0 

 

Método criado por Max Kuhn, Steve Weston, Nathan Coulter, Mark Culp (2015). 

As árvores de decisão C5.0 são modelos baseados em regras para reconhecimento de 

padrões. 

Este modelo amplia as aplicações dos algoritmos de classificação C4.5, descritos 

em Quinlan (1992). O algoritmo C4.5 constrói árvores de decisão a partir de um conjunto 

de dados de treinamento, em cada nó da árvore, o algoritmo escolhe o atributo dos dados 

que mais efetivamente divide seu conjunto de amostras em subconjuntos enriquecidos em 

uma classe ou outra. O critério de divisão é o ganho de informação normalizado. O 

atributo com o maior ganho de informação normalizado é escolhido para tomar a decisão. 

 Os detalhes das extensões do C4.5 para o C5.0 são em grande parte não 

documentados. O modelo C5.0 pode assumir a forma de uma árvore de decisão completa 

ou de uma coleção de regras. 

 Este modelo particular manipula dados não-numéricos de alguns tipos (como 

caracteres, fator e dados ordenados). A matriz de custo deve ser CxC, onde C é o número 

de classes. Os elementos diagonais são ignorados. As colunas devem corresponder às 

classes verdadeiras e as linhas são as classes previstas. Por exemplo, se C = 3 com classes 

 

Figura 15- Fluxograma de funcionamento do 

algoritmo Boosting. 

(wi são os pesos atribuídos às observações em 

cada iteração t; os Ci são os classificadores 

parciais encontrados em cada amostra ponderada e 

H é a hipótese final de classificação). 

Fonte: Oliveira (2016). 
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Vermelho, Azul e Verde (RGB nessa ordem), um valor de 5 no elemento (2,3) da matriz 

indicaria que o custo de prever uma amostra Verde como Azul é cinco vezes o valor usual 

(de um) (PACKAGE C5.0). 

Algumas das melhorias implantadas de C5.0 em relação a C4.5 são a velocidade, 

onde o C5.0 é significativamente mais rápido do que C4.5 (PATIL et al., 2012); uso de 

memória mais eficiente; Árvores de decisão menores, C5.0 consegue obter resultados 

semelhantes ao C4.5 com árvores de decisão consideravelmente menores. De acordo com 

Ruiz (2015), foi incorporado ao C5.0 um método reforço (boosting) na determinação do 

modelo final, e uma abordagem para seleção de atributos mais informativos na construção 

das árvores, denominado winnow. 

Segundo Kung e Jonhson (2013) a seleção de atributos é feita através de uma 

divisão aleatória dos dados de treinamento em duas partes iguais, posteriormente é gerado 

o modelo de árvore, chamada árvore teste com uma dessas partes, essa tem o objetivo de 

avaliar a utilidade de cada atributo utilizado como preditor. De forma, que atributos 

preditivos que não estão presentes em nenhuma divisão da árvore são considerados sem 

importância para o modelo e são removidos do conjunto de dados. A outra metade não 

utilizada para gerar a árvore teste, é usada para se estimar a taxa de erro da árvore, essa 

taxa é calculada com e sem cada atributo preditivo, se a taxa de erro aumenta na ausência 

do atributo, esse permanece no conjunto de dados. 

De acordo com  IBM (2017):  
Um modelo C5.0 funciona dividindo a amostra com base no campo que 

fornece o máximo de ganho de informações. Cada subamostra definida pela 

primeira divisão é, então, divida novamente, geralmente com base em um 

campo diferente, e o processo é repetido até que as subamostras não possam 

ser divididas ainda mais. Por último, as divisões de nível inferior são 

reexaminadas e aquelas que não contribuírem significativamente com o valor 

do modelo são removidas ou podadas. 

 

2.1.3 Conditional Inference Random Forest 

 

O algoritmo Cforest (Conditional Inference Random Forest) tem como algoritmo 

base o conditional inference trees (ctrees), cujo meta-algoritmo é o bagging (SANTOS, 

2013). O algoritmo ctrees emprega a inferência condicional como processo de partição 

em subconjuntos de forma binária e recursiva (HOTHORN et al, 2006). O pacote R é o 

party, esse pode ser considerado uma caixa de ferramentas computacional para 

particionamento recursivo. 

Corroborando com Santos (2013) e Horthorn et al. (2006), de acordo com o 

PACKAGE PARTY (2017), o núcleo do pacote ctree, é uma implementação de árvores 

de inferência condicional que incorporam modelos de regressão estruturados em árvore, 

em uma teoria bem definida de procedimentos de inferência condicional. Esta classe não-

paramétrica de árvores de regressão é aplicável a todos os tipos de problemas de 

regressão, incluindo variáveis nominais, ordinais, numéricas. 

O procedimento Bagging (BREIMAN, 1996) versa em usar amostras bootstrap 

do conjunto de treinamento, e assim dá origem a diversos classificadores, que irão ser 

usados para formação do classificador final (OLIVEIRA,2016). Amostragem bootstrap 

é uma técnica na qual é feita uma amostragem com reposição, assim, partindo de um 

primeiro conjunto de treinamento, são selecionados de forma aleatória preditores para um 

novo conjunto de treinamento (OSHIRO, 2013). 

Ao criar preditores em amostras bootstrap e posteriormente agregá-los, espera-se 

formar um preditor que seja superior, sendo que no caso de classificação as combinações 
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são feitas através de votos, sendo que a classe mais votada é escolhida, enquanto no caso 

da regressão é utilizada a média dos preditores para tomada de decisão (RUBESAM, 

2004).  

A Figura 16, mostra o esquema de funcionamento do bagging. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Em síntese, o principal foco de Bagging  é dar origem a vários classificadores em 

um dado conjunto de treinamento, que posteriormente serão utilizados para originar o 

classificador final (OLIVEIRA, 2016). Sendo  cforest , segundo o PACKAGE PARTY 

(2017)  uma implementação dos algoritmos de conjuntos aleatórios de floresta utilizando 

inferência condicional como base de aprendizado. 

 

2.1.4 Extreme Gradient Boosting 

 

Xgboost é a abreviação do pacote eXtreme Gradient Boosting. Trata-se de uma 

implementação eficiente e escalonável da estrutura de aumento de gradiente proposta por 

(FRIEDMAN, 2001; FRIEDMAN et al., 2000). O pacote inclui algoritmo de resolução 

de modelos linear e algoritmo de aprendizagem por árvore. Suporta várias funções 

objetivas, incluindo regressão e classificação (CHEN e HE, 2017). 

Os modelos de árvore foram introduzidos por Breiman et al. (1984) como Árvores 

de Classificação e Regressão (CART). O objetivo dos métodos de árvore são criar 

partições recursivas para o espaço preditor x, a fim de criar grupos homogêneos para o 

resultado y (ESCABIAS, 2017). Estas partições recursivas ocorrem até que haja apenas 

uma observação deixada ou até que um critério de parada seja alcançado. As árvores têm 

partes diferentes; Os nós finais em um algoritmo de árvore são as folhas e o número de 

níveis de partição que uma árvore consegue é a profundidade de uma árvore. 

 

Figura 16- Esquema de funcionamento do algoritmo bagging. T é a base de 

treinamento, H são as hipóteses. 

Fonte: Zadrozny, 2010 

   

http://www.ic.uff.br/~bianca
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Escabias (2017), apresenta algumas das vantagens apresentadas pelo algoritmo, 

sendo elas: 

 

 Computação rápida: A capacidade de fazer computação paralela em uma única 

máquina, bem como a implementação de um algoritmo de dispersão , o torna cerca 

de 10 vezes mais rápido que outras implementações (CHEN E GUESTRIN, 

2016); 

 Flexível: pode trazer funções objetivas e facilmente lidar com valores perdidos; 

 XGBoost permite executar a validação cruzada em cada iteração do algoritmo.  

 Open source: Existe uma comunidade que melhora o algoritmo na Distributed 

(Deep) Machine Learning Community (2017). 

 
 O resumo dos parâmetros mais importantes para os aprendizes de árvores que 

devem ser ajustados são apresentados abaixo (ESCABIAS, 2017): 

 
 Eta (η): taxa de aprendizagem do algoritmo. Intervalo: [0, 1]. Valor padrão: 

0.3. 

 

 Gamma (γ): redução mínima de perda dividida. 

É a redução de perda mínima para fazer outra partição em um nó folha. Para 

valores maiores o algoritmo será mais conservador. Intervalo: [0, inf]. Valor 

padrão: 0. 

 

 max depth: profundidade máxima de uma árvore. 

Um valor baixo evita o overfitting. Maior valor poderia aprender 

relacionamentos específicos para os dados de treinamento. Intervalo: [0, inf]. 

Valor padrão: 6 

 

 min child weight (hi): proxy de observação mínima para uma criança. 

É a soma mínima exigida do Hessian. Se a soma for menor que o parâmetro, 

não haverá mais particionamento. Intervalo: [0, inf]. Valor padrão: 1. 

 

 subsample: proporção de amostras aleatórias a serem usadas para treinamento. 

Equivalente da porcentagem de observações aleatórias coletadas para o 

crescimento de cada árvore. Evita o overfitting. Intervalo: [0, 1]. Valor padrão: 

1. 

 

 colsample bytree: relação de colunas usadas para treinar cada árvore 

Equivalente da porcentagem de colunas aleatórias coletadas para o cultivo de 

árvores. Intervalo: (0, 1]. Valor padrão: 1. 

 

 colsample bylevel: Relação de colunas utilizadas para treinar cada divisão de 

uma árvore. 

O mesmo que antes, mas a randomização das colunas são para cada divisão. 

Intervalo: (0, 1) Valor predefinido: 1. 

 

 lambda (λ): Regularização nos pesos. 

L2 termo de regularização para os pesos. Aumentar esse valor aumentará o 

parâmetro de regularização. Valor padrão: 1. 
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 alpha (α): Regularização nos pesos. 

L1 termo de regularização para os pesos. Aumentar esse valor aumentará o 

parâmetro de regularização. Valor padrão: 0 

 

 tree method: algoritmo de construção da árvore 

 

 sketch eps: Número de candidatos para o algoritmo  

Este parâmetro seleciona o número de candidatos por recurso a ser avaliado 

em cada divisão. Valores mais baixos vão propor mais candidatos e ser mais 

precisos. Intervalo: (0, 1). Valor padrão: 0.03. 

 

 max delta step and scale pos weight: Útil para classes extremamente 

desequilibradas. 

 

 

2.1.5 Multivariate Adaptative Regression Splines 

 

MARS é um método desenvolvido por Friedman (1991), sendo considerado um 

modelo de regressão flexível (ANDRIOLO, 2006), onde é possível a análise de dados de 

grande dimensão. É um teste não paramétrico, onde não se supõe anteriormente a forma 

como as variáveis dependentes estão relacionadas com os preditores. Uma das vantagens 

do método, apontado por Briand et al. (2000) é que divide o espaço amostral em sub-

regiões, em que cada uma contém um conjunto de variáveis independentes, onde foram 

identificadas interações e ajustada uma regressão linear, limitando assim a complexidade 

do modelo e evitando o excesso de aproximação dos dados. 

Segundo Friedmam (1991) MARS é usado para modelagem por regressão de 

dados dimensionais elevados. O modelo assume a forma de uma expansão nas funções 

de base spline do produto, onde o número de funções de base, bem como os parâmetros 

associados a cada uma (posições do grau e do nó do produto) são automaticamente 

determinados pelos dados. Este procedimento é motivado pela abordagem de divisão 

recursiva para a regressão.  

Ao contrário da partição recursiva, no entanto, este método produz modelos 

contínuos com derivadas contínuas. Tem mais poder e flexibilidade para modelar relações 

que são quase aditivas ou envolvem interações de no máximo algumas variáveis. Além 

disso, o modelo pode ser representado de uma forma que identifique separadamente as 

contribuições aditivas e as associadas, às diferentes interações multivariáveis. 

 

2.1.6 Random Forest 

 

Random Forest (RF) ou Floresta Aleatória é uma classe de métodos de conjuntos 

desenvolvidos para classificadores de árvore de decisão (LOPES, 2013). Ele combina 

previsões feitas por múltiplas árvores de decisão, onde cada árvore é gerada a partir dos 

valores de um vetor aleatório. Estes vetores são gerados a partir de uma distribuição de 

probabilidade fixa (TAN et al., 2009). 

 Random forest, foi definido de acordo com Breiman, 2001, o desenvolvedor do 

método, como um classificador composto por uma coleção de árvores, ou seja, várias 

árvores de decisão. Cada uma dessas árvores de decisão dá um voto que indica sua decisão 
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sobre a classe à qual pertencerá um determinado objeto. Determinado objeto pertencerá a 

classe que obtiver o maior número de votos (RODRIGUES E AMARAL, 2012). 

 O modelo RF combina um conjunto de árvores de regressão, a fim de melhorar a 

precisão da predição, cada arvore é construída a partir  da  seleção  aleatória  de 

covariáveis preditoras e pontos de treinamento (TAQUES, 2014). O algoritmo de RF é 

bastante robusto, insensível a ruídos  nos  valores  das  variáveis  e  ao  overfitting  (super  

ajuste); Outra característica  importante  é  a  capacidade  de  fornecer  medidas  de  

importância  das covariáveis na predição (HEUNG et al., 2014). 

 Sá Lucas (2011), cita que esta técnica consiste essencialmente em três partes: 

 Bagging:  gerar, através  de  reamostragem,  um  conjunto  de  sub-amostras 

provenientes  da  amostra  original,  selecionadas  de  maneira  aleatória  simples 

com reposição; 

 Boosting: construir, para cada subamostra, um  modelo  de árvore  de decisão, 

aumentando  a  ponderação  das  observações  incorretamente  classificadas  com 

base nos modelos criados para as outras subamostras; e 

 Randomizing: desenvolver os  modelos  de árvore  de  decisão  utilizando,  em 

cada nó, um  conjunto de  variáveis selecionadas  aleatoriamente, diferente para 

cada nó. 

 

2.1.7 Ranger 

 

 O nome do pacote ranger vem da abreviação de RANdom forest GEneRator 

(ranger) (Wright  e Ziegler, 2015).  

 Trata-se de uma implementação rápida do algoritmo Random Forest 

(BREIMAN, 2001), particularmente adequado para dados dimensionais elevados.  É 

possível trabalhar com técnicas de classificação e regressão, as quais são implementadas 

como no Random Forest original (BREIMAN, 2001).  

 De acordo com o Wright (2017), o algoritmo consiste de 3 etapas: 
 

1. Criar uma floresta aleatória nos dados de treinamento; 
 

2. Para cada observação de interesse (dados de teste), os pesos de todas as observações 

de treinamento são computados contando o número de árvores nas quais ambas as 

observações estão no mesmo nó terminal; 
 

3. Para cada observação de teste, crescer uma floresta aleatória ponderada nos dados de 

treinamento, usando os pesos obtidos na etapa 2. Preveja o resultado da observação do 

teste. 

 Wright e Ziegler (2015) realizando testes de simulação demonstraram a 

eficiência computacional e de memória do ranger. O tempo de execução foi melhor 

dimensionado para o número de recursos, amostras, árvores e o valor de mtry (número de 

atributos utilizados para construir cada árvore), e  nenhuma implementação de RF se 

mostrou mais rápida para dados dimensionais elevados com muitos recursos. 

 O número de árvores necessárias para a análise depende de vários fatores, como 

o tamanho do conjunto de dados e o objetivo do estudo. No entanto, o tempo de execução 

e uso de memória também pode afetar a escolha do número de árvores e outros parâmetros 

(WRIGHT e ZIEGLER, 2015). Com implementações mais rápidas disponíveis, como o 

ranger, esses desafios computacionais podem ser enfrentados. 
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2.1.8 Suport Vector Machine com Kernel Linear e 

Polynomial 

 

 De acordo com Santos (2002), o Support Vector Machines (SVM) é uma técnica 

de aprendizagem de máquina proveniente de duas fundamentações: Teoria da 

Aprendizagem Estatística (VAPNIK, 1999 ) e Otimização Matemática (MATTERA et 

al., 1999). O SVM pode ser considerado uma técnica computacional de aprendizado cujo 

enfoque é o reconhecimento de padrão, assim esse algoritmo tem como objetivo 

determinar limites de decisão onde haja separação ótima entre as classes com 

minimização dos erros (NASCIMENTO et al., 2009), permitindo dessa forma a 

maximização dos limites do hiperplano de separação ótima (optimal hyperplane) (FARIA 

e FERNANDES FILHO, 2013). 

 Segundo Faria e Fernandes Filho (2013), os pontos próximos ao limite de 

separação são definidos vetores de suporte (support vectors), como mostrado na Figura 

17. 
  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

  É permitido ao usuário controlar os limites de aceitação e rejeição dos erros de 

treinamento do conjunto de dados (TSO e MATHER, 2009).  

 O SVM usam as funções kernel para separação dos dados, ondem Santos 

(2002), relata que : 
As funções Kernel fazem o mapeamento dos dados do espaço de 

entrada para um espaço de características com uma dimensão muito superior, 

possibilitando que os dados não separáveis linearmente, tornem-se separáveis 

no espaço de características . 

  

 Quando se tem dados que possuam uma distribuição linear ou aproximadamente 

linear, as SVMs serão eficazes na classificação, já que estes sados serão linearmente 

separáveis (LORENA e CARVALHO, 2007). 

 O Kernel linear é a função kernel mais simples possível. Lida com problemas 

linearmente separáveis. Ele é dado pelo produto interno x; x’ somado a uma constante c 

(SOUZA, 2016): 
 

k(𝑥, �̃�) = (α 𝑥’�̃� + c) 

 

Figura 17- Esquema de classificação por meio do Support 

Vector Machines-SVM.  

 
Fonte: Nascimento et. al, 2009 modificado de Huang et al. (2002) e Melgani 

e Bruzzone (2004). 

 

(1) 
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 O grande entrave do uso de Kernel linear, vem da dificuldade de se encontarr 

em casos reais, dados que sejam linearmente separáveis, isso devido a fatores como a 

presença de outliers, ruídos ou a própria natureza dos dados, que em muitos casos não se 

distribui de forma linear  (LORENA e CARVALHO, 2007). Por isso usa-se o 

procedimento para suavização das margens do classificador, permitindo que alguns dados 

fiquem entre um hiperplano e outro (Figura 18), ao contrário do que acontece quando 

utiliza-se margens rígidas. 

 

 

 

 

 

 

 

 

 

 

 

   

  

    

 O Kernel polinomial é bastante utilizado em dados cuja regra de decisão possui 

um padrão polinomial. É descrito por (SOUZA , 2016): 

 

k(𝑥, �̃�) = (α 𝑥’�̃� ~ + c) d  

 

 

no qual α e c são parâmetros de ajuste e d representa o grau do polinômio. 

A classificação feita pelos SVM, são baseadas na separação ótima entre classes, 

ou seja, considerando-se que as classe são passíveis de separação, haverá a delimitação 

do máximo de classes possível (NASCIMENTO et. al, 2009). 

Estudos apontam que o classificador SVM tem se mostrado eficiente para 

classificação utilizando imagens de sensoriamento remoto, mostrando-se até mesmo 

superior a outros métodos já consolidados como Redes Neurais e Árvores de decisão  

(FOODY e MATHUR, 2004; PAL e MATHER, 2005). 

 

2.1.9 Weighted Subspace Random Forest 

       

O algoritmo Weighted Subespacial Random Forest foi proposto no International 

Journal of Data Warehousing and Mining por Xu et al. (2012). O algoritmo pode 

classificar dados dimensionais muito altos usando florestas construídas com pequenos 

 

Figura 18- SVM com suavização de margens. 

Fonte: Lorena e Carvalho (2007) 

 

(2) 
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subespaços. Esse novo método de ponderação é usado para a seleção de subespaços em 

lugar da amostragem tradicional de variável aleatória (MENG et al., 2017).  

Esta nova abordagem é particularmente útil na construção de modelos a partir de 

dados de alta dimensão, muitas vezes constituídos por milhares de variáveis (MENG et 

al., 2017). A computação paralela é usada para tirar proveito de máquinas multi-core e 

clusters de máquinas para construir modelos de floresta aleatória com tempos reduzidos 

(PACKAGE WSRF, 2017). 

A importância de cada variável é medida da seguinte forma: para cada árvore, é 

registrado o erro de predição em amostras fora do banco de dados usado no treinamento. 

Em seguida, o mesmo é feito após a permuta de cada variável de previsão. A partir da 

diferença entre os dois é feita a média de todas as árvores, e normalizada pelo desvio 

padrão das diferenças. A segunda medida é a diminuição total das impurezas do nó 

decorrentes da divisão da variável, sobre todas as árvores. A impureza do nó é medida 

pelo Índice de Ganho de Informação. 

 

2.2 Principais Classes De Solo Encontradas Na Área De Estudo 

 

Após trabalhos de campo, foram determinadas as principais classes de solos 

observadas na área de estudo, além do tipo de terreno predominante. Os itens a seguir é 

uma descrição sucinta do que foi encontrado. 

 

2.2.1 Afloramentos rochosos com e sem vegetação 

  

 Os afloramentos de rocha são muito recorrentes na área, e por isso, apesar de não 

se apresentarem como uma classe de solo, tornam-se muito relevantes na bacia estudada. 

No local de estudo, apresentam-se, principalmente em forma de inselbergs em grande 

parte, com vegetação rasteira em sua superfície (Figura 19). Também são encontrados na 

forma de blocos rochosos em superfície. 

 

 

 

 

 

 

 

 

 

2.2.2 Cambissolo Háplico 

 

 Segundo o sistema brasileiro de classificação de solos (EMBRAPA, 2006), os 

Cambissolos possuem pedogênese pouco avançada, são constituídos por material 

 Figura 19- Afloramento rochoso na bacia do ribeirão  

Inhaúma. 
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mineral, têm o horizonte B incipiente (Bi) com textura franco-arenosa ou mais argilosa. 

São solos que podem se formar diferentes locais, incluindo portanto, diferentes materiais 

de origem, formas de relevo e condições climáticas, e por isso apresentam características 

bastante variáveis de um local para o outro. 

 É a classe de solo mais comum na área de estudo e podem ocorrer associados a 

Neossolos Litólicos e afloramentos rochosos. Apresenta-se, em muitos casos, como 

latossólico (Figura 20) e estão geralmente utilizados com plantações de cafés. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

2.2.3 Gleissolos Háplico 

 

 São solos hidromórficos, ou seja, esses solos encontram-se de forma permanente 

ou periódica, saturado por água. Salvo se forem artificialmente drenados. O processo de 

gleização faz com que esses apresentem colorações acinzentadas, azuladas ou 

esverdeadas, devido ao ambiente redutor, que causa a redução e solubilização do ferro. 

Comumente desenvolvem-se a partir de sedimentos depositadas próximos aos cursos 

d’água, em áreas de relevo plano de terraços fluviais, marinhos ou lacustres e em áreas 

de depressão (EMBRAPA, 2006). 

Na bacia são encontrados principalmente nos fundos dos vales, nos terraços 

fluviais que sofrem alagamento sazonais. Foram também observados em terraços 

suspensos, na parte alta da bacia (Figura 21). 

 

 

 

 Figura 20- Cambissolo 

Háplico latossólico com plantio 

consorciado de café e 

bananeira. 
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2.2.4 Latossolos 

 

 Os Latossolos, de maneira geral, são solos profundos, muito evoluídos e que já 

sofreram fortemente o processo de intemperização. Por isso, em sua constituição há 

poucos ou quase nenhum mineral primário ou secundário menos resistente ao 

intemperismo, sua capacidade de troca catiônica também é baixa, podendo comportar 

solos cauliníticos a oxídicos, além disso são geralmente, ácidos, com baixa saturação por 

bases, distróficos ou alumínicos. São recorrentes em regiões equatorias e tropicais, 

podendo ser originados a partir de diferentes rochas e sedimentos, em diversos climas e 

tipos de vegetação (EMBRAPA, 2006). 

 Os Latossolos encontram-se entre as subordens Vermelho-Amarelo e Amarelo 

localizados em rampas suaves e topo da paisagem (Figura 22). São ocupados por 

pastagens, cafés e bananais.   

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 21- Gleissolo Háplico em seu ambiente 

de ocorrência na bacia do ribeirão Inhaúma. 

 

Figura 22- Latossolo Vermelho-

Amarelo. 
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2.2.5 Neossolo Litólico 

 

 Os Neossolos apresentam pouco desenvolvimento pedogenético, sendo 

considerados solos jovens, pouco evoluídos. Este é um solo em formação, devido a ação 

reduzida dos processos pedogenéticos, em virtude das características intrínsecas ao 

material de origem, como grande resistência ao intemperismo ou composição químico-

mineralógica, ou até mesmo condições de formação (relevo, clima, tempo) que limita a 

evolução dos mesmos. Pode ser formado por material mineral ou orgânico pouco espesso, 

e não apresenta grandes alterações em relação ao material originário (EMBRAPA, 2006). 

 No local de estudo, foi observado a predominância desse tipo de solos em locais 

abrangidos por áreas de mata em função das restrições de uso. Geralmente apresentam 

afloramento rochoso associado (Figura 23). 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

3 MATERIAL E MÉTODOS 

 

 

O estudo foi realizado na Bacia do Ribeirão Inhaúma, na cidade de Iconha/ES. A 

mesma tem área de 2.403,9 ha, com coordenada central de 21°10’58.82”S e 

41°00’08.87”O, localizada quase que totalmente no município de Iconha, no sul do estado 

do Espírito Santo. 

 Inicialmente, foi realizado o levantamento de solos que consistiu em 285 pontos 

de observação, 12 perfis completos e três amostras extras, totalizando 300 pontos (Figura 

 Figura 23- Neossolo Litólico. 
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24). Em cada ponto de observação foi determinado a classe de solo, enquanto nos perfis 

e amostras extras foi feita a descrição morfológica (SANTOS et al. ,2015) e classificação 

conforme Embrapa (2013), com coleta dos horizontes e posterior análise química e física.  

Os perfis seguiram uma malha de amostragem determinada pelo método do 

hipercubo latino condicionado considerando à dificuldade de acesso, pelo relevo 

extremamente montanhoso da área. As coordenadas de cada perfil e amostras extras 

foram registradas com auxílio de receptor GNSS modelo GS09 Plus, da Leica. Os dados 

foram processados utilizando-se o programa Leica Geoffice 8.0, utilizando a estação fixa 

do Instituto Brasileiro de Geografia e Estatística-IBGE presente em Vitória/ES para 

transporte da base para a área da bacia.  

As coordenadas dos pontos de observação foram registradas utilizando-se o GPS 

de navegação Garmim modelo 76 Csx. Foram amostradas todas as cinco classes de solo 

presentes no local de estudo e a classe com maior número de amostra foi a dos 

Cambissolos Háplicos, por ser a mais comum na bacia (Tabela 8). 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 24- Localização dos perfis e pontos de observação na 

bacia do Ribeirão Inhaúma, Iconha/ES. 

Classe de 

solo 

Número de 

amostras 

Representatividade 

(%) 

RL 37 12,3 

CX 172 57,3 

GX 29 9,7 

AR 47 15,7 

LVA 15 5 

Total 300 100 
RL- Neossolo Litólico, CX- Cambissolo Háplico, GX-GleissoloHáplico, AR- 

Afloramento rochoso, LVA-Latossolo Vermelho-Amarelo 

Tabela 8- Distribuição dos perfis, amostras extras e pontos de 

observação por classes de solos na área de estudo 
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Primeiramente as amostras foram secas ao ar, destorroadas e passadas em peneira 

com malha de 2 mm, sendo separada entre maior e menor que 2 mm, e procedida a análise 

granulométrica e química segundo EMBRAPA (2011). A análise química constou de 

determinação de Ca e Mg trocáveis, Alumínio trocável (Al+3), Acidez extraível (H+Al), 

K e Na trocáveis, P extraível, Carbono orgânico, Valor S (soma de bases trocáveis), valor 

T (CTC), valor V% (porcentagem de saturação por bases) e pH. 

Para predição das classes de solos foram usadas diferentes variáveis 

independentes. A partir do modelo digital de elevação (MDE) obtido a partir de dados do 

satélite ALOS (Advanced Land Observing Satellite) com resolução espacial de 12,5 m 

foram geradas 38 covariáveis morfométricas (Tabela 9), utilizando para isso script 

desenvolvido no programa R para aplicar as ferramentas de análise morfométricas do 

terreno contidas no software livre SAGA (BOHNER et al., 2006).  
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Tabela 9- Descrição das variáveis morfómetricas utilizadas no mapeamento digital de 

solos da bacia do ribeirão Inhaúma, Iconha/ES 
  

Variáveis morfométricas Descrição 

Aquecimento anisotrópico 

diurno (Diurnal Anisotropic) 

Representa a assimetria no aquecimento comparando as faces leste e oeste 

locais, baseado em horas de radiação. 

Área real da superfície  (Real 

Surface Area) 
Considera a superfície real ao contrário da projetada 

Classificação de curvatura 

(Curvature Classification) 
Divide as curvaturas em 8 classes 

Convexidade da superfície 

terrestre (Terrain Surface 

Convexity) 

Razão entre o número de células que tem curvatura positiva (células 

convexas) para o número de todas as células válidas dentro de um raio de 

pesquisa específico 

Curvatura da linha de fluxo 

(Flow Line Curvature) 
Curvatura da linha de fluxo 

Curvatura da seção 

transversal (Cross-sectional 

Curvature) 

Curvatura relativa ao plano vertical das diferenças de nível 

Curvatura de perfil (Profile 

Curvature) 
Descreve o segundo mecanismo de acumulação 

Curvatura Geral  (General 

Curvature) 
Curvatura geral 

Curvatura Longitudinal 

(Longitudinal Curvature) 
Curvatura longitudinal 

Curvatura máxima (Maximal 

curvature)  Referente a seção normal local 

Curvatura mínima (Minimal 

curvature) 
Referente a seção normal local 

Curvatura plana (Plan 

curvature) 
Refere-se a curvatura plana do local 

Curvatura tangencial 

(Tangencial Curvature) 
Descreve o primeiro mecanismo de acumulação 

Curvatura total (Total 

Curvature) 
Curvatura média menos a diferença de curvatura 

Declividade (Slope) Representa a declividade local que pode ser angular ou em porcentagem 

Duração da radiação 1 

(Duration of Insolation 1) 
Duração da radiação solar no mês de janeiro 

Duração da radiação 2 

(Duration of Insolation 2) 
Duração da radiação solar no mês de junho 

Elevação da declividade  

(Slope Height) 
Altura total do declive 

Elevação normalizada  

(Normalized Height) 

É uma medida de altura relativa de um ponto ao invés de seu valor elevação 

propriamente dito. Atribui o valor 1 para o ponto mais alto e o valor 0 para 

a posição mais baixa dentro de uma respectiva área de busca 

Elevação Padronizada  

(Standardized Height) 
Produto da altura normalizada multiplicada pela altura absoluta 

Formas de relevo 

(Landforms) 
Representa as formas de relevo da área 

Gradiente (Gradient)  Corresponde ao gradiente hidráulico 

Índice de Balanço de Massa 

(Mass Balance) 
Índice que representa o balanço de massa em cada pixel 

Índice de convergência 

(Convergence index) 

Calcula o índice de convergência/divergência em relação ao escoamento 

superficial 

Índice de declividade (Slope 

index) 
 

Índice dos vales (Valley index)  Refere-se as depressões do terreno 

 

(Continua) 
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Tabela 9- Continuação... 
 

 

Fonte: Adaptado de Abreu (2017) 

 

Ainda foram utilizadas como variáveis independentes as bandas do satélite 

Landsat 8, o NDVI (normalized difference vegetation index) gerado através da equação 

proposta por Rouse et al. (1973), onde é expresso pela razão entre a diferença da medida 

da reflectância nos canais do infravermelho próximo e vermelho e a soma desses canais, 

sendo então: 

𝑁𝐷𝑉𝐼 =  
𝜌𝐼𝑉− 𝜌𝑉 

𝜌𝐼𝑉 + 𝜌𝑉 
  

Onde: NDVI é o Índice de vegetação da diferença normalizada, 𝜌𝐼𝑉 é refletividade no 

infravermelho próximo e 𝜌𝑉 é a refletividade no vermelho. 

 

Foram ainda empregados dados gamaespectrométricos e magnométricos obtidos 

através da Companhia de Pesquisa de Recursos Minerais -CPRM (Tabela 10). 

 

 

 

 

 

 

Índice de umidade topográfica 

(Topographic Wetness Index) 
Tendência de cada célula em acumular água. 

Modelo Digital de Elevação Representa a elevação de cada célula do modelo 

Posição de Meia Encosta (Mid 

Slope Positon) 

Representa a distância em relação ao topo e vale, variando entre 0 e 1 

cobrindo as regiões de maior declividade 

Profundidade dos vales 

(Valley Depth) 

Inverte a elevação, deriva as redes de drenagem e calcula a distância 

vertical até os mesmos 

Radiação solar difusa 1 

(Diffuse Insolation 1) 
Radiação solar difusa incidente no mês de janeiro 

Radiação solar difusa 2 

(Diffuse Insolation 2) 
Radiação solar difusa incidente no mês de junho 

Radiação solar direta 1 

(Direct to Diffuse Ratio 1) 
Radiação solar direta incidente no mês de janeiro 

Radiação solar direta 2 

(Direct to Diffuse Ratio 2) 
Radiação solar indireta incidente no mês de junho 

Radiação solar total 1 (Total 

Insolation 1) 
Radiação solar total (direta mais difusa) incidente no mês de janeiro 

Radiação solar total 2 (Total 

Insolation 2) 
Radiação solar total (direta mais difusa) incidente no mês de junho 

Superfície de pontos 

específicos (Surface Specific 

Points) 

Diferença entre pontos específicos de mudança da superfície, resultando 

em valores discretos positivos e negativos 

Textura da superfície 

terrestre (Terrain Surface 

Texture) 

Divide a textura da superfície em 8, 12 ou 16 classes 

(3) 
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Estes dados foram submetidos previamente a processamentos pela própria CPRM 

(2010), sendo estes processos transcritos no anexo 1.  

 Por último foi utilizado também o mapa de uso e ocupação do solo, simplificado 

em 4 classes: Floresta, pastagem, afloramento rochoso e agricultura. Este foi produzido 

utilizando o software ArcGis 10.2 a partir da observação de elementos básicos de 

interpretação, como: tonalidade e cor, forma e tamanho, padrão, textura, sombra em 

imagens ortorretificadas da área, com resolução de 25 cm, cedidas pelo Instituto Capixaba 

de Pesquisa, Assistência Técnica e Extensão Rural-INCAPER, por meio do Sistema 

Integrado de Bases Geoespaciais do Estado do Espírito Santo- GEOBASES. Todos os 

mapas foram padronizados com o mesmo tamanho de células, linhas, colunas e resolução 

de 30 m. 

 Foram testados dez classificadores, sendo eles: Bagged AdaBoost, C5.0, 

Conditional Inference Random Forest, Extreme Gradient Boosting, Multivariate 

Adaptative Regression Splines, Random Forest , Ranger , Suport Vector Machine com 

Kernel Polynomial , Suport Vector Machines with Linear Kernel , Weighted Subspace  

Random Forest. Para a classificação foi utilizado o software R, sendo método e o 

respectivo pacote R utilizado mostrado na Tabela 11. 

 

 

 

 

 

 

 

 

 

Dados gamaespectrométricos e magnométricos 

Campo Magnético Total 

Contagem Total 

Potássio 

Primeira Derivada do Campo Magnético Total 

Razão entre Tório e Potássio 

Razão entre Urânio e Potássio 

Razão entre Urânio e Tório 

Sinal Analítico do Campo Magnético Total 

Taxa de Exposição da Contagem Total 

Tório 

Urânio 

 

Tabela 10- Relação dos dados 

gamaespectrométricos e magnométricos, 

utilizados como parte das variáveis 

independentes para predição de classes de solos  
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Inicialmente para a seleção das variáveis independentes mais importantes, foram 

eliminadas àquelas que possuíam entre si índice de correlação maior que 0,95. 

Posteriormente cada modelo selecionou as variáveis mais significativas para predizer as 

classes de solo, sendo essas usadas para gerar os mapas finais. O desempenho do modelo 

foi avaliado pelo método de amostragem bootstrap 632, através dos valores índice Kappa.  

O Coeficiente Kappa foi obtido segundo a equação: 
   

𝐾 =  
∑ 𝜒𝑖𝑖

c
𝑖=1 −  ∑ (𝜒𝑖 + ∗ 𝜒 + 1) 𝑐

𝑖=1

𝑛2 −   ∑ (𝜒𝑖 + ∗ 𝜒 + 1) 𝑐
𝑖=1

 

em que, K é uma estimativa do coeficiente Kappa; xii é o valor na linha i e coluna i; linhas 

totais xi+ é a soma de linhas i e colunas totais; x + i é a soma das colunas i da matriz de 

confusão; n é o número total de amostras e c o número total de classes. 

O índice Kappa varia de 0 a 1, sendo que 0 indica a ausência de concordância, ou 

seja, a estimativa e a referência são estatisticamente independentes (ELNAGGAR, 2007), 

e 1 indica total concordância.  Os valores de Kappa foram interpretados segundo a Tabela 

12 (LANDIS e KOCHI (1977). 

 

 

 

 

  

 

 

 

 

 

 

 

 

Classificador  Método  Biblioteca do R 

Bagged AdaBoost  AdaBag  adabag, plyr 

C5.0  C5.0  C50, plyr 

Conditional Inference Random Forest  cforest  Party 

Extreme Gradient Boosting  xgbTree  xgboost, plyr 

Multivariate Adaptative Regression Splines  earth  Earth 

Random Forest  rf  randomForest 

Ranger  ranger  e1071, ranger 

Suport Vector Machine com Kernel Polynomial  svmPoly  Kernlab 

Suport Vector Machines with Linear Kernel  svmLinear  Kernlab 

Weighted Subspace Random Forest wsrf randomForest 

 

Tabela 11-  Classificadores  utilizados para mapeamento de solos na bacia do Ribeirão 

Inhaúma, Iconha/ES, com seus respectivos métodos e bibliotecas do R 

Kappa Desempenho 

< 0,00 Péssimo 

0,00-0,20 Ruim 

0,21-0,40 Regular 

0,41-0,60 Bom 

0,61-0,80 Muito bom 

0,81-1,00 Excelente 
Fonte: Adaptado de Landis & Kochi (1977). 

Tabela 12- Intervalos  de Kappa  

com respectiva interpretação de 

desempenho 

(4) 
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 Os valores de índice Kappa foram submetidos ao teste Z, para verificar se houve 

diferença estatística significativa entre eles (FOODY, 2004). Segundo Congalton e Mead 

(1983), a comparação entre classificadores pode ser feita pelo teste Z, sendo considerado 

estatisticamente significante a 5% de probabilidade valores de Z superiores a 1,96 e 1,65 

a 10 % de probabilidade  (valor tabelado de Z a 5 e 10 %, respectivamente). Dessa forma, 

se o valor Z calculado for superior ao valor Z tabelado, diz-se que o resultado foi 

significativo e rejeita-se a hipótese nula (Ho: K1=K2), e portanto considera-se que os dois 

classificadores são estatisticamente diferentes.  

O teste Z comparou os coeficientes Kappa entre os classificadores e é obtido pela 

seguinte equação (CONGALTON e MEAD ,1983):  

 

𝑍 =  
�̂�1 − �̂�2

√�̂�1 + �̂�2

 

 

Onde: Z = valor Z calculado;  

�̂�1 = coeficiente Kappa do classificador 1;  

�̂�2 = coeficiente Kappa do classificador 2;  

�̂�1 = variância de Kappa do classificador 1;  

�̂�2 = variância de Kappa do classificador 2 

 

 

A variância do índice Kappa pode ser estimada por: 

 

 

 

𝜎(�̂�) =  
1

𝑛
 [

𝜃1 (1 − 𝜃1) 

(1 − 𝜃2)2
+  

2(1 − 𝜃1)(2𝜃1𝜃2 − 𝜃3)

(1 − 𝜃2)3
+  

(1 −  𝜃1)2(𝜃4 − 4𝜃2
2)       

(1 −  𝜃2)4
] 

 

 

Em que: 

 

 

𝜃1 =  
1

𝑛
∑ 𝑥𝑖𝑖    

𝑐

𝑖=1

 

 

 

𝜃2 =  
1

𝑛2
 ∑ 𝑥1+ 𝑥+1

𝑐

𝑖=1

 

 

 

(5) 
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𝜃3 =  
1

𝑛2
 ∑ 𝑥𝑖𝑖(𝑥𝑖+ + 𝑥+𝑖)

𝑐

𝑖=1

 

 

 

𝜃4 =  
1

𝑛3
 ∑ ∑ 𝑥𝑖𝑗(𝑥𝑗+ + 𝑥+𝑖 )

2
𝑐

𝑗=1

𝑐

𝑖=1

 

 

 

 Foram também determinadas a acurácia do produtor e do usuário. A acurácia do 

produtor indica a probabilidade de um pixel de referência ter sido classificado 

corretamente. É também chamada de erro de omissão, que refere-se a omissão da 

ocorrência de determinada classe em uma área, quando ela ocorre ali de fato. Enquanto a 

acurácia do usuário, indica a probabilidade de um pixel classificado no mapa realmente 

representar essa categoria no campo, ou seja, é também chamada erros de comissão, que 

referem-se a ocorrência de um tipo de solo em um local onde ele não ocorre 

verdadeiramente (CONGALTON e GREEN, 2009). 

A acurácia do produtor é obtida dividindo-se o número de pixels corretos em dada 

categoria pelo número total de pixels coluna correspondente, enquanto a acurácia do 

usuário é determinada dividindo-se o número de pixels corretos em dada categoria pelo 

número total de pixels linha correspondente. 

Os mapas finais apresentados, foram processados utilizando-se a extensão ArcSie 

no programa ArcGis 10.3, para remoção de área mapeadas inferiores a 10  ha, eliminando-

se, dessa forma, todos os ruídos presentes. O sistema de Projeção Cartográfica utilizado 

foi o Universal Transversa de Mercator (UTM), Datum SIRGAS 2000 e Fuso 24 S. 

 

4 RESULTADOS E DISCUSSÃO 

 

 

Inicialmente foram removidas da análise nove variáveis por apresentarem 

correlação igual ou superior a 0,95. Sendo elas: as bandas espectrais do Landsat-8 (banda 

1, banda 2 e, banda 3), Curvatura da seção transversal, Curvatura Longitudinal, Índice de 

Balanço de Massa, Radiação solar difusa 2, Radiação solar total 1 e Radiação solar total 

2. 

Os solos mapeados na área foram: Cambissolo Háplico, Neossolo Litólico, 

Gleissolo Háplico, Latossolo Vermelho-Amarelo e Afloramento Rochoso. Organossolo 

Háplico foi encontrado em duas amostras coletadas no campo, porém por serem 

extremamente pontuais e, portanto, pouco representativas da área, foram tratados como 

inclusão aos gleissolos. 

Os valores de Kappa encontrados (Tabela 13), variaram de 0,54 a 0,65, sendo 

classificados segundo Landis e Kochi (1977) como desempenhos bons e muito bons. Os 

altos valores encontrados nesse trabalho podem estar relacionados ao grande número de 

pontos coletados que conseguiram representar de forma eficiente a área de estudo. Abreu 

(2017) mostrou em seu estudo que uma maior densidade de pontos de amostragem 

proporcionou melhor mapeamento de sua área, com índices Kappa superiores. 



64 

 

Os dados de amostra existentes são importantes para o mapeamento digital do 

solo; diferentes pontos de amostra possuem representatividade diferente e a 

representatividade das mesmas influencia o mapeamento do solo (AN et al., 2017). Além 

disso, Samuel-Rosa et al. (2015) apontam que um dos fatores limitantes no mapeamento 

é muitas vezes o conjunto escasso de dados armazenados do solo que são usados para a 

calibração do modelo.  

Os maiores valores de Kappa foram encontrados para RF (0,65), XGBTREE 

(0,65), RANGER (0,64) e WSRF (0,63). Zeraatpisheh et al. (2017), também encontraram 

que RF foi superior aos outros modelos testados em seu trabalho, para mapeamento de 

solos em nível de grande grupo e subgrupos. 

Abreu (2017) trabalhando com mapeamento digital de solos em uma área no sul 

do estado da Bahia, testou diversos classificadores dentre eles XGBTREE, RANGER, 

C5.0, RF, CIRF, MARS, ADABAG e SVM, e constatou que XGBTREE foi superior para 

o delineamento das classes de solo em sua área com Kappa de 0,68.  

Brungard et al. (2015) testaram 11 algoritmos para mapear diferentes regiões do 

semi-árido dos Estados Unidos da América, dentre eles análise discriminante, regressão 

logística multinomial, redes neurais, métodos baseados em árvores e classificadores de 

máquinas vetoriais de suporte. O RF usando covariáveis selecionadas por eliminação de 

características recursivas, foram consistentemente as mais precisas, ou estiveram entre os 

mais precisas. 

Taghizadeh-Mehrjardi et al. (2015) avaliaram seis classificadores, dentre eles RF 

e SVM, encontrando Kappas de 0,69 e 0,51 para os mesmos, respectivamente. Dias 

(2015) usando Randon Forest para mapeamento digital de solos, encontrou índice Kappa 

de 0,38. Pahlavan-Rad et al. (2016) também acharam RF como classificador superior aos 

demais testados em todos os níveis taxonômicos de mapeamento de solos no Irã. 

O sucesso de RF está relacionado a várias vantagens em relação a outras 

estatísticas (CAMERA et al. 2017), como por exemplo: capacidade de modelar 

relacionamentos não lineares de alta dimensão; tratamento simultâneo de preditores 

categóricos e contínuos; robustez contra sobreposição; medidas de taxa de erro e 

importância da variável e relativamente baixa sensibilidade aos valores dos parâmetros 

(GRIMM et al., 2008). 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Método Kappa Desempenho 

ADABAG 0,57 Bom 

C50 0,61 Muito bom 

CIRF 0,57 Bom 

MARS 0,54 Bom 

RF 0,65 Muito bom 

RANGER 0,64 Muito bom 

SVMLINEAR 0,55 Bom 

SVMPOLY 0,58 Bom 

WSRF 0,63 Muito bom 

XGBTREE 0,65 Muito bom 

 

Tabela 13- Desempenho dos 

classificadores segundo o índice Kappa 

Bagged AdaBoost-ADABAG , C5.0 -C50, Conditional 

Inference Random Forest-CIRF, Extreme Gradient 

Boosting-XGBTREE, Multivariate Adaptative 

Regression Splines-MARS , Random Fores-RF,Suport 

Vector Machine com Kernel Polynomial-SVMPOLY , 

Suport Vector Machines with Linear Kernel-

SVMLINEAR , Weighted Subspace e Random Forest-

WSRF. 
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As Tabelas 14 a 23 mostram as matrizes de confusão geradas por cada 

classificador. Será discutido aqui aqueles métodos que tiveram índice Kappa maior ou 

igual a 0,63 (RF (0,65), XGBTREE (0,65), RANGER (0,64) e WSRF (0,63)). 

As classes que obtiveram maior acurácia tanto do produtor quanto do usuário 

foram Cambissolo e Afloramento rochoso. Em relação a acurácia do produtor (AP), 

Cambissolo obteve os percentuais de 82, 85, 83 e 82 para WSRF, XGBTREE, RF e 

RANGER respectivamente, enquanto afloramento rochoso ficou com 85, 79, 83 e 81 para 

os mesmos classificadores. 

Latossolo Vermelho-Amarelo e Gleissolo Háplico obtiveram os menores 

percentuais de acurácia do produtor, sendo igual a 7, 27, 27 e 20 para LVA em WSRF, 

XGBTREE, RF e RANGER respectivamente e 17, 21, 28 e 17 para GX nesses mesmos 

classificadores. A acurácia do produtor representa o número de acertos de uma classe 

dividida pelo total de amostras dessa classe (CONGALTON, 1991), ou seja, refere-se à 

probabilidade de uma categoria ser corretamente classificada de acordo com os pontos de 

referência (ROSENFIELD et al., 1986) estando relacionada aos erros de omissão. 

Em relação a acurácia do usuário (AU), esta também pode ser considerada a 

confiabilidade dos testes, e representa a probabilidade de um ponto no mapa representar 

a realidade encontrada no campo (CONGALTON e REKAS, 1985), estando relacionada 

aos erros de comissão. O comportamento foi semelhante ao encontrado para acurácia do 

produtor, sendo as classes melhores preditas os afloramentos rochosos e Cambissolos 

Háplicos e os menores percentuais encontrados para Gleissolo Háplico e Latossolo 

Vermelho-Amarelo. 

Em WSRF, XGBTREE, RF e RANGER, os percentuais encontrados para 

afloramento rochoso foram de 89, 84, 83 e 84 e Cambissolos foram 73, 74, 73 e 71 

respectivamente. Os menores percentuais foram ligeiramente superiores àqueles 

determinados na acurácia do produtor, sendo para Latossolo Vermelho-Amarelo igual a 

20, 57, 44 e 43 e para Gleissolo Háplico 26, 28, 35 e 26 para os mesmos classificadores. 

Os menores valores encontrados para LVA e GX tanto na acurácia do produtor 

quanto do usuário podem estar relacionados ao menor número de amostras coletadas 

nessas classes, porém estas representam a realidade local onde a maior parte dos solos 

encontrados são Cambissolos, perfazendo estes mais da metade da área estudada. Cada 

ponto de amostra do solo, refere-se ao produto da complexa interação entre os fatores de 

formação do solo, refletindo a relação in situ do solo com o seu nicho ambiental (ZHU et 

al., 2015). 

As matrizes de confusão mostram que os maiores erros na classificação se deram 

para GX e LVA, que tiveram grande parte de suas amostras classificadas como CX. 

Supõe-se que isso ocorreu devido a área ser composta em sua maior parte por CX, tendo 

apenas locais pontuais com outras classes, sendo que GX e LVA são aqueles que possuem 

menores áreas de distribuição quando comparadas as demais. 

RL apresentou pequena confusão com CX, isso pode ser explicado pela ocorrência 

sempre próxima das duas classes na área de estudo. Os maiores acertos se deram para CX 

e AR, isso provavelmente se deu pela ampla ocorrência da primeira e pela especificidade 

da segunda, sendo por isso, de certa forma mais fácil de se classificar. 
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Classe de solo RL CX GX AR LVA 
Σ 

Linhas 

AU 

(%) 

RL 20 10 0 2 0 32 63 

CX 17 150 24 7 15 212 71 

GX 0 6 4 0 0 10 37 

AR 0 5 2 38 0 44 86 

LVA 0 2 0 0 0 2 0 

Σ Colunas 37 172 29 47 15 300   

AP (%) 54 87 14 81 0     

 

Tabela 14- Matriz de confusão gerada pela classificação 

segundo o método Adabag 

 

Classe de solo RL CX GX AR LVA 
Σ 

Linhas 

AU 

(%) 

RL 22 11 0 2 0 35 62 

CX 14 142 21 7 12 195 73 

GX 0 10 6 1 0 18 32 

AR 0 4 2 37 0 43 86 

LVA 1 5 0 0 3 9 30 

Σ Colunas 37 172 29 47 15 300   

AP (%) 59 83 21 79 20     

  

 

 

 

 

 

 

 

 

 

 

 

Tabela 15- Matriz de confusão gerada pela classificação segundo o 

método MARS 

  

Classe de solo RL CX GX AR LVA 
Σ 

Linhas 

AU 

(%) 

RL 24 10 0 2 0 36 67 

CX 13 153 24 6 15 210 73 

GX 0 3 3 0 0 6 49 

AR 1 5 2 40 0 47 85 

LVA 0 1 0 0 0 1 0 

Σ Colunas 37 172 29 47 15 300   

AP (%) 65 89 10 85 0     

 

Tabela 16- Matriz de confusão gerada pela classificação 

segundo o método CIRF 

 

RL- Neossolo Litólico, CX- Cambissolo Háplico, GX-GleissoloHáplico, AR- 

Afloramento rochoso, LVA-Latossolo Vermelho-Amarelo, AU- Acurácia do usuário, 

AP-Acurácia do produtor. 

 

RL- Neossolo Litólico, CX- Cambissolo Háplico, GX-GleissoloHáplico, AR- 

Afloramento rochoso, LVA-Latossolo Vermelho-Amarelo, AU- Acurácia do usuário, 

AP-Acurácia do produtor. 

 

RL- Neossolo Litólico, CX- Cambissolo Háplico, GX-GleissoloHáplico, AR- 

Afloramento rochoso, LVA-Latossolo Vermelho-Amarelo, AU- Acurácia do usuário, 

AP-Acurácia do produtor. 
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Classe de solo RL CX GX AR LVA 
Σ 

Linhas 

AU 

(%) 

RL 20 11 0 2 1 34 60 

CX 16 139 19 6 11 191 73 

GX 0 12 9 1 1 22 39 

AR 1 5 2 39 0 46 84 

LVA 0 4 0 0 2 7 33 

Σ Colunas 37 172 29 47 15 300   

AP (%) 55 81 31 82 13     

 

 

 

 

 

 

 

 

Classe de solo RL CX GX AR LVA 
Σ 

Linhas 

AU 

(%) 

RL 22 13 0 3 0 38 57 

CX 13 140 21 8 10 192 73 

GX 0 10 7 0 0 17 39 

AR 2 4 1 36 0 43 83 

LVA 0 5 0 0 5 10 46 

Σ Colunas 37 172 29 47 15 300   

AP (%) 59 81 24 77 33     

 

Classe de solo RL CX GX AR LVA 
Σ 

Linhas 

AU 

(%) 

RL 19 11 0 2 0 32 60 

CX 16 141 21 9 11 198 71 

GX 0 8 7 0 0 16 44 

AR 2 6 1 36 0 44 82 

LVA 0 6 0 0 4 10 40 

Σ Colunas 37 172 29 47 15 300   

AP (%) 51 82 24 77 27     

 

Tabela 17- Matriz de confusão gerada pela classificação segundo 

o método C5.0 

  

Tabela 18- Matriz de confusão gerada pela classificação segundo o 

método SVM Linear 

  

Tabela 19- Matriz de confusão gerada pela classificação segundo 

o método SVM Polinomial  

  

RL- Neossolo Litólico, CX- Cambissolo Háplico, GX-GleissoloHáplico, AR- 

Afloramento rochoso, LVA-Latossolo Vermelho-Amarelo, AU- Acurácia do usuário, 

AP-Acurácia do produtor. 

 

RL- Neossolo Litólico, CX- Cambissolo Háplico, GX-GleissoloHáplico, AR- 

Afloramento rochoso, LVA-Latossolo Vermelho-Amarelo, AU- Acurácia do usuário, 

AP-Acurácia do produtor. 

 

RL- Neossolo Litólico, CX- Cambissolo Háplico, GX-GleissoloHáplico, AR- 

Afloramento rochoso, LVA-Latossolo Vermelho-Amarelo, AU- Acurácia do usuário, 

AP-Acurácia do produtor. 
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Classe de solo RL CX GX AR LVA 
Σ 

Linhas 

AU 

(%) 

RL 25 11 0 2 1 39 64 

CX 12 141 22 5 12 192 73 

GX 0 13 5 0 1 19 26 

AR 0 3 2 40 0 45 89 

LVA 0 4 0 0 1 5 20 

Σ Colunas 37 172 29 47 15 300   

AP (%) 68 82 17 85 7     

 

Classe de solo RL CX GX AR LVA 
Σ 

Linhas 

AU 

(%) 

RL 21 10 1 2 0 34 62 

CX 14 147 21 7 10 199 74 

GX 0 8 6 0 1 16 28 

AR 1 4 1 37 0 44 84 

LVA 1 3 0 0 4 7 57 

Σ Colunas 37 172 29 47 15 300  
AP (%) 57 85 21 79 27     

 

Classe de solo RL CX GX AR LVA 
Σ 

Linhas 

AU 

(%) 

RL 20 11 0 1 1 33 61 

CX 17 138 19 7 9 190 73 

GX 0 14 8 0 1 23 35 

AR 0 4 2 39 0 45 87 

LVA 0 5 0 0 4 9 44 

Σ Colunas 37 172 29 47 15 300   

AP (%) 54 80 28 83 27     

 

Tabela 20- Matriz de confusão gerada pela classificação segundo 

o método WSRF   

Tabela 21- Matriz de confusão gerada pela classificação segundo o 

método Xgbtree   

Tabela 22- Matriz de confusão gerada pela classificação segundo o 

método Random Forest 

RL- Neossolo Litólico, CX- Cambissolo Háplico, GX-GleissoloHáplico, AR- 

Afloramento rochoso, LVA-Latossolo Vermelho-Amarelo, AU- Acurácia do usuário, 

AP-Acurácia do produtor. 

 

RL- Neossolo Litólico, CX- Cambissolo Háplico, GX-GleissoloHáplico, AR- 

Afloramento rochoso, LVA-Latossolo Vermelho-Amarelo, AU- Acurácia do usuário, 

AP-Acurácia do produtor. 

 

RL- Neossolo Litólico, CX- Cambissolo Háplico, GX-GleissoloHáplico, AR- 

Afloramento rochoso, LVA-Latossolo Vermelho-Amarelo, AU- Acurácia do usuário, 

AP-Acurácia do produtor. 
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Quanto a área definida por RF, Ranger, XGBTREE e WSRF (Tabela 24), não 

nota-se grande disparidade principalmente para a área de RL. WSRF classificou uma área 

ligeiramente superior para CX, enquanto XGBTREE determinou maiores áreas em 

relação aos outros métodos para GX, AR e LVA.  

As maiores diferenças são encontradas em AR e LVA. AR apresentou área 

máxima de 431,2 ha (XGBTREE) e mínima de 319,5 ha (WSRF), enquanto LVA exibiu 

máximo de 55,7 ha (XGBTREE) e mínimo de 20,3 ha (WSRF). Mostrando que esses 

algoritmos poderiam estar super e subestimando essas áreas, respectivamente. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

A Tabela 25 mostra as variáveis mais importantes na predição das classes para os 

métodos RF, XGBTREE e RANGER. O uso do solo mostrou-se como a variável mais 

importante para os três métodos. Em seguida apareceram bandas do Landsat 8, seguidas 

por covariáveis do terreno e dados de magnetometria e gamaespectrometria. 

As bandas que se destacaram nos três métodos foram b4 e b7, tendo também b6 

sido considerada em RF e XGBTREE. b4 corresponde a região do vermelho enquanto b6 

Classe de solo RL CX GX AR LVA 
Σ 

Linhas 

AU 

(%) 

RL 21 9 0 1 0 31 68 

CX 16 141 22 8 11 198 71 

GX 0 13 5 0 1 19 26 

AR 0 5 2 38 0 45 84 

LVA 0 4 0 0 3 7 43 

Σ Colunas 37 172 29 47 15 300   

AP (%) 57 82 17 81 20     

 

Tabela 23- Matriz de confusão gerada pela classificação segundo 

o método Ranger 

RL- Neossolo Litólico, CX- Cambissolo Háplico, GX-GleissoloHáplico, AR- 

Afloramento rochoso, LVA-Latossolo Vermelho-Amarelo, AU- Acurácia do usuário, 

AP-Acurácia do produtor. 

 

Classificador Classe de solo 

  RL CX GX AR LVA 

  (ha) 

Random Forest 424,9 1570,7 28,5 350,0 26,4 

Ranger 418,5 1583,2 25,6 331,4 41,9 

XGBTREE 421,5 1458,8 33,6 431,2 55,7 

WSRF 425,7 1611,4 23,6 319,5 20,3 

 

Tabela 24- Áreas definidas para cada classe pelos 

classificadores Random forest, Ranger, XGBTREE, WSRF 

RL- Neossolo Litólico, CX- Cambissolo Háplico, GX-GleissoloHáplico, AR- 

Afloramento rochoso, LVA-Latossolo Vermelho-Amarelo 
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e b7 a região do infravermelho de ondas curtas. Cada um dos classificadores identificou 

como principais variáveis, 11 covariaveis do terreno e cinco referentes aos dados de 

magnetometria e gamaespectrometria da região. Os três métodos empregados 

selecionaram as mesmas covariáveis como mais importantes, tendo RF e XGBTREE 

determinado 22 variáveis principais e Ranger 20. 

Já é conhecido na literatura a capacidade dos atributos do terreno derivados do 

MDE predizerem propriedades e classes do solo (CARVALHO JÚNIOR et al., 2011; 

CHAGAS et al., 2010; HANSEN et al., 2009), já que o relevo é um dos fatores de 

formação do solo mais importantes (JENNY, 1941). Behrens et al. (2010) utilizaram 19 

atributos do terreno para mapeamento de classes de solo em uma região da Alemanha, 

enquanto Ten Caten et al. (2011) utilizaram nove covariáveis do terreno para mapear 

solos de um município no Rio Grande do Sul. 

Chagas et al. (2011) encontraram que a declividade foi a covariável mais 

importante para o delineamento dos dados em sua área de estudo, tendo maior 

contribuição na melhora do desempenho da classificação. 

Estudos ambientais e pedológicos têm utilizado-se de dados de magnetometria e 

gamaespectrometria com sucesso (SILVA et al., 2010; BECEGATO e FERREIRA, 2005; 

DICKSON e SCOTT, 1997), sendo essas variáveis a cada dia mais difundidas nas duas 

últimas décadas (COSTA, 2013). 

Costa (2013) cita que estes dados são uma ferramenta muito útil para o estudo dos 

solos, pois os raios gama são emitidos nas camadas mais superficiais da crosta terrestre, 

ou seja, nos primeiros 30 cm onde ocorrem de forma mais intensa os processos 

pedogenéticos, compreendendo assim os horizontes A e B do solo.  

 

 

 

 

 

 

 

 

 

 

 

 

 

Variáveis 

RF XGBTREE RANGER 

Uso do solo (classe 3) Uso do solo (classe 3) Uso do solo 

b4 b4 b4 

b7 Convergence index b7 

Slope Height b6 Slope Height 

Convergence index Real Surface Area Razão entre Urânio e Potássio 

Uso do solo (classe 2) Razão entre Urânio e Potássio Real Surface Area 

b6 Modelo digital de elevação Slope 

Sinal analítico do Campo Magnético Total Sinal analítico do Campo Magnético Total b6 

Razão entre Urânio e Potássio Taxa de Exposição da Contagem Total Potássio 

Slope Direct to Diffuse Ratio 1 Standardized Height 

Razão entre Tório e Potássio Topographic Wetness Index Modelo digital de elevação 

Real Surface Area Razão entre Tório e Potássio Razão entre Tório e Potássio 

Taxa de Exposição da Contagem Total Slope Height Normalized Height 

Diffuse Insolation 1 Standardized Height Taxa de Exposição da Contagem Total 

Standardized Height Potássio Sinal analítico do Campo Magnético Total 

Topographic Wetness Index Diffuse Insolation 1 Convergence index 

Potássio b7 Topographic Wetness Index 

Modelo digital de elevação Direct to Diffuse Ratio 2 Direct to Diffuse Ratio 2 

Normalized Height Uso do solo (classe 2) Direct to Diffuse Ratio 1 

Direct to Diffuse Ratio 1 Normalized Height Diffuse Insolation 1 

Direct to Diffuse Ratio 2 Slope  
Uso do solo (classe 4) Uso do solo (classe 4)   

 

Tabela 25- Ordem de importância das variáveis utilizadas pelos classificadores Randon Forest, 

Extreme Gradient Boosting e  Ranger  na predição das classes de solo no  Ribeirão Inhaúma, 

Iconha/ES 
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O teste Z (Tabela 27) mostra a diferença estatística entre os classificadores. Ela 

demonstra que RF e XGBTREE foram superiores em relação a MARS, porém 

mostraram-se igualmente eficientes aos demais. No entanto, é importante uma avaliação 

completa, levando-se em consideração, por exemplo, o índice Kappa, já que estes 

apresentaram valores variando entre 0,55 e 0,65 , excetuando-se o valor obtido por MARS 

de 0,54. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Os mapas produzidos pelos métodos RF, Ranger, XGBTREE e WSFR são 

mostrados nas figuras 25, 26, 27 e 28. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 ADABAG C5.0 CIRF MARS RF RANGER SVM LINEAR SVM POLY WSRF XGBTREE 

ADABAG -- 0,64 0,00 0,48 1,28 1,11 0,32 0,15 0,96 1,28 

C5.0  -- 0,64 1,12 0,64 0,48 0,96 0,48 0,32 0,64 

CIRF   -- 0,48 1,29 1,12 0,32 0,16 0,97 1,29 

MARS    -- 1,76* 1,59 0,16 0,64 1,45 1,77* 

RF     -- 0,16 1,60 1,58 0,32 0,00 

RANGER      -- 1,43 1,34 0,16 0,16 

SVM LINEAR       -- 0,48 1,29 1,61 

SVM POLY        -- 0,80 1,60 

WSRF         -- 0,32 

XGBTREE          -- 

           
 

 

Tabela 26- Teste Z para os coeficientes Kappa de 10 métodos de classificação usados no mapeamento digital de 

solos do Ribeirão Inhaúma, Iconha/ES 

*Significativo a 10 % pelo teste Z.  

Bagged AdaBoost-ADABAG , C5.0 -C50, Conditional Inference Random Forest-CIRF, Extreme Gradient Boosting-XGBTREE, Multivariate 

Adaptative Regression Splines-MARS , Random Fores-RF,Suport Vector Machine com Kernel Polynomial-SVMPOLY , Suport Vector Machines 

with Linear Kernel-SVMLINEAR , Weighted Subspace e Random Forest-WSRF. 
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Figura 25- Classificação do solo segundo o método Random Forest.  
 

RL- Neossolo Litólico, CX- Cambissolo Háplico, GX-GleissoloHáplico, AR- Afloramento 

rochoso, LVA-Latossolo Vermelho-Amarelo 

 

Figura 26- Classificação do solo segundo o método Ranger.  
 

RL- Neossolo Litólico, CX- Cambissolo Háplico, GX-GleissoloHáplico, AR- 

Afloramento rochoso, LVA-Latossolo Vermelho-Amarelo 
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Figura 27- Classificação do solo segundo o método WSRF. 
 

RL- Neossolo Litólico, CX- Cambissolo Háplico, GX-GleissoloHáplico, AR- 

Afloramento rochoso, LVA-Latossolo Vermelho-Amarelo 

 

Figura 28- Classificação do solo segundo o método XGBTREE. 
 

RL- Neossolo Litólico, CX- Cambissolo Háplico, GX-GleissoloHáplico, AR- 

Afloramento rochoso, LVA-Latossolo Vermelho-Amarelo 
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5 CONCLUSÕES 

 

 

1. É possível o mapeamento digital de solos do Ribeirão Inhaúma em Iconha/ES, 

utilizando-se as técnicas de RF, Ranger, XGBTREE e WSRF, com Kappa 

superior a 0,63. 

2. Áreas com maior número de amostragens, foram melhor treinadas pelo 

classificador, obtendo as maiores acurácias do produtor e do usuário. 

3. Comprovou-se a eficiência de covariáveis do terreno e dados magnetométricos e 

gamespectrométricos como variáveis preditoras de classes de solo na região 

estudada. 
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RESUMO 

 

 

O mapeamento de atributos químicos do solo em larga escala podem acarretar vários 

ganhos no planejamento de uso e ocupação do mesmo. Atualmente existem várias 

técnicas que estão sendo testadas para tal fim, porém não foi encontrado na literatura o 

mapeamento digital de uma larga escala de elementos presentes no solo. Existem várias 

técnicas promissoras pelo seu caráter robusto e/ou flexível, como Random Forest-RF, 

Ridge Regression-RIDGE; Cubist, Partial Least Squares-PLS, Regressão por 

compenentes principais-PCR, Adaptive Forward-Backward Greedy Algorithm-FOBA; 

Generalized Boosted Regression Models-GBM; Gradient Boosting with Component-wise 

Linear Models-GLMBOOST. Dessa forma objetivou-se mapear uma gama de atributos 

químicos do solo em Iconha/ES, comparando diferentes métodos para predição. Como 

variáveis independentes foram usadas 40 covariáveis geradas a partir do modelo digital 

de elevação-MDE, além de dados geofísicos, imagens do satélite Landsat 8 e o NDVI. 

Foram ainda calculadas todas as combinações possíveis entre as bandas, gerando 28 

novas variáveis, e entre Th, U e K, gerando 3 novas variáveis. As últimas variáveis 

calculadas foram as distâncias entre os quatro pontos das extremidades da bacia (d1, d2, 

d3 e d4).  As variáveis dependentes do modelo foram Al, Ca, Fe, K, Mg, Na, Si, Ti, Cr, 

Cu, Mn, Ni, P, Pb, V, Zn, Zr, S, Cl. Foram coletados 200 amostras na profundidade 0-10 

e 10-30 cm na área da bacia, e foi feito análise de elementos totais em analisador de raios-

X. O algoritmo Random Forest mostrou-se superior aos demais modelos para predizer os 

atributos químicos do solo nas duas profundidades, principalmente em 10-30 cm, sendo, 

portanto, indicado para predição nessa região; Variavéis espaciais mostraram-se 

altamente prescindíveis para predição, devendo ser consideradas nas modelagens dos 

elementos químicos do solo; É possível a predição de Al, Ca, Cr, Fe, K, Mn, P, Pb, S, Ti, 

V, Zn e Zr com R² variando de 0,32 a 0,62 pelos métodos testados. 

Palavras-chave: mapeamento de atributos do solo, variáveis espaciais, Random Forest 

 

ABSTRACT 

 

 

The mapping of soil chemical attributes on a large scale can lead to several gains in the 

planning of soil use and occupation. Currently there are several techniques that are being 

tested for this purpose, but the digital mapping of a large scale of elements present in the 

soil has not been found in the literature. There are several promising techniques for their 

robust and / or flexible character, such as Random Forest-RF, Ridge Regression-RIDGE; 

Cubist, Partial Least Squares-PLS, Principal Regression-PCR, Adaptive Forward-

Backward Greedy Algorithm-FOBA; Generalized Boosted Regression Models-GBM; 

Gradient Boosting with Component-wise Linear Models-GLMBOOST. In this way, the 

objective was to map a range of soil chemical attributes in Iconha / ES, comparing 

different methods for prediction. As independent variables, 40 covariates were generated 

from the digital elevation-MDE model, as well as geophysical data, Landsat 8 satellite 

images and NDVI. All possible combinations between the bands were calculated, 

generating 28 new variables, and between Th, U and K, generating 3 new variables. The 

last calculated variables were the distances between the four points of the ends of the 

basin (d1, d2, d3 and d4). The dependent variables of the model were Al, Ca, Fe, K, Mg, 
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Na, Si, Ti, Cr, Cu, Mn, Ni, P, Pb, V, Zn, Zr, S, Cl. 200 samples were collected at depth 

0-10 and 10-30 cm in the basin area, and analysis of total elements was performed in x-

ray analyzer. The Random Forest algorithm was superior to the other models to predict 

the chemical attributes of the soil in the two depths, mainly in 10-30 cm, being, therefore, 

indicated for prediction in this region; Spatial variables were highly expendable for 

prediction and should be considered in the modeling of soil chemical elements; It is 

possible to predict Al, Ca, Cr, Fe, K, Mn, P, Pb, S, Ti, V, Zn and Zr with R 2 ranging 

from 0.32 to 0.62 by the methods tested. 

Keywords: mapping of soil attributes, spatial variables, Random Forest 

 

1 INTRODUÇÃO 

 

 

 Novas técnicas computacionais tem se apresentado como uma ferramenta para 

mapeamento de classes e atributos de solos, proporcionando maior rapidez e diminuição 

do custo em relação aos métodos convencionais (PINHEIRO, et al. 2012). O estudo e 

espacialização de atributos dos solos se faz importante para o planejamento do uso e 

ocupação do mesmo (BHERING, et al. 2015) e, através do mapeamento digital, é possível 

obter essas informações de maneira rápida para uma grande área com a possibilidade de 

verificação dos erros obtidos e repetição do método. 

O mapeamento convencional de solos é feito com base no modelo ClORPT, onde 

considera-se que a interação dos cinco fatores (climate - Cl, organisms – O, relief – R, 

parent material – P e time – T) é responsável pela formação do solo (DOKUCHAEV, 

1949). McBratney et al. (2000), propuseram o modelo SCORPAN, onde uma 

determinada classe de solo seria função dos cinco fatores do modelo ClORPT, somado 

aos fatores solo (s) e posição espacial ou geográfica (n). Com esse novo modelo não 

somente poderia mapear as classes, como também os atributos dos solos. 

Desde o final da década de 1960, houve uma ênfase no que poderia ser chamado 

de abordagens geográficas ou puramente espaciais, ou seja, os atributos do solo poderiam 

ser preditos a partir da posição espacial em grande parte pela interpolação entre locais de 

observação do solo (McBRATNEY et al. 2003). Geralmente, pode-se considerar o solo 

em algum local dependente das coordenadas geográficas x , y e do solo em locais vizinhos 

( x + u , y+v) ; S(x, y) = f ((x, y), s (x + u, y + v)) (McBRATNEY et al., 2003). 

 Dessa forma, alguns trabalhos começaram a testar o uso da espacialidade para 

predição de atributos (DAVIES e GAMM, 1969; KISS et al., 1988) e surgiram então 

métodos de interpolação como a krigagem, entre outros. Porém, o uso apenas da 

ferramenta espacial levou ao desenvolvimento de modelos cujas superfícies de tendência 

são representações bastante simplificadas e "não naturais", e os padrões espaciais mais 

complexos geralmente precisam ser modelados (McBRATNEY et al. 2003). 

Com isso, começou-se a adotar modelos hídridos que unem diferentes métodos, 

como Random Forest e a krigagem. Essa junção é feita, com intutito de melhorar as 

técnicas, não dispensando o uso do componente espacial e esse fator é potencialmente 

uma fonte valiosa e econômica de informações ambientais, e nunca deve ser 

desconsiderado (McBRATNEY et al. 2003). 

 Diferentes fatores derivados do modelo digital de elevação (MDE) têm sido 

testados como variáveis preditoras (ABREU, 2017; MEIER, 2016; YANG et al. 2016; 

MENEZES et al., 2014; OLIVEIRA et al.2012; PINHEIRO et al., 2012; RYAN et al., 

2000) para geração de mapas digitais em diferentes métodos. Para o mapeamento de 
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atributos têm sido avaliadas várias técnicas, dentre elas a Random Forest (RF); Cubist, 

Partial Least Squares (PLS), dentre outros. Porém não foram encontrados na literatura, 

trabalhos que mapeassem um número elevado de elementos químicos presentes no solo, 

utilizando além das covariáveis ambientais, variáveis espaciais como preditoras. 

 Dessa forma, este trabalho objetivou mapear os atributos químicos do solo Al, Ca, 

Fe, K, Mg, Na, Si, Ti, Cr, Cu, Mn, Ni, P, Pb, V, Zn, Zr, S, Cl;  em Iconha/ES, em duas 

profundidades, utilizando covariáveis ambientais e espaciais como preditoras e 

comparando os métodos Random Forest, Ridge regression, Cubist, Partial Least Squares, 

Regressão por componentes principais (PCR), Adaptive Forward-Backward Greedy 

Algorithm - FOBA , Generalized Boosted Regression Models- GBM  e Gradient Boosting 

with Component-wise Linear Models – GLMBOOST para predição. 

 

2 REVISÃO BIBLIOGRÁFICA 

 

 

Primeiramente serão suscintamente apresentados os Classificadores que foram 

testados neste trabalho. 

 

    2.1 Classificadores Utilizados Para Predição De Atributos 

 

2.1.1 Random Forest 

 

 Random Forest é um dos métodos desenvolvidos para classificadores tipo árvore 

de decisão (LOPES, 2013). Esse modelo combina previsões feitas por múltiplas árvores 

de decisão, onde cada uma delas é gerada a partir dos valores de um vetor aleatório. Estes 

vetores são gerados a partir de uma distribuição de probabilidade fixa (TAN et al., 2009). 

Dessa forma, RF é uma combinação de preditores de árvore de modo que cada 

árvore depende dos valores de um vetor aleatório amostrado de forma independente e 

com a mesma distribuição de todas as árvores (BREIMAN, 2001). Cada uma dessas 

árvores de decisão gera um voto indicando sua decisão sobre a qual classe pertencerá um 

determinado objeto; assim o objeto em questão pertencerá a classe que obtiver mais votos. 

Este tem sido método estatístico cada vez mais usado para modelagem via classificação 

e regressão (GENUER et al., 2010). 

   

2.1.2 Ridge Regression 

 

 Este pacote, também conhecido como método de encolhimento (Shirinkage 

Method) (CLÉSIO, 2015), contém funções para montagem de modelos de regressão 

lineares e logísticos, especialmente para pequenos conjuntos (MORITZ e CULE, 2017), 

sendo que o parâmetro de regressão pode ser escolhido automaticamente usando o método 

proposto por Cule e Iorio (2012).  

Ele é usado para estimar coeficientes para múltiplos modelos quando as variáveis 

independentes são altamente correlacionadas (HILT E SEEGRIST, 1977) e quando o 
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número de variáveis explicativas excede o número de observações na presença de grandes 

bases de dados, sendo considerado um modelo de regressão penalizada, onde é reduzido 

os efeitos de variáveis preditivas que não contribuem para modelagem da variável 

resposta, excluindo-as do modelo, o que evita o overfitting, essa escolha é feita baseada 

na soma dos quadrados dos coeficientes. Uma revisão acerca do método é encontrada em 

Reynaldo (1997). 

Dessa forma, segundo Clésio (2015): 
A Ridge Regression é um método de regularização do modelo que tem como 

principal objetivo suavizar atributos que sejam relacionados uns aos outros e 

que aumentam o ruído no modelo (A.K.A multicolinearidade). Com isso com 

a retirada de determinados atributos do modelo, o mesmo converge para um 

resultado muito mais estável em que com a redução desses atributos, a redução 

em termos de acuácia do modelo se mantêm inalterada. O mecanismo 

algoritmico que faz isso é através de um mecanismo de penalização que coloca 

um viés e que vai reduzindo os valores os betas até não zero. Com isso os 

atributos que contribuem menos para o poder preditivo do modelo são levados 

para a irrelevância usando esse mecanismo de penalização do viés. 

 

2.1.3 Cubist 

 

De acordo com Kuhn et al. (2016) esta função se ajusta ao modelo baseado em 

regras descrito em Quinlan (1992) (também conhecido como M5) com correções 

adicionais baseadas nos vizinhos mais próximos do conjunto de treinamento, conforme 

descrito em Quinlan (1993). 

Inicialmente cria uma estrutura de árvore, gerando um modelo que contém uma 

ou mais regras, onde cada regra reúne um conjunto de condições associadas 

(DOZUALDO E REZENDE, 2003). Um modelo de regressão é adequado para cada regra 

com base no subconjunto de dados definido por essas. Esse conjunto é podado e 

possivelmente combinado.  

 

2.1.4 Partial Least Squares- PLS 

 

Método desenvolvido por Wold nos anos 60 (MORELLATO, 2010). O PLS 

(Regressão por quadrados mínimos parciais) é um método estatístico que encontra uma 

regressão linear capaz de projetar as variáveis preditas e observáveis para um novo espaço 

(VINZI et al., 2010). O PLS é fácil de usar e freqüentemente usado em diferentes campos 

de aplicação (MARTENS E NAES, 1984).  

A regressão PLS é semelhante à regressão dos componentes principais, pois 

ambos empregam rotações estatísticas para superar os problemas de alta 

dimensionalidade e multicolinearidade (VOHLAND et al., 2014). PLS é eficiente para 

tratar dados com alto nível de ruído, dados faltantes e colineariadade (ANDERSEN e 

BRO, 2010). 

Segundo Morellato (2010), algumas vantagens e desvantagens deste método são:  
Capacidade de modelar regressões com múltiplas variáveis resposta; não é 

afetado por multicolinearidade e alto poder de predição; Dificuldade na 

interpretação das cargas dos fatores; os estimadores dos coeficientes de 

regressão não possuem ditribuições conhecidas e faltam estatísticas de teste 

para o modelo. 

PLS é uma análise multivariada, na qual as varíaveis resposta são transformadas 

em um pequeno número de combinações lineares (ZIMMER e ANZANELLO, 2014). É 

criado uma série de modelos, cada modelo conseguinte ao anterior contém um 
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componente adicional, estes componentes são calculados um por vez, iniciando com a 

matriz X e Y padronizadas. 

 

2.1.5 Regressão por componentes principais- PCR 

 

 A regressão por componentes principais é realizada em duas fases, e veio como 

forma de resolver os problemas apresentados pela regressão linear múltipla, como ruído 

e colinearidade (Panero, 2010). Assim como PLS, é apropriado para modelagens cujo o 

número de covariáveis preditoras é maior que o número de observações (AZEVEDO et 

al., 2013). 

Segundo Parreira (2003) em PCR, é utilizado apenas a matrix X para determinar 

a combinação linear das variáveis (primeira fase), enquanto as concentrações são 

utilizadas somente quando é feita a estimativa dos coeficientes da regressão, sendo 

posteriormente os resultados correlacionados com as variáveis independentes y (segunda 

fase).  

Garthwaite (1994) aponta que PLS e PCR apresentam similaridades, 

diferenciando-se principalmente no fato de PCR usar somente as variáveis explicativas 

para constituir os componentes, e PLS levar em consideração também a variável 

dependente. 

 

2.1.6 Adaptive Forward-Backward Greedy Algorithm - 

FOBA 

 

Adaptive Forward-Backward Greedy Algorithm (FOBA) para regressão de 

mínimos quadrados é descrito em Zhang (2008). Esse método usa a adição e exclusão de 

variáveis a medida que gera o modelo, de modo a encontrar o melhor ajuste do mesmo. 

Inicialmente, parte-se do pressuposto qua há apenas o intercepto, não tendo 

variáveis adicionadas ao modelo. Assim, é adicionado uma variável por vez, de modo que 

a primeira a ser acrescentada será aquela com maior correlação com a resposta. Sendo a 

variável escolhida, é feita a adição de uma próxima variável, sendo essa a que tiver maior 

correlação com a resposta obtida após a inserção da primeira variável, e assim por diante 

até que não seja incluída mais nenhuma variável. 

A outra maneira possível, é partir inicialmente com todas as variáveis no modelo, 

e posteriormente são retiradas uma a uma aquelas que não contribuem para o mesmo. 

De acordo com Zhang (2015), no método FOBA quando o aumento do risco 

penalizado é inferior a x vezes a redução do risco na curva correspondente, o mesmo toma 

um passo atrás. 

Para o método "foba.conservative" o passo para trás é dado, quando o aumento de 

risco é menor que x vezes a menor redução de risco em todas as etapas avançadas 

anteriormente, enquanto o método "foba.aggressive" toma um passo para trás quando o 

risco cumulativo no passo para trás é inferior a x vezes as mudanças nos passos avançados 

Zhang (2015). 

 

2.1.7 Generalized Boosted Regression Models- GBM 

 

Este pacote implementa extensões para o algoritmo AdaBoost de Freund e 

Schapire (1997), e para o gradient boosting machine de J. Friedman (2001). Inclui 

métodos de regressão para mínimos quadrados, perda absoluta, logística, Poisson, modelo 

de risco proporcional da Cox, Multinomial, T-distribuição, entre outros (RIDGEWAY, 

2017). 
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De acordo com Zampieri e Colombari (2015): 
O modelo gradiente boosted é de regressão aditiva, na qual os termos são 

árvores decisórias obtidas após simples partição recursiva. Após a construção 

de uma primeira árvore decisória, com base nos dados, é organizada outra 

árvore decisória, para os resíduos da primeira. Esse processo é continuado até 

que se atinjam limites preestabelecidos, produzindo centenas ou milhares de 

árvores decisórias que são, então, incluídas por meio de um algoritmo que, 

eventualmente, produz um modelo final. 

Dessa forma, apresenta como vantagens conseguir trabalhar com dados perdidos 

e outliers, se adequar a modelos não lineares e não exigir transformação dos dados 

(ELITH et al., 2008). 

 

2.1.8 Gradient Boosting with Component-wise Linear 

Models - GLMBOOST 

 

Nesse modelo, podem ser trabalhados dados de grande dimensão, onde aumenta-

se o gradiente para otimizar as funções de perda arbitrária, e os modelos lineares de 

componente são utilizados como base de aprendizado (HOTHORN et al., 2017). Assim, 

um modelo linear (generalizado) é ajustado usando um algoritmo de aumento baseado em 

modelos lineares univariados de componentes (HOTHORN et al., 2017)). Os modelos 

lineares generalizados (GLMs) estendem os modelos de regressão linear para acomodar 

com as distribuições de resposta não normal (Hastie e Pregibon, 1992). 

O ajuste, isto é, os coeficientes de regressão, podem ser interpretados da maneira 

usual (HOTHORN et al., 2017).  

A metodologia é descrita em Buehlmann e Yu (2003), Buehlmann (2006), e 

Buehlmann e Hothorn (2007). Exemplos e detalhes adicionais são dados em Hofner et al 

(2012). 

 

3 MATERIAL E MÉTODOS 

 

 

O trabalho foi conduzido na bacia hidrográfica do Ribeirão Inhaúma (Figura 29), 

com área de 2.403,9 ha, com coordenada central de 21°10’58.82”S e 41°00’08.87”O, 

localizada quase que totalmente no município de Iconha, no sul do estado do Espírito 

Santo.  
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 Para predição dos atributos químicos do solo foi necessário determinar as 

variáveis independentes que seriam testadas. Foi utilizado o modelo digital de elevação -

MDE (Figura 30) obtido a partir de dados do satélite ALOS (Advanced Land Observing 

Satellite) com resolução espacial de 12,5 m para gerar 37 covariáveis (Tabela 28), 

utilizando para isso script desenvolvido no programa R para aplicar as ferramentas de 

análise morfométricas do terreno contidas no software livre SAGA (BOHNER et al., 

2006) e o mapa de uso e ocupação do solo. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 29- Bacia do Ribeirão Inhaúma, localizada em Iconha/ES. 

 

Figura 30- Modelo digital de elevação. 
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Também foram utilizadas como variáveis independentes as bandas do satélite 

Landsat 8, o NDVI (Normalized Difference Vegetation Index) gerado através destas, 

calculado, segundo a equação proposta por Rouse et al. (1973), onde  é expresso pela 

razão entre a diferença da medida da reflectância nos canais do infravermelho próximo e 

vermelho e a soma desses canais, sendo então: 

 

NDVI=  (ρ_IV-  ρ_V ))/(ρ_IV + ρ_V) 

 

Onde: NDVI é o Índice de vegetação da diferença normalizada, ρ_IV é 

refletividade no infravermelho próximo e ρ_V é a refletividade no vermelho. 

Foram também utilizados dados aerogeofísicos obtidos através da Companhia de 

Pesquisa de Recursos Minerais-CPRM, como a gamaespectrometria e magnetometria 

(Tabela 27). 

Foram calculadas todas as combinações possíveis entre as bandas, gerando 28 

novas covariáveis espectrais. Essas foram obtidas, através da relação: 

 

𝐵𝑥𝑦 =
𝑏𝑥 − 𝑏𝑦

𝑏𝑥 + 𝑏𝑦
 

 

Onde 𝐵𝑥𝑦 é o resultado da razão entre banda x e banda y, 𝑏𝑥 e 𝑏𝑦 representam as 

bandas do Landsat 8. 

 Para as variáveis provenientes de gamaespectrometria, foi usada a mesma razão 

acima, onde as combinações foram feitas entre os valores estimados de tório (Th), urânio 

(U) e potássio (K), gerando três novas variáveis. Foram calculadas as distâncias entre os 

quatro pontos das extremidades da bacia (d1, d2, d3 e d4), segundo a relação: 

 

𝑑𝐴𝐵 = √(𝑥2 − 𝑥1)2 + (𝑦2 − 𝑦1)2 

 

Onde: 𝑑𝐴𝐵 é a distância entre dois pontos A e B, 𝑥2 e 𝑦2 são as coordenadas do 

ponto A e 𝑥1 e 𝑦1 são as coordenadas do ponto B. 

 Considerou-se também como variável as coordenadas x e y, ou seja, latitude e 

longitude. Todos os mapas foram padronizados com o mesmo tamanho de células, linhas, 

colunas e resolução de 30 m. 
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As variáveis dependentes do modelo foram: Al, Ca, Fe, K, Mg, Na, Si, Ti, Cr, Cu, Mn, 

Ni, P, Pb, V, Zn, Zr e S. Para se obter o valor observado foram coletadas no campo, 200 

amostras nas profundidades de 0-10 cm e 10-30 cm. Para se estabelecer a malha de 

pontos, foi utilizado o método do hipercubo latino condicionado, devido à dificuldade de 

acesso, pelo relevo extremamente montanhoso da área. As coordenadas de cada ponto de 

coleta foram registradas com auxílio de receptor GNSS modelo GS09 Plus, da Leica. Os 

dados foram processados utilizando-se o programa Leica Geoffice 8.0, utilizando a 

estação fixa do Instituto Brasileiro de Geografia e Estatística-IBGE presente em 

Vitória/ES para transporte da base para a área da bacia.  

As amostras foram secas ao ar, destorroadas e passadas em peneira com malha 

de 2 mm. No laboratório foram maceradas em almofariz de ágata e novamente peneiradas 

em malha 1 mm, posteriormente colocadas em molde padrão e prensadas manualmente, 

a fim de se formarem pastilhas.  

Essas pastilhas foram usadas para leitura no analisador de fluorescência de 

raios-X do Laboratório de Solos, da Universidade Federal de Viçosa-UFV, fornecendo 

Derivadas do MDE 

Convergence index Mid Slope Positon Total Curvature 

Cross-Sectional Curvature Minimal Curvature Total Insolation1 

Curvature Classification Modelo digital de elevação Total Insolation2 

Diffuse Insolation1 Normalized Height Valley Depth 

Diffuse Insolation2 Plan Curvature Valley Index 

Direct to Diffuse Ratio1 Profile Curvature  

Direct to Diffuse Ratio2 Real Surface Area  

Diurnal Anisotropic Slope  

Duration of Insolation1 Slope Height  

Duration of Insolation2 Slope index  

Flow Line Curvature Standardized Height  
General Curvature Surface Specific Points  
Landforms Tangencial Curvature  
Longitudinal Curvature Terrain Surface Texture  
Mass Balance Terrain Surface Convexity  
Maximal Curvature Topographic Wetness Index  

Dados geofísicos Outros 

Campo Magnético Total  Bandas do Landsat8 

Contagem Total  NDVI 

Potássio  Mapa de uso e ocupação 

Primeira Derivada do Campo Magnético Total Razão entre bandas 

Razão entre Tório e Potássio  Razão entre Th, U e K 

Razão entre Urânio e Potássio  Distâncias entre pontos  

Razão entre Urânio e Tório  Coordenadas x,y 

Sinal Analítico do Campo Magnético Total  

Taxa de Exposição da Contagem Total  
Tório   

Urânio     
 

Tabela 27- Variáveis independentes utilizadas para predição de atributos químicos do solo 
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os teores totais dos elementos em cada amostra. Foi utilizado para tal o modelo Micro-

EDX-1300 da Shimadzu, foram usadas as voltagens padrão do equipamento.   

Os resultados que apresentaram valores atípicos (outliers) foram identificados 

e tiveram seus dados substituídos por valores estimados através da técnica de imputação 

por regressão, onde o novo valor é calculado por intermédio da regressão dos demais 

valores dessa variável. Dessa forma evitou-se a diminuição de dados na análise. 

Foi realizado teste de normalidade para as variáveis resposta nas duas 

profundidades, utilizando o teste de Kolmogorov Sminorv (K-S) (p<0,05). 

 Os mapas de atributos foram gerados utilizando-se o software R (R Development 

Core Team, 2009). Inicialmente para a seleção das variáveis independentes mais 

importantes, foram eliminadas àquelas que possuíam índice de correlação maior que 0,99. 

Posteriormente cada modelo selecionou as variáveis mais significativas para predizer 

cada um dos atributos, sendo essas usadas para gerar os mapas finais. Buscou-se por 

modelos mais simplificados, ou seja, que usassem o menor número possível de variáveis 

com bons valores de R², por isso permitiu-se a perda de até 5% nos valores de R² em favor 

de um modelo mais parcimonioso.  

 Os valores dos pontos para cada uma das variáveis independentes foram extraídos 

utilizando-se o software ArcGis, através do comando Extract value to points. Para se ter 

maior representatividade da área, considerou-se como valor típico do local amostrado a 

média do ponto central e de seus vizinhos. 

 O desempenho dos modelos foi avaliado utilizando-se o procedimento de 

validação cruzada com 10 repetições onde foram feitas comparações entre os valores 

observados e preditos de cada variável dependente. Esses valores foram expressões 

através do coeficiente de determinação R². Esse índice é calculado conforme a equação: 

  

𝑅2 =  
∑ (𝑃𝑖 − �̅� )2𝑛

𝑖=1

∑ (𝑜𝑖 − �̅� )2𝑛
𝑖=1

 

 

Onde Pi e Oi, são os valores preditos e observados no local i respectivamente; n é o 

número de amostras. 

 Também foi calculado o valor de RMSE (raiz quadrada do erro médio).  

 

𝑅𝑀𝑆𝐸 =  √
1

𝜄
∑[𝑧 ̂ (𝑆𝑗) −  𝑧∗ 

ι

𝑗=1

 (𝑆𝑗)]2 

 

em que, RMSE é a raiz quadrada do erro médio, e 𝜄 é o número de pontos destinados a 

validação.  

 

 

4 RESULTADOS E DISCUSSÃO 

 

 

 Na Tabela 28 é mostrado o teste de normalidade segundo Kolmogorov-Smirnov 

para as camadas 0-10 e 10-30 cm. Na camada 0-10 cm os elementos que mostraram 

distribuição normal foram Al, Fe, K, Mg, Na, Mn, Pb, Zn e Zr, enquanto na camada 10-

30 cm foram Al, K, Cu, Pb, Zn e S. Devido à natureza de distribuição dos atributos nos 

(5) 

(4) 
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solos, nem sempre, estes exibem distribuição normal (BELLON-MAUREL et al., 2010), 

este fato não prejudica os testes realizados, já que estes não exigem tal distribuição. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Em relação a predição pelos modelos testados, são apresentados apenas os 

elementos cujo valor de R² foi superior a 0,30 em pelo menos um método. Dessa forma, 

os métodos não se mostraram eficientes para predição de Ca, Mg, Na, Si, Cr, Cu, Ni e Zr 

na profundidade 0-10 cm e para Mg, Na, Si, Cu, Mn, Ni e Zn para 10-30 cm. 

A Tabela 29 mostra a estatística descritiva dos elementos modelados nas duas 

profundidades, sendo Al, Fe, K, Mn, P, Pb, S, Ti, V e Zn em 0-10 cm e Al, Ca, Cr, Fe, K, 

P, Pb, S, Ti, V e Zr em 10-30 cm. Para o conjunto de dados da primeira profundidade, 

tem-se distribuição assimétrica negativa para Al, K e Zn, e assimétrica positiva para os 

demais, enquanto em 10-30 cm a distribuição assimétrica negativa ocorre apenas para Al 

e Fe. Quando se tem assimetria positiva, geralmente, os valores da média são superiores 

ao da mediana, indicando alta frequência de valores abaixo da média (LIMA et al., 2010), 

esse comportamento pôde ser observado para P, S e Zn em 0-10 cm e para todos os 

elementos em 10-30 cm exceto com o Fe. 

A assimetria negativa indica a concentração de dados (alongamento da cauda) a 

esquerda da média, e a assimetria positiva dados a direita da média. Valores mais 

próximos a zero indicam maior simetria, e com isso distribuição normal dos dados 

(GROENEVELD e MEEDEN, 1984). 

A curtose indica o grau de achatamento dos dados, podendo esses serem 

classificados em distribuição leptocúrtica (Se valor de curtose for < 0,263), mesocúrtica 

(= 0,263) ou platicúrtica (>0,263). Nas duas profundidades os dados possuem distribuição 

leptocúrtica, sendo carcaterizada por apresentar uma curva mais afunilada, com pico mais 

alto em relação a normal (mesocúrtica), exceto para P e S (0-10 cm) e Ca (10-30 cm), que 

possuem distribuição platicúrtica, sendo essa curva mais achatada que a mesocúrtica e a 

leptocúrtica. 

 

 

 

*Distribuição normal pelo teste de Kolmogorov-Smirnov a 5 % 

 

Kolmogorov-Smirnov 

    Sig.     Sig. 

Elemento 
Nº de amostras 

em cada prof. 
0-10 cm 10-30 cm Elemento 

Nº de amostras 

em cada prof. 
0-10 cm 10-30 cm 

Al 100 0,200* 0,200* Cu 100 0,003 0,200* 

Ca 100 0,000 0,014 Mn 100 0,200* 0,172 

Fe 100 0,200* 0,031 Ni 100 0,001 0,003 

K 100 0,200* 0,200* P 100 0,014 0,000 

Mg 100 0,200* 0,040 Pb 100 0,200* 0,200* 

Na 100 0,200* 0,000 V 100 0,052 0,182 

Si 100 0,039 0,002 Zn 100 0,200* 0,200* 

Ti 100 0,028 0,109 Zr 100 0,200* 0,019 

Cr 100 0,014 0,100 S 100 0,005 0,200* 

  

 

Tabela 28- Teste de normalidade para os elementos Al, Ca, Fe, K, Mg, Na, Si, Ti, Cr,  

Cu, Mn, Ni, P, Pb, V, Zn, Zr e S nas camadas 0-10 e 10-30 cm 
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Em relação as variáveis preditoras, foram eliminadas aquelas que apresentaram 

correlação igual ou superior a 0,99 entre si. Sendo essas: Diffuse Insolation2, Total 

Insolation2, Valley Index, Bandas 2 e 4 do Landsat 8. 

 Para camada 0-10 cm, os valores de R² (Tabela 30), calculados com base na 

regressão entre o que foi observado e o predito pelos modelos, mostram que o RF foi 

superior para três das variáveis (Fe, Mn, V), enquanto RIDGE para duas (S e Zn) e os 

demais (excecto PLS) para uma.  PLS e PCR foram igualmente eficientes para predição 

de P (R² =0,42), enquanto RIGDE, Cubist, PLS, PCR e FOBA para Ti (R² = 0,50). Os 

valore de R² para esta camada variaram de 0,23 a 0,54. 

 Quanto aos menores valores de R², FOBA se destacou não apresentando nenhum 

dos menores coeficientes de correlação. Para Al, Mn, P e Pb houve mais de um método 

apresentando igualmente os menores valores. De modo geral, PLS, PCR, GBM e 

GLMBOOST foram aqueles que apresentaram menores valores de R² na predição. 

 Em relação aos elementos os maiores valores de R² foram encontrados para Ti 

(0,50) e V (0,54). Os minerais de Ti são muito resistentes a intempéries, aparentemente, 

sob condições redutoras, os íons Fe2 + são adsorvidos em superfícies de minerais de Ti, 

podendo o Ti entrar na estrutura de alguns silicatos e provavelmente ser adsorvido na 

superfície de concreções de Fe-Mn, na solução do solo esta presente em pequenas 

  Profundidade 0-10 cm 

Variável* Média Mediana Desvio Padrão Mínimo Máximo Assimetria Curtose 

Al 24,88 24,94 4,44 13,76 35,45 -0,33 -0,02 

Fe 10,37 10,65 2,76 3,51 17,73 0,003 -0,15 

K 1,22 1,25 0,48 0,14 2,22 -0,26 -0,54 

Mn 601,40 600,68 315,16 53,50 1314,77 0,24 -0,69 

P 2359,64 2082,35 1394,97 0,00 5867,08 0,46 -0,52 

Pb 198,65 200,39 69,78 57,27 395,50 0,20 -0,24 

S 0,12 0,11 0,05 0,03 0,30 1,02 1,13 

Ti 2,12 2,13 0,67 0,97 3,45 0,14 -1,06 

V 417,78 424,47 133,77 210,05 719,71 0,15 -1,08 

Zn 119,01 118,53 42,78 28,68 232,19 -0,02 -0,41 

 Profundidade 10-30 cm 

Al 25,02 24,75 4,93 13,44 33,86 -0,15 -0,67 

Ca 0,20 0,19 0,13 0,01 0,61 0,93 1,17 

Cr 289,28 272,04 109,92 18,12 541,42 0,23 -0,32 

Fe 10,36 10,43 2,80 3,31 17,56 -0,13 0,09 

K 1,27 1,27 0,31 0,10 2,57 0,15 -0,20 

P 2133,07 1736,18 1340,61 0,00 5981,57 0,79 0,18 

Pb 202,47 199,63 78,71 61,00 429,81 0,52 0,03 

S 0,11 0,10 0,02 0,01 0,22 0,49 -0,37 

Ti 2,16 2,14 0,70 0,93 3,80 0,20 -0,83 

V 427,82 423,37 139,62 183,15 745,18 0,20 -0,95 

Zr 727,76 709,67 223,03 249,38 1315,95 0,50 -0,05 

 
*Al, Ca, Fe, K, S,Ti em dag/kg e Cr, Mn, P, Pb, V, Zn e Zr em ppm. 

Tabela 29- Análise descritiva dos atributos químicos do solo nas profundidades 0-

10 cm e 10-30 cm 
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quantidades (em torno de 0,03 mg/L), por ser um dos elementos mais estáveis (KABATA-

PENDIAS 2010). 

 Já o V é distribuído em perfis de solo de forma bastante uniforme e a variação no 

seu conteúdo no solo é herdada dos materiais originais (KABATA-PENDIAS 2010). 

Assim, as concentrações mais altas de V (até 500 mg/kg) são relatadas para Cambissolos 

(KABATA-PENDIAS 2010), teores esses que provavelmente facilitam seu mapeamento, 

já que este é o tipo de solo distribuído amplamente na área de estudo. O V nos solos 

parece estar associado especialmente aos óxidos hidratados de Fe e a matéria orgânica; 

Em alguns solos, os minerais de argila também podem controlar a mobilidade desse 

elemento (KABATA-PENDIAS 2010). 

 

 

 

 

 

 

 

 

 

 

 

 

 

  

Os valores de RMSE (Tabela 31) tenderam a ser menores quanto maior o valor de 

R², como esperado. Para predição de P, cujo R² foi o mesmo tanto para o PLS como para 

o PCR, é possível inferir que PCR foi superior devido ao menor valor de RMSE, porém 

o mesmo não foi possível para S e Ti cujos valores de RMSE se mantiveram iguais para 

os melhores preditores. 

 

 

 

 

 

 

 

 

 

 

Elementos Métodos 

  RF RIDGE CUBIST PLS PCR FOBA GBM GLMBOOST 

Al 0,39 0,37 0,35 0,33 0,33 0,38 0,33 0,40 

Fe 0,49 0,41 0,44 0,40 0,41 0,43 0,45 0,41 

K 0,40 0,34 0,36 0,34 0,23 0,35 0,41 0,33 

Mn 0,38 0,31 0,32 0,31 0,32 0,33 0,36 0,31 

P 0,37 0,39 0,39 0,42 0,42 0,40 0,37 0,40 

Pb 0,39 0,36 0,42 0,37 0,37 0,38 0,40 0,36 

S 0,36 0,38 0,33 0,37 0,37 0,38 0,35 0,37 

Ti 0,48 0,50 0,50 0,50 0,50 0,50 0,46 0,48 

V 0,54 0,48 0,52 0,50 0,50 0,48 0,52 0,45 

Zn 0,37 0,39 0,30 0,27 0,24 0,37 0,36 0,38 

 Random Forest-RF, Ridge regression-RIDGE, Partial Least Squares-PLS, Regressão por componentes principais-PCR, 

Adaptive Forward-Backward Greedy Algorithm-FOBA, Generalized Boosted Regression Models- GBM e Gradient 

Boosting with Component-wise Linear Models – GLMBOOST 

Tabela 30- Valores de R2 gerados pelos três métodos de predição dos atributos químicos do solo na 

profundidade 0-10 cm 
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Para a camada 10-30 cm obteve-se maior disparidade quanto ao melhor preditor, 

em relação aos valores de R² (Tabela 32). Os atributos do solo, em geral, variam 

continuamente com a profundidade no perfil do solo (RUSSELL E MOORE, 1968), o que 

pode gerar diferença na capacidade de predição de cada modelo.  RF se destacou em 6 

variáveis (Al, Ca, Fe, K, P, Pb) e empatou com FOBA para a variável Zr com R²= 0,34. 

FOBA foi superior para Cr, GBM para Ti e V, e PLS e PCR obtiveram mesmo valor de R² 

para S (0,37). Os valores de R² variaram de 0,24 a 0,62. 

Como na camada 0-10 cm, o V e o Ti foram os elementos melhor preditos com R² 

de 0,62 e 0,56 respectivamente. 

  RIDGE, Cubist e GLMBOOST não se mostraram preditores eficientes na camada 

0-30 cm, não obtendo nenhum dos maiores valores de R², e estando entre os menores valores 

de coeficiente de correlação encontrados. FOBA assim como na camada 0-10 cm não obteve 

nenhum valor inferior de R², bem como RF nesta camada.  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Elementos* Métodos 

  RF RIDGE CUBIST PLS PCR FOBA GBM GLMBOOST 

Al 3,79 3,99 3,96 3,88 3,87 3,82 3,92 3,77 

Fe 2,04 2,21 2,18 2,21 2,21 2,16 2,13 2,18 

K 0,38 0,42 0,40 0,42 0,44 0,40 0,38 0,41 

Mn 257,28 272,11 269,69 270,89 269,45 266,48 260,67 270,95 

P 1098,40 1058,68 1082,61 1037,59 1035,29 1053,91 1079,42 1054,49 

Pb 62,42 62,78 61,76 62,24 62,23 61,54 62,01 62,23 

S 0,04 0,04 0,04 0,04 0,04 0,04 0,04 0,04 

Ti 0,50 0,48 0,48 0,48 0,48 0,48 0,51 0,50 

V 92,17 98,36 95,23 96,66 96,65 98,24 95,13 102,51 

Zn 35,06 35,58 37,69 38,99 39,18 36,08 35,68 35,06 

 

Tabela 31- Valores de RMSE encontrados para Al, Fe, Mn, P, Pb, S, Ti, V e Zn na camada 0-10 cm, 

nos diferentes método testados 

 

*Al, Fe, K, S,Ti em dag/kg e Mn, P, Pb, V e Zn em ppm. Random Forest-RF, Ridge regression-RIDGE, Partial Least Squares-

PLS, Regressão por componentes principais-PCR, Adaptive Forward-Backward Greedy Algorithm-FOBA, Generalized 

Boosted Regression Models- GBM e Gradient Boosting with Component-wise Linear Models – GLMBOOST 
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O comportamento do RMSE na camada 10-30 cm foi semelhante a primeira, ou 

seja, os menores valores foram, em geral, encontrados para as maiores estimativas de R² 

(Tabela 33). A única exceção foi para o P, onde o menor valor de RMSE foi obtido com 

RIDGE. Com menores valores de RMSE, é possível inferir que RF foi superior a FOBA para 

predição de Zr, cujo R² havia sido semelhante. Em relação a S, que também apresentou seu 

melhor valor de R² em mais de um método, teve seus valores de RMSE também iguais. 

 

 

 

 

 

 

 

 

 

 

 

  

 

Elementos Métodos 

  RF RIDGE CUBIST PLS PCR FOBA GBM GLMBOOST 

Al 0,37 0,28 0,31 0,29 0,30 0,32 0,36 0,33 

Ca 0,32 0,29 0,26 0,24 0,24 0,31 0,28 0,29 

Cr 0,26 0,32 0,24 0,33 0,32 0,35 0,28 0,32 

Fe 0,43 0,33 0,35 0,33 0,33 0,34 0,39 0,33 

K 0,38 0,35 0,32 0,36 0,36 0,36 0,36 0,36 

P 0,45 0,36 0,37 0,42 0,43 0,40 0,40 0,39 

Pb 0,32 0,21 0,25 0,29 0,30 0,25 0,30 0,23 

S 0,32 0,32 0,32 0,37 0,37 0,32 0,30 0,30 

Ti 0,52 0,42 0,44 0,44 0,44 0,44 0,56 0,43 

V 0,55 0,52 0,52 0,50 0,50 0,55 0,62 0,52 

Zr 0,34 0,28 0,27 0,28 0,28 0,34 0,28 0,31 

 

Tabela 32- Valores de R2 gerados pelos três métodos de predição dos atributos químicos do solo na 

profundidade 10-30 cm 

Random Forest-RF, Ridge regression-RIDGE, Partial Least Squares-PLS, Regressão por componentes principais-PCR, 

Adaptive Forward-Backward Greedy Algorithm-FOBA, Generalized Boosted Regression Models- GBM e Gradient 

Boosting with Component-wise Linear Models – GLMBOOST 

Elementos* Métodos 

  RF RIDGE CUBIST PLS PCR FOBA GBM GLMBOOST 

Al 4,10 4,61 4,38 4,50 4,47 4,34 4,15 4,25 

Ca 0,23 0,24 0,24 0,24 0,24 0,23 0,23 0,23 

Cr 100,42 94,74 102,97 94,90 94,99 92,03 97,81 94,32 

Fe 2,35 2,55 2,52 2,54 2,54 2,52 2,46 2,55 

K 0,45 0,47 0,47 0,46 0,46 0,46 0,45 0,46 

P 1063,33 943,15 1031,79 972,34 966,61 991,67 991,74 1005,35 

Pb 71,13 82,70 76,68 73,21 72,99 76,79 72,37 76,53 

S 0,04 0,04 0,04 0,04 0,04 0,04 0,04 0,04 

Ti 0,50 0,55 0,54 0,54 0,54 0,54 0,48 0,54 

V 95,76 100,57 99,59 101,79 101,79 97,11 89,07 99,27 

Zr 215,96 234,96 235,68 229,85 229,46 219,65 229,07 226,21 

 

Tabela 33- Valores de RMSE encontrados para Al, Ca, Cr, Fe, K,P, Pb, S, Ti, V e Zr na camada 10-30 

cm, nos diferentes método testados 

 

*Al, Ca, Fe,  K, S e Ti em dag/kg e Cr, P, Pb, V e Zr em ppm. Random Forest-RF, Ridge regression-RIDGE, Partial Least 

Squares-PLS, Regressão por componentes principais-PCR, Adaptive Forward-Backward Greedy Algorithm-FOBA, 

Generalized Boosted Regression Models- GBM e Gradient Boosting with Component-wise Linear Models – GLMBOOST 



97 

 

 Dentro os preditores testados, RF é o mais comumente utilizado nos trabalhos 

encontrados na literatura, sendo usado para prever diversas propriedades do solo 

(CAMERA et al., 2017). Essas propriedades, no entanto, são na maior parte das vezes 

relacionadas a textura (areia, silte, argila) (MA et al., 2017; VAYSSE e LAGACHERIE, 

2015; HEUVELINK et al., 2016; CHAGAS et al., 2016; LAGACHERIE et al., 2013; 

BISHOP et al., 1999), ou a química com foco no pH (MA et al., 2017; 

DHARUMARAJAN et al., 2017;  HEUVELINK et al., 2016; TOR et al., 2016; VAYSSE 

E LAGACHERIE, 2015; MALONE et al., 2014; BISHOP et al., 1999), carbono orgânico 

(RAMIFEHIARIVO et al., 2017; MA et al., 2017; DHARUMARAJAN et al., 2017; 

AKPA et al., 2016; SREENIVAS et al., 2016; HEUVELINK et al.,2016; TOR et al., 

2016; GUO et al., 2015; ADHIKARI et al., 2014; POGGIO et al., 2013; WIESMEIER et 

al., 2011; GOMEZ et al., 2008; GRIMM et al., 2008; BISHOP et al., 1999), condutividade 

elétrica (DHARUMARAJAN  et al., 2017; VAYSSE E LAGACHERIE, 2015; BISHOP 

et al., 1999) e capacitade de troca catiônica (TOR et al., 2016; LAGACHERIE et al., 

2013; CHAGAS et al., 2016). 

Hengl et al. (2015) encontraram valores negativos de R² ao mapear sódio trocável 

usando regressão linear, estes observaram ganho no R² ao comparar o mapeamento de 

bases trocáveis, especialmente Ca e Mg, feito com RF em relação à regressão. Não foram 

encontradas na literatura, predições realizadas pelos métodos testados nesse trabalho em 

relação aos elementos obtidos por fluorescência de raios-x. 

Nas Tabelas 34 e 35 são apresentadas as oito principais variáveis usadas nos 

modelos de predição, nas camadas 0-10 e 10-30 cm, respectivamente. Para a camada 0-

10 cm, metade dos elementos mapeados (Al, Fe, K, Pb e S), consideraram os dados 

geofísicos como variáveis importantes. Podendo ser citadas: razão entre Urânio e Potássio 

(Al, Pb); Razão entre Tório e Potássio (Al, S); Urânio (Pb); Potássio (Al, S); Tório (K); 

Sinal analítico do campo magnético total (Al, Fe, Pb). 

E para a camada 10-30 cm, a exceção de Fe, todos os elementos consideraram os 

dados geofísicos importantes. Podendo-se citar: Razão entre Urânio e Potássio (Al, Ca); 

Razão entre Tório e Potássio (Ca, S); Razão entre Urânio e Tório (K); Urânio (Zr); 

Potássio (Al, Cr, S); Tório (K, Ti, V); Campo magnético Total (Cr); Sinal analítico do 

campo magnético total (Cr); Taxa de exposição do campo magnético total (P). 

 O campo magnético surge devido ao fluxo magnético, e os minerais apresentam 

diferentes comportamentos em relação a ele, desde uma fraca intensidade de 

magnetização como quartzo e calcita; até elevada susceptibilidade magnética como 

magnetita e óxidos de ferro (GONÇALVES, 2008). E o sinal analítico consiste na 

amplitude dos gradientes do campo magnético. 

 A contagem total de urânio, potássio e tório são dadas pela emissão de raios gama 

por esses elementos capturadas por gamaespectrômetros com alteração apenas da faixa 

energética captada pelo equipamento para cada canal. A taxa de contagem total é usada 

para assinalar uma escala de intensidade de cada elemento, e é a medida de todos os raios 

gama dentro da janela energética de 0,41 a 2,81 MeV (RIBEIRO et al., 2013). As razões, 

U/Th, U/K e Th/K, são bastante empregadas nas análises do ambiente por representarem 

melhor que os radioisótopos as mudanças nos tipos de rocha e outras alterações 

(GONÇALVES, 2008).   

 Em relação as variáveis criadas pelas relações de distância, bandas e dados 

geofísicos, essas foram amplamente apontadas por todos os elementos como covariáveis 

importantes na predição. As razões entre as bandas foram amplamente utilizadas (K, Mn, 

V e Zn em 0-10 cm e Al, Cr, K, Ti e V em 10-30 cm),  assim como as razões entre K, U 

e Th (Al, K, Pb e S em 0-10 cm e Al, K e S em 10-30 cm). 
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Exceto Al e K na camada 0-10 cm e K e Pb em 10-30 cm, as relações de distância 

(x, y, d1, d2, d3, d4), foram relacionadas como principais, sendo que para Ti e P foram 

as únicas escolhidas na primeira camada. De acordo com McBratney et al. (2003), desde 

o final da década de 1960, houve uma ênfase no que poderia ser chamado de abordagens 

geográficas ou puramente espaciais, ou seja, os atributos do solo poderiam ser preditos a 

partir da sua posição espacial, principalmente pela interpolação entre eles.  

Essas abordagens puramente espaciais são quase que inteiramente baseadas em 

geoestatística, como os métodos de krigagem e co-krigagem, sendo um dos seus 

problemas os limites não naturais que estes estabelecem no mapa (McBRATNEY et al., 

2003). Esses limites pouco naturais foram observados nesse trabalho, principalmente para 

aqueles elementos, cuja as variáveis espaciais foram as mais relevantes, aparecendo nas 

primeiras colocações ou exclusivamente, como Ti e P na camada 0-10 cm (Figuras 31 e 

32) e S na camada 10-30 cm (Figura 35).  

Quando há inserção de outras variáveis preditoras não espaciais, suavizam-se 

esses limites, como no caso de V e Fe em 0-10 cm (Figuras 31 e 32) e Ti em 10-30 cm 

(Figura 35).  Os valores de R² satisfatórios, variando de 0,38 a 0,54 (0-10 cm) e de 0,32 

a 0,62 (10-30 cm), mostram a relevância de se considerar essas relações e associá-las aos 

atributos do terreno para predição. 

Nesse trabalho, os atributos do terreno considerados como variáveis preditoras 

mais relevantes (Tabelas 35 e 36), foram: Terrain Surface Convexity (Al em 0-10 cm); 

Valley Depth (Al, Mn e Zn em 0-10 cm e Ca e P em 10-30 cm); Real surface Area ( Al 

em 0-10 cm e Ca, Fe e Pb em 10-30 cm); Terrain Surface Texture (K, mn e V em 0-10 

cm); Diurnal Anisotropic ( K e S em 0-10 cm); Convergence Index (K em 0-10 cm e Fe, 

Cr e K em 10-30 cm); Standartized Height (Mn em 0-10 cm); Mid Slope Positon (Mn e 

Zn em 0-10 cm e Ca e K em 10-30 cm); Topographic Wetness Index ( Mn e Zn em 0-10 

cm e Ca, K, Pb e Zr em 10-30 cm); Slope Height (Pb em 0-10 cm); Diffuse Insolation1 

(Al e S em 0-10 cm e Al, Cr e P em 10-30 cm); Direct to diffuse ratio1 (S em 0-10 cm); 

Surface Specific Points (Cr em 10-30 cm); Slope (Fe, Pb em 10-30 cm); MDE ( S em 10-

30 cm). 

A Convexidade da superfície terrestre (Terrain Surface Convexity) é a razão entre 

o número de células que tem curvatura positiva (células convexas) e o número de todas 

as células válidas dentro de um raio de pesquisa específico; Profundidade dos vales 

(Valley Depth) converte a elevação, deriva as redes de drenagem e calcula a distância 

vertical até os mesmos; Área real da superfície  (Real Surface Area) considera a superfície 

real ao contrário da projetada. 

 Textura da superfície terrestre (Terrain Surface Texture) divide a textura da 

superfície em 8, 12 ou 16 classes; Aquecimento anisotrópico diurno (Diurnal 

Anisotropic) representa a assimetria no aquecimento comparando as faces leste e oeste 

locais, baseado em horas de radiação.; Índice de convergência (Convergence index) 

calcula o índice de convergência/divergência em relação ao escoamento superficial. 

Elevação Padronizada (Standardized Height) é o produto da altura normalizada 

multiplicada pela altura absoluta; Posição de Meia Encosta (Mid Slope Positon) 

representa a distância em relação ao topo e vale, variando entre 0 e 1 cobrindo as regiões 

de maior declividade; Índice de umidade topográfica (Topographic Wetness Index) 

mostra a tendência de cada célula em acumular água; Elevação da declividade (Slope 

Height) é a altura total do declive. 

Radiação solar difusa 1 (Diffuse Insolation 1) consiste na radiação solar difusa 

incidente no mês de janeiro; Radiação solar direta 1 (Direct to Diffuse Ratio 1)na radiação 

solar direta incidente no mês de janeiro; Superfície de pontos específicos (Surface 

Specific Points) é a diferença entre pontos específicos de mudança da superfície, 
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resultando em valores discretos positivos e negativos; Declividade (Slope) representa a 

declividade local que pode ser angular ou em porcentagem e o Modelo Digital de 

Elevação (MDE) representa a elevação de cada célula do modelo. 

De acordo com Grimm et al. (2008) os atributos do terreno têm potencial para 

explicar grande parte da variação do carbono orgânico. Hengl et al., 2015 mapeando bases 

trocáveis do solo, encontraram que a variação nessas foram melhor preditas pelos mapas 

globais dessas mesmas variáveis, entretanto covariáveis locais sobre relevo e vegetação 

ajudaram a melhorar a precisão. Encontraram, por exemplo, que as covariáveis elevação, 

declividade e Índice de Umidade Topográfica foram importantes para predizer Mg 

trocável no solo; tendo também os tipos de solo se mostrado bons preditores de bases 

trocáveis. 

Fe, P e Ti na camada 0-10 cm e Ti e V em 10-30 cm não usaram para predição 

nenhum atributo do terreno. Modelos não parcimoniosos foram encontrados para Al e Mn 

na camada 0-10 cm e para K em 10-30, independente da camada estes usaram mais de 30 

váriaveis na predição, sendo 50 para Al, 40 para Mn e 60 para K. Os modelos mais 

simplificados foram obtidos em 0-10 cm para as variáveis que selecionaram apenas 

atributos espaciais (P e Ti), na camada 10-30 cm foi para Zr que além de variáveis 

espaciais usou a covariável do terreno Índice de Umidade Topográfica (Topographic 

Wetness Index) e o Urânio proveniente da magnetometria.  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Variável 

predita 
Método 

N° de 

variáveis  
Variáveis 

Al GLMBOOST 50 
Razão entre Urânio e Potássio +SA do Campo Magnético Total + Razão 

entre Urânio e Potássio1+ Terrain Surface Convexity+ Potássio + Valley 

Depth + Razão entre Tório e Potássio + Real Surface Area 

Fe RF 6 d3 + y + d2 + d4 + Urânio + SA do Campo Magnético Total 

K GBM 12 
Razão entre B2 e B6 Landsat 8 + Razão entre B4 e B6 Landsat 8 +Razão 

entre Tório e Urânio1 + Razão entre B3 e B6 Landsat 8 + Tório + Terrain 

Surface Texture + Diurnal Anisotropic + Convergence index 

Mn RF 40 

Terrain Surface Texture + Valley Depth + Razão entre B3 e B7 Landsat 8 

+ Standardized Height + Mid Slope Positon + y + Razão entre B1 e B3 

Landsat 8 + Topographic Wetness Index 

P PLS / PCR 5 d3 + y + d2 + d4 + d1 

Pb CUBIST 10 
y + Razão entre Urânio e Potássio + d4 + SA do Campo Magnético Total 

+ Razão entre Urânio e Potássio1 + d3 + Urânio + Slope Height 

S RIDGE 7 

d3 + Razão entre Tório e Potássio + Diurnal Anisotropic + Diffuse 

Insolation1 + Direct to Diffuse Ratio1 + Razão entre Tório e Potássio1 + 

Potássio 

Ti 
RIDGE/CUBIST/

PLS/PCR/ FOBA 
5 y + d4 + d3 + d1 + d2 

V RF 7 
y + d4 + d3 + d2 + d1 + Terrain Surface Texture + Razão entre B2 e B3 

Landsat 8 

Zn RIDGE 7 

Valley Depth + Topographic Wetness Index + Mid Slope Positon + Razão 

entre B4 e B6 Landsat 8 + Razão entre B1 e B6 Landsat 8 + Razão entre 

B2 e B6 Landsat 8 + d3 
 

Tabela 34- Principais variáveis independentes e número total de variáveis usadas pelos modelos de 

predição de atributos químicos do solo na profundidade 0-10 cm 

1Variável obtida pela razão entre as diferenças nos teores de K, Th e U conforme indicado em material e métodos. 

Random Forest-RF, Ridge regression-RIDGE, Partial Least Squares-PLS, Regressão por componentes principais-PCR, 

Adaptive Forward-Backward Greedy Algorithm-FOBA, Generalized Boosted Regression Models- GBM e Gradient 

Boosting with Component-wise Linear Models – GLMBOOST 
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Variável 

predita 
Método 

N° de 

variáveis  
Variáveis 

Al RF 15 

Razão entre B3 e B4 Landsat 8 + Razão entre B2 e B4 Landsat 8 + Diffuse 

Insolation1 + Potássio + Razão entre B1 e B4 Landsat 8 + Razão entre Urânio 

e Potássio + y + Razão entre Urânio e Potássio1 

Ca RF 20 

Real Surface Area + Valley Depth + d3 + Topographic Wetness Index  + 

Slope + Mid Slope Positon + Razão entre Tório e Potássio + Razão entre 

Urânio e Potássio 

Cr FOBA 10 

Convergence index + Surface Specific Points + Campo Magnético Total + 

1ª Derivada do Campo Magnético + Diffuse Insolation1 + d3 + Potássio + 

Razão entre B1 e B9 Landsat 8 

Fe RF 20 d3 + y + Real Surface Area + Slope + d2 + d4 + Convergence Index + d1 

K RF 60 
Razão entre Tório e Potássio1+ Razão entre Urânio e Tório + Razão entre 

Urânio e Potássio1 + Convergence index + Tório + Topographic Wetness 

Index +  Razão entre B3 e B6 Landsat 8 + Mid Slope Positon 

P RF 12 
d3 + y + d4 + d2 + Taxa de Exposição da Contagem Total + Valley Depth + 

d1 + Duration of Insolation1 

Pb RF 25 
d3 + d2 + Real Surface Area + Convergence Index + y + Slope + 

Topographic Wetness Index 

S PLS / PCR 20 
y + Razão entre Tório e Potássio + MDE + d3 + Potássio + Razão entre 

Tório e Potássio1 + x + d4 

Ti GBM 8 
y + d4 + d3 + d1 + d2 + Razão entre B1 e B3 Landsat 8 + Razão entre B2 e 

B3 Landsat 8 + Tório 

V GBM 10 
y + d4 + d2 + d1 +  Razão entre B1 e B3 Landsat 8 +  Tório + Razão entre 

B2 e B3 Landsat 8 

Zr RF 5 Topographic Wetness Index + y + d4 + Urânio + d1 

 

Tabela 35- Principais variáveis independentes e número total de variáveis usadas pelos modelos 

de predição de atributos químicos do solo na profundidade 10-30 cm 

1Variável obtida pela razão entre as diferenças nos teores de K, Th e U conforme indicado em material e métodos. 

Random Forest-RF, Ridge regression-RIDGE, Partial Least Squares-PLS, Regressão por componentes 

principais-PCR, Adaptive Forward-Backward Greedy Algorithm-FOBA, Generalized Boosted Regression 

Models- GBM e Gradient Boosting with Component-wise Linear Models – GLMBOOST 
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Figura 31- Teores totais de Alumínio (Al2O3), Ferro (Fe2O3), Potássio (K2O) e Titânio (TiO2) usando os regressores GLMBOOST (Al), RF (Fe), GMB (K) e RIDGE (Ti), 

em 0-10 cm. Random Forest-RF, Ridge regression-RIDGE,  Generalized Boosted Regression Models- GBM e Gradient Boosting with Component-wise Linear Models – GLMBOOST. 

 

Figura 32- Teores totais de Manganês (MnO), Fósforo (P2O5), Chumbo (PbO) e Vanádio (V2O5) usando regressores RF (Mn e V), Cubist (Pb), PLS 

(P) em 0-10 cm. Random Forest-RF, Partial Least Squares-PLS. 
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Figura 34- Teores totais de Alumínio (Al2O3), Cálcio (CaO), Ferro(Fe2O3) e Potássio (K2O) usando o regressor Random Forest em 10-30 cm. 

 

Figura 33- Teores totais de Zinco (ZnO), Enxofre (SO3) usando o regressor RIDGE em 0-10 cm. Ridge regression-RIDGE. 
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Figura 35- Teores totais de Titânio (TiO2), Cromo (Cr2O3), Fósforo (P2O5) e Chumbo (PbO) usando os regressores  GBM (Ti), FOBA (Cr), RF (P e Pb) em 

10-30 cm. Random Forest-RF, Adaptive Forward-Backward Greedy Algorithm-FOBA, Generalized Boosted Regression Models- GBM. 

 

  

Figura 36- Teores totais de  Vanádio (V2O5), Zircônio (ZrO2) e Enxofre (SO3), usando os regressores GBM (V), RF (Zr)e PLS (S) em 0-30 cm. Random 

Forest-RF, Partial Least Squares-PLS, Generalized Boosted Regression Models- GBM. 
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Dentre os valores máximos e mínimos estabelecidos pelos melhores preditores de 

cada elemento (Tabela 36) pode-se perceber que a maioria se manteve próximo ao 

encontrado pelas análises da fluorescência. Na camada 0-10 cm o Al apresentou valores 

mínimos subestimados enquanto o Mn, o P e o Pb foram superestimados. Quanto aos 

valores máximos, o Al foi superestimado, enquanto Mn subestimado. 

Na profundidade 10-30 cm (Tabela 37), pode-se observar que a maior parte dos 

elementos também se manteve dentro de uma faixa esperada, apresentando apenas Cr e P 

com valores de mínimo abaixo do encontrado nas amostras e valores de máximo acima.

 Valores de K total nas duas profundidades avaliadas foram baixos considerando-

se que trata-se de um macro-nutriente encontrado nos solos com teores podendo variar de 

300 (SOUZA et al., 1979) a 39.500 mg/kg (NACHTIGALL e VAHL, 1991), dependendo 

do material de origem, além do grau de intemperização e composição mineralógica 

(ERNANI et al., 2007). A geologia local, pode explicar esse fato, visto que a região 

estudada é formada basicamente por metatonalitos e, segundo Pinho et al. (2005), essas 

são rochas de filiação cálcio-alcalina de baixo teor de potássio, o que pode influenciar 

nos baixos teores encontrados nas análises dos solos e na predição. 

  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

  Raios-x Predição   

Elemento 
Valor 

mínimo  

Valor 

máximo  

Valor 

mínimo  

Valor 

máximo  
Método de predição 

Al 12,70 35,45 0,00 85,32 GLMBOOST 

Fe 3,51 17,73 5,30 15,18 RF 

K 0,14 3,21 0,19 2,25 GBM 

Mn 53,50 2576,98 215,00 1003,00 RF 

P 0,00 5867,08 854,00 5157,00 PLS / PCR 

Pb 57,27 440,54 107,00 313,00 CUBIST 

S 0,03 0,30 0,03 0,19 RIDGE 

Ti 0,97 3,45 0,76 2,65 RIDGE/CUBIST/PLS/PCR/ FOBA 

V 210,05 719,71 223,00 606,00 RF 

Zn 28,68 232,19 25,00 205,00 RIDGE 

 

Tabela 36- Valores máximos e mínimos encontrados para Al, Fe, K, Mn, P, Pb, S, Ti, V e Zn na 

análise de raios-x e pelos modelos de predição, na profundidade 0-10 cm 

*Al, Fe, K, S,Ti em dag/kg e Mn, P, Pb, V e Zn em ppm. Random Forest-RF, Ridge regression-RIDGE, Partial Least 

Squares-PLS, Regressão por componentes principais-PCR, Adaptive Forward-Backward Greedy Algorithm-FOBA, 

Generalized Boosted Regression Models- GBM e Gradient Boosting with Component-wise Linear Models – 

GLMBOOST 
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5 CONCLUSÕES 

 

 

1. O algoritmo Random Forest mostrou-se superior aos demais modelos para 

predizer os atributos químicos do solo nas duas profundidades, principalmente em 

10-30 cm, com superioridade nos valores de R² em sete elementos, sendo, 

portanto, indicado para predição nessa região;  

2. Variáveis espaciais mostraram-se indispensáveis para predição de atributos do 

solo, devendo ser consideradas nas modelagens de seus elementos químicos; 

3. É possível a predição de Al, Ca, Cr,  Fe, K, Mn, P, Pb, S, Ti, V,Zn e Zr com R² 

variando de 0,32 a 0,62 pelos métodos testados. 
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PREDIÇÃO DE ATRIBUTOS DO SOLO UTILIZANDO 
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RESUMO 

 

 

A quantificação dos atributos do solo é essencial para maior entendimento dos ambientes 

e melhor manejo do solo. Porém, as tradicionais análises de laboratório que permitem a 

obtenção dessas informações são, por vezes, onerosas e impactantes para o meio 

ambiente. Dessa forma, é necessário o desenvolvimento de novas técnicas de análise, 

como a espectroscopia, que apresenta-se cada dia mais como uma forma viável para 

estimar uma ampla gama de propriedades do solo. Este trabalho objetivou predizer os 

teores de carbono orgânico (CO), argila e P extraível, a partir dos espectros MIR, Vis-

NIR e Vis-NIR-MIR, utilizando diferentes métodos de pré-processamento (Continuum 

removal-CR; Absorbance-ABS; Savitzky Golay Derivative-SGD; Satandard Normal 

Variate-SNV e Multiplicative Scatter Correction-MSC) combinados a cinco modelos de 

predição (Partial Least Squares Regression-PLSR; Artificial Neural Network-ANN; 

Random Forest-RF; Guassian Process Regression-GPR e Support Vector Machine-

SVM). O trabalho foi realizado em Iconha/ES, na bacia do Ribeirão Inhaúma. Foram 

utilizadas 184 amostras, coletadas em 92 pontos em duas profundidades (0-10 e 10-30 

cm). As análises físicas, químicas e espectrais foram feitas segundo método utilizado no 

laboratório de rotina de solos. Das amostras, foram selecionadas aleatoriamente 70 % 

para treinamento e 30% para validação (conjunto externo de amostras) dos modelos, 

utilizou-se a validação cruzada. Ao se combinar os métodos de pré-processamento e os 

algoritmos de regressão multivariada, obteve-se 30 testes. Para análise de desempenho 

foi calculado o coeficiente de determinação R²; raiz quadrada do erro médio (RMSE), e 

os índices de padronização do erro de predição, RPD (Ratio of performance/prediction to 

deviation) e RPIQ (Ratio of performance/prediction to interquatile).  A interpretação dos 

valores de RPD quanto à qualidade/confiabilidade da predição, foi feita segundo os 

critérios propostos por Chang e Laird (2002) e Chang et al. (2001). Para argila e CO o 

melhor valor de R² foi encontrado no espectro MIR sendo igual a 0,69 e 0,65, 

respectivamente e para P de 0,57 em Vis-NIR. Este estudo encontrou modelos 

satisfatórios (RPIQ e/ou RPD superior a 1,4) e excelentes (RPIQ superior a 2,0) capazes 

de predizer argila, CO e P. Os pré-processamentos MSC, CR e SNV foram os mais 

eficientes para predição de argila, CO e P, respectivamente, enquanto os métodos PLSR 

(CO e P) e SVM (argila) se destacaram com as melhores predições, sendo por isso, 

recomendados para modelagem desses atributos na área estudada. Os modelos 

encontrados podem ser testados para discriminar solos segundo a um valor de teste crítico 

para argila, CO e P. Como, por exemplo, separar solos arenosos e argilosos. Acredita-se 

que a adição de mais amostras no treinamento e validação, pode melhorar os modelos 

com RPIQ e RPD entre 1,4 e 2,0 tornando-os modelos acurados, com excelente predição. 

Palavras-chave: análise espectral, Reflectância, quimiometria. 

 

ABSTRACT 

 

 

The quantification of soil attributes is essential for a better understanding of the 

environments and better soil management. However, the traditional laboratory analyzes 

that allow obtaining this information are sometimes costly and impactful to the 
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environment. Thus, the development of new analytical techniques, such as spectroscopy, 

is increasingly needed as a viable way of estimating a wide range of soil properties. This 

work aimed to predict the organic carbon (CO), clay and extractable P contents from the 

MIR, Vis-NIR and Vis-NIR-MIR spectra using different methods of pre-processing 

(Continuum removal-CR; Absorbance-ABS; Savitzky Golay Derivative-SGD (GMS) 

and the Multiplicative Scatter Correction (MSC), combined with five predictive models 

(Partial Least Squares Regression-PLSR, Artificial Neural Network-ANN, Random 

Forest-RF, Guassian Process Regression-GPR and Support Vector Machine-SVM) . The 

work was carried out in Iconha / ES, in the Ribeirao Inhaúma basin. We used 184 samples, 

collected in 92 points at two depths (0-10 and 10-30 cm). The physical, chemical and 

spectral analyzes were performed according to the method used in the routine soil 

laboratory. Of the samples, 70% were randomly selected for training and 30% for 

validation (external set of samples) of the models, cross-validation was used. By 

combining the pre-processing methods and the multivariate regression algorithms, we 

obtained 30 tests. For the performance analysis, the coefficient of determination R² was 

calculated; (RMSE), and prediction error standardization indexes, RPD (Ratio of 

performance / prediction to deviation) and RPIQ (Ratio of performance / prediction to 

interquatile). The interpretation of the RPD values regarding the quality / reliability of the 

prediction was made according to the criteria proposed by Chang and Laird (2002) and 

Chang et al. (2001). For clay and CO the best value of R² was found in the MIR spectrum 

being equal to 0.69 and 0.65, respectively, and for P of 0.57 in Vis-NIR. This study found 

satisfactory models (RPIQ and / or RPD superior to 1,4) and excellent (RPIQ superior to 

2,0) able to predict clay, CO and P. The MSC, CR and SNV preprocesses were the most 

efficient for prediction of clay, CO and P, respectively, while the PLSR (CO and P) and 

SVM (clay) methods stood out with the best predictions and are therefore recommended 

for modeling these attributes in the studied area. The models found can be tested to 

discriminate soils according to a critical test value for clay, CO and P. For example, 

separate sandy and clayey soils. It is believed that the addition of more samples in the 

training and validation can improve the models with RPIQ and RPD between 1.4 and 2.0 

making them accurate models with excellent prediction. 

Keywords: Spectral analysis, Reflectance, chemometrics. 

 

 

1 INTRODUÇÃO 

 

 

A Pedometria aborda os problemas da ciência do solo utilizando técnicas 

modernas de análise de dados para quantificar de maneira mais rápida as propriedades do 

solo ao longo do espaço e do tempo, como por exemplo, a calibração e predição de 

propriedades do solo a partir de espectros de reflectância infravermelha difusa 

(MINASNY E McBRATNEY, 2008). 

Nanni e Demattê (2006) apontam que a análise de laboratório, usada para 

quantificação de atributos do solo, apresentam custo elevado (BASHAGALUKE et al., 

2015) e possibilidade de geração de impactos ambientais pelo uso de reagentes químicos 

na análise, além de dispender muito tempo entre a amostragem e a aquisição dos 

resultados. Segundo Reeves (2009), um outro desafio enfrentado pelos cientistas do solo, 
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está no fato das informações existentes da pesquisa de solo geralmente não atenderem aos 

requisitos de dados para modelagem ou previsão. 

Por isso, torna-se necessário o uso de novas técnicas de análise do solo. Nos 

últimos anos, tem sido dado atenção ao potencial de uso da espectroscopia de reflectância, 

tanto nos espectros do infravermelho próximo (NIR) e quanto no infravermelho médio 

(MIR), pois estas são técnicas não destrutivas, rápidas e convenientes para se quantificar 

os atributos do solo (BASHAGALUKE et al., 2015). Mohamed et al. (2017) aponta que 

NIR é uma estratégia sistemática não destrutiva para caracterizar e identificar as 

propriedades do solo, enquanto Abdi et al., (2016) corrobora que a espectroscopia visível 

e de reflectância do infravermelho próximo (Vis-NIR) é uma técnica rápida, barata e 

precisa para analisar uma grande variedade de materiais orgânicos e é cada vez mais 

utilizada na ciência do solo (NOURI et al., 2017). 

 Adeline et al. (2017) apontam que a espectroscopia Vis-NIR de laboratório é uma 

boa alternativa para análises físicas e químicas caras do solo para estimar uma ampla 

gama de propriedades do solo. Segundo Viscarra Rossel et al. (2006) as técnicas 

espectroscópicas de infravermelho são altamente sensíveis às fases orgânica e inorgânica 

do solo, tornando seu uso nas ciências agrícola e ambiental particularmente relevante. 

Dessa forma, o uso da espectroscopia de reflectância para determinação de 

atributos químicos e físicos do solo vem sendo cada vez mais difundido (ADELINE et 

al., 2017), este vem como uma ferramenta acessória a determinação via métodos 

convencionais (VENDRAME et al., 2012), diminuindo assim variáveis como tempo de 

análise (SOUSA JUNIOR et al. 2011) e minimizando possíveis impactos na natureza.   

A análise quantitativa baseada nos espectros NIR ou MIR requer o 

desenvolvimento de calibrações que relacionam a informação espectral com as 

concentrações de analito conhecidas (REEVES, 2009). Devido às diferenças nas origens 

do solo e nos procedimentos de medição laboratoriais, as funções de calibração de uma 

região não funcionam bem em outra. A calibração local é preferida para evitar o viés de 

medição entre laboratórios, e as funções calibradas são mais específicas para os tipos de 

solo em uma área (MINASNY et al., 2009). 

Uma maneira de lidar com dados com um grande número de covariáveis, como os 

espectros infravermelhos, é a redução de dados (MINASNY E McBRATNEY, 2008), já 

que a análise espectral quantitativa do solo usando espectroscopia de reflectância visível 

e infravermelha requer técnicas estatísticas sofisticadas para discernir a resposta dos 

atributos do solo a partir de características espectrais (VISCARRA ROSSEL et al., 2006). 

As estratégias de pré-processamento são incorporadas como um primeiro passo 

antes da calibração de predição, para melhorar a extração de informações úteis tanto de 

efeitos aditivos como multiplicativos sobrepostos nos espectros de reflexão (PENG et al., 

2014). Diferentes métodos matemáticos são utilizados para vincular os espectros de 

laboratório Vis-NIR do solo (variáveis preditoras) às propriedades do solo (variáveis de 

resposta) (NOURI et al., 2017). Dentre essas inclui-se support vector machine (Stevens 

et al., 2010 ) e regressão parcial de mínimos quadrados (PLSR) (McCARTY et al., 2002). 

Segundo Nouri et al (2017) o método de regressão parcial de mínimos quadrados 

(PLSR) é provavelmente a técnica estatística multivariada mais utilizada para a calibração 

espectral e a predição das propriedades do solo. É uma técnica que faz a redução dos 

preditores para um conjunto com menor número de componentes que não sejam 

correlacionados entre si, e posteriormente realiza a regressão de mínimos quadrados. Os 

modelos usados mais comuns são regressão linear múltipla (SMLR), regressão parcial de 

mínimos quadrados (PLSR), splines de regressão adaptativa multivariada (MARS), 

regressão de componentes principais (PCR) e redes neurais artificiais (ANN) 

(MOHAMED et al, 2017). 
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Random Forest é um método de classificação e regressão, desenvolvido por 

Breiman (2001), nessa técnica são formadas árvores de decisão utilizando um conjunto 

aleatório inicial, ou seja, cada árvore é gerada a partir dos valores de um vetor aleatório. 

É bastante robusto e insensível a ruídos. 

As redes neurais (ANN) normalmente são organizadas em camadas, essas são 

constituídas por uma série de "nós" interligados que contêm uma "função de ativação". 

Os padrões são apresentados à rede através da "camada de entrada", que se comunica com 

uma ou mais "camadas ocultas" onde o processamento real é feito através de um sistema 

de "conexões" ponderadas; A maioria das ANNs contém alguma forma de "regra de 

aprendizagem" que modifica os pesos das conexões de acordo com os padrões de entrada 

(MOHAMED et al, 2017). 

 O Suport Vector Machine (SVM) é uma técnica computacional baseada no 

reconhecimento de padrão, assim esse determina limites de decisão onde ocorre separação 

ótima entre as classes com minimização dos erros (NASCIMENTO et al., 2009). Já 

Guassian Process Regression (GPR) é equivalente, em geoestatística, à interpolação por 

krigagem amplamente conhecida e utilizada na pesquisa pedométrica. No entanto ao 

invés de usar coordenadas geográficas como dados de entrada, utiliza dados espectrais 

(RAMIREZ-LOPEZ et al., 2013). 

 Assim este trabalho objetivou predizer os teores de carbono orgânico (CO), argila 

e P extraível, a partir dos espectros MIR, Vis-NIR e Vis-NIR-MIR, utilizando diferentes 

métodos de pré-processamento (Continuum removal-CR; Absorbance-ABS; Savitzky 

Golay Derivative-SGD; Satandard Normal Variate-SNV e Multiplicative Scatter 

Correction-MSC) combinados a cinco modelos de predição (Partial Least Squares 

Regression-PLSR; Artificial Neural Network-ANN; Random Forest-RF; Guassian 

Process Regression-GPR e Support Vector Machine-SVM). 

 

2 REVISÃO BIBLIOGRÁFICA 

 

 

2.1 Comportamento Espectral Do Solo 

 

 O comportamento espectral dos solos, também chamado de assinatura espectral, 

varia de acordo com a capacidade de troca catiônica-CTC, composição mineralógica, 

umidade, granulometria, além do teor de matéria orgânica. De acordo com Moraes 

(2002), esse comportamento é determinado pelas combinações e arranjos dos materiais 

que constituem os solos. 

Há um aumento linear e positivo quanto a absorção de radiação eletromagnética e 

a capacidade de troca catiônica, ou seja, a medida que há incremento na CTC há aumento 

na absorção da radiação, o mesmo ocorre com o aumento do teor de matéria orgânica no 

solo. Quanto a granulometria, o aumento da concentração de minerais de granulação 

muito fina, como os félsicos, incrementa a reflectância, diminuindo consequentemente as 

bandas de absorção, sendo que o contrário ocorre quando há aumento na concentração de 

minerais ricos em ferro e magnésio, os chamados máficos. Em relação a umidade, solo 

úmidos refletem menos, quando comparados a solos secos (FIGUEIREDO, 2005). 

Conforme Dalmolin et al. (2005), os componentes que mais afetam o 

comportamento espectral dos solos são a matéria orgânica e os óxidos de ferro, e, segundo 

Demattê et al. (2004), através da avaliação das curvas espectrais do solo é possível 
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realizar a quantificação de determinados atributos do solo como a areia, argila, silte, e até 

mesmo teores de nutrientes.  

A Figura 37, mostra o comportamento espectral para um solo siltoso e arenoso, 

ambos secos, cujas reflectâncias foram obtidas in situ (SEBEM, 2017b). Enquanto a 

Figura 38, retrata duas curvas de espectrais, dos horizontes A e B de dois Latosssolos, 

sendo um Latossolo Vermelho distroférrico típico e um Latossolo Amarelo ácrico típico. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Fonte: Sebem, 2017 

Figura 37- Comportamento espectral para um solo 

siltoso e arenoso, ambos secos. 

 



                                                    

 

122 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

2.2 Espectroscopia De Reflectância 

 

 As curvas espectrais têm uma ligação direta com a estrutura do átomo de um 

elemento químico, por isso diferentes elementos químicos geram curvas espectrais 

distintas, já que cada átomo tem capacidade de irradiar em determinado comprimento de 

onda (UNICAMP, 2017). Dessa forma a espectrometria, tem como base definir qual é 

uma determinada substância a partir do seu espectro. 

 A Figura 39, mostra curvas características da gibbsita, um óxido de alumínio 

presente em grande parte dos solos brasileiros. 

 

 

 

 

 

 

Fonte:(Dalmolin, 2002) 

Figura 38-Curvas espectrais dos horizontes A e B de um 

Latossolo Vermelho distroférrico típico (a) e de um 

Latossolo Amarelo ácrico típico (b). 
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De acordo com Stoner e Baumgardner (1979), a energia refletida por determinado 

solo é dada em função de três fatores, sendo eles a energia eletromagnética que incide 

pelo sol ou uma lâmpada; a quantidade de energia absorvida e a quantidade de energia 

transmitida. Dalmolin et al. (2005), citam que a relação entre a radiação incidente e a 

energia absorvida e transmitida, pode ser dada pela equação: 

 

      Rλ = Iλ - (Aλ + Tλ)   

Onde : 

R é a reflectância em um determinado comprimento de onda (λ),  

I é a energia incidente,  

A é a energia absorvida e  

T é a energia transmitida. 

 Os registros espectrais podem ser obtidos em nível terrestre, em campo ou 

laboratórios, em nível suborbital pelo uso de aeronaves e orbital utilizando-se satélites. A 

espectrorradiometria laboratorial é especialmente importante para se compreender e 

definir muitos dos conceitos utilizados na prática do sensoriamento remoto, já que 

permite o conhecimento de como cada componente se comporta (ALBA et al., 2006). 

 A Figura 40, mostra um exemplo de espectrorradiômetro utilizado em laboratório, 

modelo LI-COR 1800. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 39- Curva espectral da gibbsita. 

Fonte: Madeira Neto (1996) 

(1) 
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Existem várias formas nas quais a espectroscopia de reflectância pode ser aplicada 

dentro das ciências agrárias, com especial foco na modelagem digital de atributos e 

classes de solos. 

 No Brasil existe a Biblioteca espectral de solos, desenvolvido pela Escola Superior 

de Agricultura Luiz de Queiroz-ESALQ/USP, a qual já conta com dados de sete estados, 

além de 500 amostras cedidas por pesquisadores de outras instituições, o que totaliza 

amostras de 12 estados no total. 

 

2.3 Infravermelho Próximo e Médio (NIR E MIR) 

 

Historicamente, a compreensão do solo e avaliação de sua qualidade foi adquirida 

através da análise laboratorial física e química. Existe uma tendência global para o 

desenvolvimento de metodologias mais eficientes em termos de tempo e custo para a 

análise do solo, uma vez que há uma grande demanda por quantidades maiores de boa 

qualidade, dados de baixo custo do solo para serem usados em monitoramento ambiental, 

modelagem e agricultura de precisão (VISCARRA ROSSEL et al, 2006). 

Um dos desafios dos pesquisadores atualmente é relacionar a informação do solo 

existente para fornecer uma técnica rápida e barata para medir com precisão as 

propriedades funcionais do solo para modelagem e previsão (McBRATNEY et al, 2006). 

Assim, a espectroscopia de reflectância do infravermelho próximo (NIR) se apresenta 

como uma técnica rápida, barata, precisa e ambientalmente correta que pode prever a 

concentração de atributos do solo a partir de um modelo empírico calibrado usando 

espectros de solo (MALLEY et al ., 2004). 

O uso mais moderno de espectrômetros de laboratório para determinar a matéria 

orgânica do solo (Krishnan et al., 1980), começou nos anos 80 e ampliou-se 

consideravelmente na década de 90 (REEVES, 2010). 

 

Figura 40- Espectrorradiômetro LI-COR 1800. 

Fonte: Alba et al. (2006) 
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O MIR é capaz de prever propriedades fundamentais do solo relacionadas à matriz 

do solo ou constituintes sólidos e às concentrações da solução do solo que estão em 

equilíbrio com as fases sólidas. Os constituintes orgânicos e minerais básicos do solo são 

bem preditos: capacidade de troca catiônica, teor de argila, C orgânico e total e N. Total. 

As propriedades químicas relacionadas aos componentes minerais e orgânicos também 

podem ser previstas, incluindo: K total, P total, Fe elemental, Si e Al (MINASNY et al., 

2009). 

Ambos NIR e MIR fornecem grandes conjuntos de variáveis preditoras que 

normalmente são fortemente colineares e ruidosas, características que podem afetar o 

sucesso da calibração. Para compensar parcialmente esses efeitos, a redução da 

dimensionalidade é uma abordagem padrão (VOHLAND et al., 2014). 

O princípio fundamental do NIR baseia-se nas diferenças nas características 

moleculares, onde as assinaturas espectrais de diferentes materiais são categorizadas com 

base em seus espectros de reflectância e absorvência (MOHAMED et al, 2017). A 

mudança nas assinaturas é referida à extensão e flexão vibratória de átomos que 

organizam moléculas e cristais (MOHAMED et al, 2017). A maioria dos componentes 

do solo geralmente são observados nas vibrações da região do infravermelho médio 

(2.500-25.000 nm), com armadilhas e combinações encontradas na região do 

infravermelho próximo (700-2.500 nm) (SHEPHERD E WALSH, 2002 ). 

A espectroscopia de infravermelhos baseia-se no princípio das transições nos 

estados vibratórios e rotacionais de uma molécula e detecta a absorvância por ligações 

orgânicas e componentes minerais (MINASNY et al., 2009). Assim, a previsão 

quantitativa das propriedades do solo por espectroscopia infravermelha baseia-se em 

relações empíricas entre os espectros e as propriedades do solo caracterizadas por 

laboratório (MINASNY et al., 2009). 

As assinaturas espectrais de materiais são definidas por sua reflectância, ou 

absorvência, em função do comprimento de onda. Em condições controladas, as 

assinaturas são devidas a transições eletrônicas de átomos e estiramento e flexão 

vibratória de grupos estruturais de átomos que formam moléculas e cristais. As vibrações 

fundamentais da maioria dos materiais do solo podem ser encontradas na região do 

infravermelho médio e infravermelho próximo (BROWN et al., 2006) 

Os espectros Vis-NIR resultam da radiação absorvida por várias ligações químicas 

(por exemplo, C-H, N-H, O-H, C-O, C-N e N-O) encontrado em constituintes orgânicos 

do solo, bem como Ca-O, Fe-O e Al-O em minerais (SORIANO-DISLA et al., 2014  ; 

NOCITA et al ., 2015 ). As características de absorção na faixa visível são dominadas 

pelas excitações moleculares eletrônicas, e as da faixa NIR contêm uma combinação de 

vibrações moleculares de alta qualidade (ADELINE et al., 2017). 

A espectroscopia de reflectância do infravermelho próximo é um procedimento 

explicativo rápido e não prejudicial que inclui estimativa de reflectância difusa na região 

do infravermelho próximo (1000-2500 nm). A espectroscopia de NIR com modelagem 

de árvore de decisão pode de forma justa e precisa, com incerteza pequena a moderada, 

prever carbono orgânico do solo (VISCARRA-ROSSEL E HICKS, 2015 e HU et al., 

2015). 

A aplicação da espectroscopia de infravermelho foi sugerido para ser útil até 

mesmo para análises biológicas do solo (KUANG et al., 2012 e SORIANO-DISLA et al., 

2014). 

Assim, diversas propriedades do solo, como a matéria orgânica do solo (MOS), 

carbono (C), textura, umidade, cálcio (Ca), magnésio (Mg), oxi-hidróxidos de alumínio 

(Al) / ferro (Fe) e óxidos de ferro, podem ser estimadas usando Vis-NIR (CHANG et al., 

2001 ; COZZOLINO e MORÓN, 2006 ;   BRUNET et al ., 2007). 
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Além de medir os constituintes minerais e orgânicos do solo, o Vis-NIR tem sido 

usado para estimar medidas de fertilidade como saturação de base, pH, bases trocáveis e 

P extraível (Ben-Dor e Banin, 1995; Dunn et al., 2002; Shepherd e Walsh, 2002; Islam et 

al., 2003), textura (SHEPHERD e WALSH, 2002; COZZOLINO e MORON, 2003, 

ISLAM et al., 2003, MORON e COZZOLINO, 2003) e elementos totais Ca, Mg, Fe, Mn 

, K e Cu (COZZOLINO e MORON, 2003; UDELHOVEN et al., 2003). 

Estudos observaram que o aumento do carbono orgânico do solo diminuiu o 

albedo em todo o espectro de reflectância visível, de ondas curtas e infravermelho 

próximo (Vis-NIR-SWIR) (STONER e BAUMGARDNER, 1981; HENDERSON et al., 

1992). Carbono orgânico foi previsto a partir de várias partes do Vis-NIR-SWIR, isso em 

grande parte porque ele contém tantos componentes (SUMMERS et al., 2011). Estes 

componentes incluem compostos tais como a lignina (por exemplo, 2050 e 2351 nm), 

celulose (1370, 1725 e 2347 nm), pectina (por exemplo, 1320, 1582, 1761 e 2111 nm) e 

húmus (1929 e 1932 nm) que são opticamente ativos em toda essa região espectral 

(Summers et al., 2011) e pensa-se que se sobrepõem em lugares (BEN-DOR et al., 1997).  

A  espectroscopia NIR apresenta uma chance única de analisar os solos como um 

todo, pois seu padrão espectral contém informações da maioria dos componentes 

orgânicos da amostra (ROBERTS e COZZOLINO, 2016). Examinando as várias técnicas 

de coleta de dados da espectroscopia e as análises computacionais disponíveis, destaca 

que uma combinação adequada de ambas as abordagens seria a maneira mais eficaz de 

interpretar os espectros, sendo desconsiderada, confiável, rápida e robusta (ROBERTS e 

COZZOLINO, 2016). 

Para análise dos dados provenientes da espectroscopia muitas vezes são 

necessários alguns pré-processamentos, podendo ser utilizadas técnicas como Continuum 

removal-CR; Absorbance-ABS; Savitzky Golay Derivative-SGD; Satandard Normal 

Variate-SNV e Multiplicative Scatter Correction-MSC. 

SNV é variação normal padrão que concentra cada espectro pela média e, em 

seguida, escala-o pelo seu desvio padrão. Esta abordagem foi considerada eficaz na 

remoção das interferências multiplicativas de artefatos de dispersão nos espectros NIR 

(BARNES et al., 1989). O MSC é motivado pelas observações empíricas de que os 

valores espectrais de uma amostra são aproximadamente lineares quando plotados em 

relação aos valores espectrais médios (HELLAND et al., 1995; GELADI et al., 1985). 

Após os pré-processamentos são utilizados diferentes modelos para predição das 

diferentes propriedades do solo. Alguns exemplos são: Partial Least Squares Regression-

PLSR; Artificial Neural Network-ANN; Random Forest-RF; Guassian Process 

Regression-GPR e Support Vector Machine-SVM. Os modelos usados mais comuns são 

regressão linear múltipla (SMLR), regressão parcial de mínimos quadrados (PLSR), 

splines de regressão adaptativa multivariada (MARS), regressão de componentes 

principais (PCR) e redes neurais artificiais (ANN) (MOHAMED et al, 2017). 

PLSR é uma técnica de modelagem popular usada em quimiometria e é 

comumente usada para análises espectrais quantitativas (VISCARRA ROSSEL et al., 

2006). Ele é usado para construir modelos preditivos quando existem muitas variáveis 

preditoras altamente colineais. A técnica está intimamente relacionada à regressão dos 

componentes principais (PCR). No entanto, ao contrário do PCR, o algoritmo selecciona 

PLSR sucessivas factores ortogonais que maximizam a covariância entre preditor (X 

espectros) e as variáveis de resposta (y dados de laboratório). Ao montar um modelo 

PLSR, espera-se encontrar alguns fatores de PLSR que explicam a maior parte da 

variação em preditores e respostas (VISCARRA ROSSEL et al., 2006). 

A regressão parcial de mínimos quadrados (PLSR), que projeta os dados 

espectrais em um espaço de baixa dimensão formado por um conjunto de variáveis 
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latentes ortogonais, é atualmente o método mais comum para calibrar espectros de 

propriedades do solo (VISCARRA ROSSEL e BEHRENS, 2010). A regressão PLSR é 

um método de processamento de dados desenvolvido por Svante Wold e Herman Wold 

em 1983. É frequentemente usado para entender melhor as relações entre dois conjuntos 

de dados. O PLSR visa prever um conjunto de dados e do outro conjunto X usando um 

modelo linear multivariável. Pode ser usado para analisar dados contendo: variáveis 

numerosas, barulhentas, colineares e até incompletas tanto em X como em Y (WOLD et 

al., 2001). Ele procura maximizar a covariância entre X e Y através da criação de 

componentes chamados variáveis latentes relacionados com X, e Y e é usado para 

expressar a regressão de Y em X (NOURI et al., 2017). 

Ou seja, PLSR decompõe as variáveis X e Y e encontra novos componentes, 

chamados de variáveis latentes, que são combinações lineares ortogonais e ponderadas 

de variáveis X. Essas novas variáveis X são então usadas para predição de variáveis Y 

onde X é reflectância do solo e Y é uma propriedade do solo medida (BILGILI et al., 

2010). Ao contrário da regressão linear múltipla, ele pode manipular dados com forte co-

linearidade em variáveis independentes ( X ) que também podem ser mais numerosos do 

que observações. Em PLSR, a seleção do número de variáveis latentes é fundamental para 

prevenir a sobre ou a debilidade dos dados, o que criaria modelos com pouca capacidade 

de predição (BILGILI et al., 2010). 

O ANN é um sistema de computação composto por uma série de elementos de 

processamento simples e altamente interconectados, que processam a informação por sua 

resposta de estado dinâmico a entradas externas (CAUDILL, 1987).  

 

3 MATERIAL E MÉTODOS 

 

 

O trabalho foi realizado na bacia do Ribeirão Inhaúma, localizado em Iconha/ES, 

sob as coordenadas 21°10’58.82”S e 41°00’08.87”O. Desejou-se quantificar os atributos 

do solo a partir de dados espectrais medidos nos comprimentos de onda Vis-NIR (Visível 

e infravermelho próximo), MIR (infravermelho médio) e Vis-NIR-MIR (Visível e 

infravermelho próximo e infravermelho médio). 

Foram utilizadas 184 amostras, coletadas em 92 pontos em duas profundidades 

(0-10 e 10-30 cm) (Figura 41). Os locais de amostragem foram determinados utilizando 

o método do hipercubo latino condicionado, sendo considerado as possibilidades de 

acesso devido às dificuldades de deslocamento na área em função do relevo acentuado. 

Dessa forma a malha de pontos, ficou sempre próxima às estradas. Em cada um dos 

pontos, foram registradas as coordenadas utilizando-se receptor GNSS da Leica, modelo 

GS08Plus, cujos dados foram processados no programa Leca Geooffice 8.0. A base foi 

ajustada a partir da estação fixa do IBGE existente em Vitória/ES.  
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As amostras foram secas ao ar, destorroadas e passadas em peneira com malha de 

2 mm, sendo separada entre maior e menor que 2 mm, e quantificada os teores de argila, 

P extraível e Carbono orgânico. As análises físicas e químicas foram feitas segundo 

método utilizado no laboratório de rotina de solos, sendo argila pelo método da pipeta, P 

extraível por Mehlich-1 e carbono orgânico por Walkley & Black. 

Na análise espectral, foi utilizado para reflectância bidirecional (350 a 2 500 nm) 

cerca de 5 g de solo peneirado menor que 2 mm, e para reflectância difusa (infravermelho 

médio – 2 500 a 25 000 nm) outras 5 g foram processadas, sendo moídas, homogeneizadas 

e tamisadas a 0,149 mm (100 mesh). 

Para obtenção dos dados bidirecionais acondicionou-se as amostras em placas de 

petri e procedeu-se o nivelamento para diminuir a rugosidade da superfície. Para cada 

amostra, foram realizadas 300 leituras de modo automático pelo sensor, sendo 100 

leituras a cada 90º. O valor final considerado, foi a média das três medidas. A calibração 

do sensor foi feita utilizando-se placa de Spectralon (sulfato de bário), com reflectância 

igual a 100%. A calibração foi repetida a cada 20 minutos. 

Foi utilizado o sensor FieldSpec Pro (Analytical Spectral Devices, Boulder, Colo) 

(HATCHELL, 1999), cuja resolução é de 2 nm para as faixas de 1 100 a 2500 nm, e de 1 

nm para os demais comprimentos de onda. O mesmo foi posicionado verticalmente, a 8 

cm da amostra, com campo de visada igual a 18°. Duas lâmpadas alógenas de 50 W, 

foram usadas como fonte de iluminação, sendo essas posicionadas a 35 cm da plataforma, 

com ângulo zenital igual a 30°. 

Ao final foi calculado o fator de reflectância bidirecional, dado pela razão entre a 

radiância espectral refletida pela amostra de solos e a radiância refletida pela placa de 

Spelactron. 

Já para obtenção dos dados na faixa do infravermelho médio foi usado o sensor 

Alpha Sample Compartment RT-DLaTGS ZnSe (Bruker Optik GmbH) equipado com um 

acessório para aquisição de reflectância difusa (Drift). O equipamento utiliza laser de 

HeNe como fonte de luz posicionada internamente (fonte de iluminação) e com padrão 

de calibração para cada comprimento de onda. O sensor tem divisor de feixes KBr que 

permite grande amplitude de radiação incidente sobre a amostra (de 2500 a 25.000 nm). 

Cerca de 1 cm³ de amostra de solo, foi acondicionada no recipiente do 

equipamento afim de proceder-se a leitura. Foram feitas 64 leituras a cada segundo por 

 

Figura 41- Localização dos pontos de amostragem. 
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espectro e estes foram adquiridos com resolução de 2 cm-1. Antes de cada leitura foi 

realizada a calibração do sensor, com placa difusa de ouro, que atua na remoção da 

interferência (background) 

da radiação do espectro da amostra. 

 Das amostras, foram selecionadas aleatoriamente 70 % para treinamento e 30% 

para validação (conjunto externo de amostras) dos modelos, utilizou-se também a 

validação cruzada. Foram testados no pré-processamento os métodos: Continuum 

removal (CR), Absorbance (ABS), Savitzky Golay Derivative (SGD), Satandard Normal 

Variate (SNV) e Multiplicative Scatter Correction (MSC). Estes foram combinados com 

os algoritmos de regressão multivariada: Partial Least Squares Regression (PLSR), 

Artificial Neural Network (ANN), Random Forest (RF), Guassian Process Regression 

(GPR linear e radial) e Support Vector Machine (SVM). Totalizando, dessa forma, 30 

testes. 

Para análise de desempenho foi calculado o coeficiente de determinação R², de 

acordo com a equação: 

𝑅2 =  
∑ (𝑃𝑖 − �̅� )2𝑛

𝑖=1

∑ (𝑜𝑖 − �̅� )2𝑛
𝑖=1

 

 

Onde Pi e Oi, são os valores preditos e observados no local i respectivamente; n é o 

número de amostras. 

 Foram calculados também a raiz quadrada do erro médio (RMSE), e os índices de 

padronização do erro de predição, RPD (Ratio of performance/prediction to deviation) e 

RPIQ (Ratio of performance/prediction to interquatile). Esses são obtidos pelas 

equações: 

 

𝑅𝑀𝑆𝐸 =  √
1

𝜄
∑ [𝑧 ̂ (𝑆𝑗) −  𝑧∗ ι

𝑗=1  (𝑆𝑗)]2 

 

em que, RMSE é a raiz quadrada do erro médio, e 𝜄 é o número de pontos destinados a 

validação.  

 O erro médio é dado por:  

 

𝑀𝑃𝐸 =
1

𝜄
∑[𝑧 ̂ (𝑆𝑗) −  𝑧∗ 

ι

𝑗=1

 (𝑆𝑗)]2 

 

em que, MPE é o erro médio de predição, (ẑ (Sj))  são os valores estimados e z*( Sj)  os 

dados de validação.  

 O RPD (Williams, 1987) e o RPIQ (Bellon-Maurel et. al., 2010) são calculados, 

respectivamente por:  

RPD = DP/RMSE 

RPIQ= IQ / RMSE 

 

(2) 

(3) 

(4) 
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Onde DP é o desvio padrão, IQ é a diferença obtida entre o valor referente ao 3º e 1º 

quartil da distribuição dos dados e RMSE a raiz quadrada do erro médio. 

 A interpretação dos valores de RPD quanto à qualidade/confiabilidade da 

predição, foi feita segundo os critérios propostos por Chang e Laird (2002) e Chang et al. 

(2001), onde valores maiores que 2,00 indicam modelos excelentes para predição de 

maneira acurada dos atributos; valores entre 1,40 e 2,00 indicam modelos razoáveis e 

valores abaixo de 1,4 modelos não confiáveis. A mesma analogia foi aplicada para análise 

de RPIQ (TERRA, 2011). 

 

4 RESULTADOS E DISCUSSÃO 

 

 

Os espectros sem pré-processamento são mostrados nas Figura 42,43 e 44, 

enquanto as Figuras 45, 46 e 47 retratam os espectros MIR, Vis-NIR e Vis-NIR-MIR já 

processados. É possível observar que os pré-processamentos demonstraram-se efetivos, 

sendo estes mais uniformes em Vis-NIR e Vis-NIR-MIR, embora Kooistra et al. (2001) 

relataram melhores previsões para argila e matéria orgânica sem pré-processamento de 

espectros. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 42- Espectro MIR sem pré-processamento Figura 43- Espectro VIS-NIR sem pré-processamento 
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Figura 44- Espectro VIS-NIR-MIR sem pré-processamento 
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Figura 45- Pré-processamentos aplicados no espectro  MIR   1- Absorbance (ABS)  2- Continuum removal (CR) 3- Multiplicative Scatter Correction (MSC) 4-Savitzky 

Golay Derivative (SGD) e 5- Satandard Normal Variate (SNV). 
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Figura 46- Pré-processamentos aplicados no espectro  VIS-NIR   1- Absorbance (ABS)  2- Continuum removal (CR) 3- Multiplicative Scatter Correction (MSC) 4-

Savitzky Golay Derivative (SGD) e 5- Satandard Normal Variate (SNV). 
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Figura 47- Pré-processamentos aplicados no espectro  VIS-NIR-MIR   1- Absorbance (ABS)  2- Continuum removal (CR) 3- Multiplicative Scatter Correction 

(MSC) 4-Savitzky Golay Derivative (SGD) e 5- Satandard Normal Variate (SNV). 
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As distribuições de frequências são mostradas nos histogramas (Figura 48), onde 

se verifica que há pequena amplitude na variação dos teores dos três atributos (argila, 

carbono orgânico e fósforo), tendo os extremos poucos representantes. A estatística 

descritiva é apresentada na Tabela 38, onde os dados de assimetria e curtose devem estar 

próximos a 0 e 3, respectivamente (GROENEVELD E MEEDEN, 1984), para satisfazer 

a condição de normalidade. Sendo importante ressaltar, que nem sempre, devido à 

natureza de distribuição dos atributos nos solos, estes apresentam distribuição normal 

(BELLON-MAUREL et al., 2010). 

 

 

 

 

 

 

 

 

 

 

 

 

Bilgili et al. (2010) relatam que as características do solo geralmente apresentam 

alta variabilidade espacial, mesmo em campos agrícolas únicos, e por isso, normalmente, 

um grande número de amostras deve ser coletada e analisada para capturar essa 

variabilidade espacial e estimar adequadamente as propriedades do solo. Resultados 

positivos, costumam ser alcançados para amostras mais heterogêneas, como as 

calibrações efetivas alcançadas por Fidencio et al. (2002), Kemper et al. (2005) e Brown 

et al. (2006). 

Shepherd e Walsh (2002) e Brown et al. (2006) usaram a espectroscopia Vis-NIR 

com base em amostras de vários tipos de solo em grandes áreas geográficas, de forma que 

este tipo de amostragem geralmente fornece uma ampla gama de valores de indicador de 

solo, que promove bons resultados regressivos.  

Por outro lado, a ampla distribuição dos solos em um conjunto de amostras desafia 

a metodologia, exigindo uma maior universalidade nas relações de previsão estatística, 

especialmente quando se incluem materiais parentais diferentes (SHEPHERD e WALSH, 

2002). Se as amostras a serem medidas contêm efeitos interferentes que não estão 

incluídos no conjunto de calibração, os modelos existentes podem ser inválidos para 

prever os mesmos (JIA et al., 2016), somado ao fato que uma vez calibrado, a escala de 

aplicação pode limitar a utilidade dos dados (BILGILI et al 2010). 

Uma maior variabilidade na fase de treinamento de um modelo estatístico leva a 

uma robustez melhorada do modelo e a uma maior capacidade de caracterizar uma 

variedade diversa de amostras, contudo pode também resultar em uma diminuição da 

precisão da predição (McCARTY et al., 2002). Minasny et al. (2009), em seu estudo 

Figura 48- Histogramas de distribuição das três propriedades do solo: (a) argila total; (b) carbono 

orgânico; (c) fósforo 

   

(a) (b) (c) 
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concluíram que é importante ter amostras suficientes e deixar uma parte dos dados como 

validação, para testar a precisão da predição do MIR (MINASNY et al., 2009). 

Hartmann e Appel (2006) apontam que um modelo de previsão de carbono 

orgânico largamente aplicável, deve basear-se em uma ampla gama de valores dessa 

variável e solos com diferentes contextos mineralógicos, uma vez que a mineralogia do 

solo é um dos principais fatores que causam diferenças na reflectância do mesmo. 

A quantificação precisa de diferentes propriedades do solo foi obtida a partir de 

grandes bibliotecas, com amplo número de amostras (BROWN et al., 2005; 

FERNANDEZ-PIERNA e DARDENNE, 2006; VASQUES et al., 2008; GENOT et al., 

2011). Viscarra Rossel e Webster (2012) usaram 21 493 espectros de amostras de solo de 

aproximadamente 4 000 perfis para prever 24 propriedades do solo. Brown et al. (2006) 

aplicou o Vis-NIR para caracterizar várias propriedades do solo de mais de 4 500 

amostras dos Estados Unidos, África, Ásia, América do Sul e Central e Europa. Shepherd 

e Walsh (2002) inferiram carbono orgânico, combinando Vis-Nir e Multivariate Adaptive 

Regression Splines (MARS) utilizando mais de 1 000 amostras do solo do leste e sul da 

África. 

Uma revisão de Viscarra Rossel et al. (2006) mostraram que muitos estudos não 

possuem o procedimento de validação apropriado, por exemplo, para determinar a 

capacidade de predição do MIR, e isso se deve provavelmente ao pequeno de número de 

amostras usadas na calibração. Também há uma questão de decidir entre desenvolver 

funções de calibração usando uma combinação de conjuntos de dados para que a predição 

funcione em uma grande variedade de tipos de solo ou desenvolver funções de calibração 

específicas para uma região (MINASNY et al., 2009), como é o caso deste estudo. 

 

 

 

 

 

 

 

 

 

Analisando-se o coeficiente de determinação (R²) para a variável argila no 

espectro MIR, o melhor resultado (R² = 0,50) se deu para o pré-processamento SNV e o 

preditor RF no conjunto de validação (Figura 49), e SGD e SVM linear ( R²=1,00) no 

conjunto de treinamento (Tabela 39). Embora os conjuntos de dados sejam do mesmo 

domínio espacial, Dardanne et al. (2000) relatam que é incomum obter níveis de previsão 

similares quando amostras independentes são usadas para validação. Para R² = 0,50 o 

RMSE (Tabela 40) foi de 5,61 e para R² = 1,00 foi de 0,23. 

Para essa mesma variável os melhores R² (Figura 49) foram encontrados no 

espectro Vis-NIR (R² = 0,69 , RMSE=4,38) e Vis-NIR-MIR (R² = 0,54 , RMSE = 5,88) 

no conjunto de validação, tendo o conjunto de treinamento alcançado R² = 1,00. Viscarra 

Rossel et al. (2006) acharam em seu trabalho pequenas melhorias nas previsões de argila 

  Argila P CO 

Observações 184 184 184 

Mínimo 8,2 0,05 6,39 

Máximo 46,9 19,41 59,22 

Média 26,8 5,4 28,44 

Mediana 27,28 3,52 27,93 

Desvio padrão 7,97 4,72 10,19 

Assimetria -0,04 1,09 0,64 

Curtose 2,73 3,21 3,51 

 

Tabela 38- Estatística descritiva para 

os atributos argila,  fósforo (P) e 

carbono orgânico (CO) 
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usando a gama combinada Vis-NIR-MIR. Mohamed et al. (2017) apontam que os 

espectros Vis-Nir contêm informações valiosas para prever a textura do solo, 

concordando os resultados obtidos. Segundo Hunt (1980) muitos minerais de argila têm 

reflectância espectral única em comprimentos de onda visíveis e NIR-SWIR 

(Infravermelho próximo –Infravermelho de ondas curtas). 

Para o conjunto Vis-NIR, os melhores valores de R² foram obtidos na combinação 

MSC-SVM linear na validação e SGD- GPR linear (RMSE = 0,49) no treinamento. Já 

para Vis-NIR-MIR pela combinação SGD-PLSR (validação) e CR e SGD, ambos com 

GPR linear (RMSE = 0,6 e 0,01; respectivamente) no treinamento.  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 49- Valores do coeficiente de determinação (R²), para variável 

argila., encontrados para os diferentes métodos e pré-processamentos no 

grupo na validação. 

Absorbance (ABS); Continuum removal (CR); Multiplicative Scatter Correction (MSC); Savitzky Golay 

Derivative (SGD); Satandard Normal Variate (SNV) Partial Least Squares Regression (PLSR), Artificial Neural 

Network (ANN), Random Forest (RF), Guassian Process Regression (GPR linear e radial) e Support Vector 

Machine (SVM). Mir (Infravermelho médio); Vis-NIR (Visível e infravermelho próximo) e Vis-NIR-MIR ( 

Visível, infravermelho próximo e médio). 
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  R²     R²  

  Mir Vis-NIR 

Vis-NIR-

MIR 

   Mir Vis-NIR Vis-NIR-

MIR 

Modelo Pré-processamento Treinamento  Modelo Pré-processamento Treinamento 

PLSR CR 0,44 0,61      0,82  GPR linear          SGD 1,00 1,00 1,00 

ANN CR 0,10 0,44 0,48  GPR radial SGD 0,38 0,39 0,49 

RF CR 0,43 0,37 0,47  SVM linear SGD 0,99 0,99 0,99 

GPR linear CR 0,98 0,95 1,00  PLSR SNV 0,43 0,69 0,68 

GPR radial CR 0,37 0,38 0,48  ANN SNV 0,31 0,58 0,42 

SVM linear CR 0,99 0,97 0,99  RF SNV 0,35 0,53 0,41 

PLSR ABS 0,49 0,70 0,48  GPR linear SNV 0,99 0,78 0,99 

ANN ABS 0,44 0,39 0,41  GPR radial SNV 0,37 0,45 0,44 

RF ABS 0,31 0,35 0,39  SVM linear SNV 0,99 0,77 0,99 

GPR linear ABS 0,94 0,79 0,97  PLSR MSC 0,40 0,73 0,40 

GPR radial ABS 0,91 0,35 0,42  ANN MSC 0,36 0,60 0,44 

SVM linear ABS 0,96 0,78 0,99  RF MSC 0,40 0,49 0,38 

PLSR SGD 0,54 0,74 0,63  GPR linear MSC 0,98 0,79 0,95 

ANN SGD 0,13 0,28 0,07  GPR radial MSC 0,97 0,49 0,44 

RF SGD 0,32 0,41 0,44  SVM linear MSC 0,99 0,70 0,99 

 

Tabela 39- Valores do coeficiente de determinação (R²), para variável argila, encontrados para os 

diferentes métodos e pré-processamentos no grupo no treinamento, nos espectros Mir, Vis-NIR e Vis-

NIR-MIR 

 

Absorbance (ABS); Continuum removal (CR); Multiplicative Scatter Correction (MSC); Savitzky Golay Derivative (SGD); Satandard Normal Variate 

(SNV) Partial Least Squares Regression (PLSR), Artificial Neural Network (ANN), Random Forest (RF), Guassian Process Regression (GPR linear 

e radial) e Support Vector Machine (SVM). Mir (Infravermelho médio); Vis-NIR (Visível e infravermelho próximo) e Vis-NIR-MIR (Visível, 

infravermelho próximo e médio). 
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Em MIR os maiores valores de RPIQ (Figura 50) e RPD (Figura 51) no conjunto 

validação, foram encontrados para a combinação pré-processamento SGD e preditor 

PLSR (1,82), e MSC com os preditores PLSR e RF (1,38), respectivamente. Pela análise 

do índice RPD tem-se um modelo “não confiável” (RPD menor que 1,4), enquanto o 

RPIQ eleva a predição para modelos razoáveis.  

Nos outros espectros, foram encontrados valores máximos iguais a 2,15 e 1,62 em 

Vis-NIR e 1,87 e 1,31 em Vis-NIR-MIR, para RPIQ e RPD, respectivamente. Esses foram 

dados pela combinação MSC-SVM linear (2,15 e 1,62), MSC-GPR linear (1,87) e CR-

RF (1,31). Pela análise de RPIQ os modelos foram classificados como excelentes (2,15) 

e razoáveis (1,87), enquanto RPD os classificou como razoáveis (1,62) e não confiáveis 

(menores que 1,4). 

Em relação a capacidade de predição analisada dentro de cada pré-processamento, 

segundo os valores de RPIQ e RPD, percebeu-se que para a variável argila, PLSR foi 

  RMSE 

  Mir Vis-NIR 

Vis-NIR-

MIR 

Modelo Pré-processamento T V T V T V 

PLSR CR 5,94 6,57 4,99 6,53 3,58 7,64 

ANN CR 7,59 7,81 6,01 5,37 6,02 6,47 

RF CR 6,05 6,67 6,39 5,66 6,18 5,41 

GPR linear CR 1,12 8,14 1,80 8,76 0,60 17,23 

GPR radial CR 6,90 7,15 6,65 6,41 6,46 5,68 

SVM linear CR 0,81 7,73 1,48 8,93 0,81 18,42 

PLSR ABS 5,66 6,47 4,40 5,72 5,69 5,71 

ANN ABS 5,96 6,77 6,24 6,15 6,07 6,02 

RF ABS 6,63 6,82 6,43 6,24 6,25 6,08 

GPR linear ABS 2,04 7,50 3,68 6,05 1,40 7,79 

GPR radial ABS 3,93 7,04 6,82 6,81 6,55 6,73 

SVM linear ABS 1,52 8,47 3,72 5,71 0,93 8,31 

PLSR SGD 5,55 5,84 4,23 6,14 4,66 5,88 

ANN SGD 7,65 6,37 6,73 6,70 7,40 8,06 

RF SGD 7,03 6,33 6,16 5,40 5,97 6,17 

GPR linear SGD 0,23 7,04 0,49 7,85 0,01 6,52 

GPR radial SGD 7,62 7,02 6,64 6,42 6,15 6,78 

SVM linear SGD 0,83 7,06 0,78 8,03 0,76 6,67 

PLSR SNV 6,07 5,90 4,52 5,28 4,52 6,44 

ANN SNV 6,71 6,43 5,24 5,93 6,06 7,31 

RF SNV 6,59 5,61 5,61 5,72 6,05 6,52 

GPR linear SNV 0,94 8,30 3,76 5,53 0,90 8,88 

GPR radial SNV 7,29 6,82 6,34 6,01 6,22 6,93 

SVM linear SNV 0,82 8,97 3,92 5,59 0,77 9,13 

PLSR MSC 6,43 5,16 4,15 6,82 5,82 6,81 

ANN MSC 6,65 5,33 5,03 6,70 5,67 7,10 

RF MSC 6,58 5,16 5,73 6,24 6,01 6,78 

GPR linear MSC 1,16 8,98 3,62 6,67 1,06 6,65 

GPR radial MSC 3,88 6,37 6,13 6,23 6,09 7,18 

SVM linear MSC 0,88 9,77 4,49 4,38 0,74 7,02 

 

Tabela 40- Valores de RMSE, para variável argila., 

encontrados para os diferentes métodos e pré-processamentos 

no grupo no treinamento (T) e validação (V), nos espectros 

Mir, Vis-NIR e Vis-NIR-MIR 

 

Absorbance (ABS); Continuum removal (CR); Multiplicative Scatter Correction (MSC); 

Savitzky Golay Derivative (SGD); Satandard Normal Variate (SNV) Partial Least Squares 

Regression (PLSR), Artificial Neural Network (ANN), Random Forest (RF), Guassian 

Process Regression (GPR linear e radial) e Support Vector Machine (SVM). Mir 

(Infravermelho médio); Vis-NIR (Visível e infravermelho próximo) e Vis-NIR-MIR (Visível, 

infravermelho próximo e médio). 
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superior em todas as faixas de espectro, exceto para RPD na faixa Vis-NIR, cujo SVM 

foi superior. Sendo importante ressaltar, que apesar de ter se apresentado como método 

que atingiu mais vezes maiores valores dos índices, o valor máximo foi encontrado pelos 

preditores relatados acima.  

Em relação aos pré-processamentos para argila, SGD se destacou com maior parte 

dos valores de RPIQ superior a 1,4 na faixa do MIR, assim como MSC e SNV no espectro 

Vis-NIR e MSC em Vis-NIR-MIR. Na faixa do Vis-NIR foram encontrados valores de 

RPIQ superiores a 2,0. Quanto ao RPD, MSC foi superior em Mir; SNV em Vis-NIR e 

ABS, CR e SGD mostraram-se eficientes em Vis-NIR-MIR. Valores de RPD superiores 

a 1,4 foram encontrados apenas para MSC na faixa de Vis-NIR. Assim como na faixa do 

MIR, os modelos ao serem classificados pelo índice RPIQ apresentaram qualidade 

superior ao determinado por RPD, sendo aqueles com índice igual ou maior que 2,0 

considerado acurado para predição do atributo. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 50- Valores de RPIQ encontrados para os diferentes métodos e pré-

processamentos no grupo na validação, para variável argila. 

Absorbance (ABS); Continuum removal (CR); Multiplicative Scatter Correction (MSC); Savitzky Golay Derivative 

(SGD); Satandard Normal Variate (SNV) Partial Least Squares Regression (PLSR), Artificial Neural Network 

(ANN), Random Forest (RF), Guassian Process Regression (GPR linear e radial) e Support Vector Machine 

(SVM). Mir (Infravermelho médio); Vis-NIR (Visível e infravermelho próximo) e Vis-NIR-MIR (Visível, 

infravermelho próximo e médio). 
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Para predição de argila, alguns resultados satisfatórios foram encontrados por 

Ben-Dor & Banin (1995); Chang et al. (2001) e Morón & Cozzolino (2003). Ben-Dor e 

Banin (1995) e  Islan et al. (2003) modelaram argila a partir do espectro NIR, achando R² 

de 0,56 e 0,75 respectivamente. Chang et al (2001) e Shepherd e Walsh (2002) 

trabalharam no espectro Vis-NIR, obtendo valores ligeiramente melhores de 0,67 e 0,78. 

Silva et al. (2016) mostraram a possibilidade de se predizer argila na região do 

infravermelho próximo utilizando PLSR. 

Viscarra Rossel et al. (2006), modelando argila encontrou valores de R² iguais a 

0,43 (Vis); 0,60 (Nir); 0,67 (Mir) e 0,67 (Vis-NIR-MIR), KANIA E GRUBA (2016), 

testando a predição de argila pelo espectro Nir, encontrou valores de R² para calibração 

de 0,67 e 0,95; e para validação de 0,57 e 0,21; Valores esses inferiores aos encontrados 

nesse trabalho, enquanto Ben-Dor e Banin (1995) obtiveram valores superiores, com R² 

de 0,86.  

As Figuras 52 e 53 mostram a distribuição dos dados dentro de cada preditor nas 

diferentes faixas do espectro para RPIQ E RPD, respectivamente, para a variável argila. 

Em ambos é possível observar a boa distribuição dos dados, tendo RPIQ maior 

variabilidade em relação a RPD. SVM linear foi o método que apresentou maior 

inconstância, em ambos índices. 

 

 

 

 

 

 

 

 

 

 

Figura 51- Valores de RPD encontrados para os diferentes métodos e pré-

processamentos no grupo na validação, para variável argila. 

Absorbance (ABS); Continuum removal (CR); Multiplicative Scatter Correction (MSC); Savitzky Golay Derivative 

(SGD); Satandard Normal Variate (SNV) Partial Least Squares Regression (PLSR), Artificial Neural Network 

(ANN), Random Forest (RF), Guassian Process Regression (GPR linear e radial) e Support Vector Machine (SVM). 

Mir (Infravermelho médio); Vis-NIR (Visível e infravermelho próximo) e Vis-NIR-MIR (Visível, infravermelho 

próximo e médio). 
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Segundo Viscarra Rossel e McBratney (1998) os comprimentos de onda 

significativos para estimar o teor de argila na faixa NIR são 1 600 nm, 1 800 nm, 2 000 

 

 

Figura 52- Box splot da distribuição dos dados de RPIQ nos diferentes 

pré-processamentos e faixas do espectro, para variável argila. 

Partial Least Squares Regression (PLSR), Artificial Neural Network (ANN), Random Forest (RF), Guassian 

Process Regression (GPR linear e radial) e Support Vector Machine (SVM). Mir (Infravermelho médio); Vis-

NIR (Visível e infravermelho próximo) e Vis-NIR-MIR ( Visível, infravermelho próximo e médio). 

 

Figura 53- Box splot da distribuição dos dados de RPD nos diferentes pré-

processamentos e faixas do espectro, para variável argila. 

Partial Least Squares Regression (PLSR), Artificial Neural Network (ANN), Random Forest (RF), Guassian 

Process Regression (GPR linear e radial) e Support Vector Machine (SVM). Mir (Infravermelho médio); Vis-NIR 

(Visível e infravermelho próximo) e Vis-NIR-MIR ( Visível, infravermelho próximo e médio). 
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nm e 2 100 nm . Já  Nawara et al. (2016) relataram que o comprimento de onda de 2206 

nm seria a banda ideal para quantificação deste atributo. Nesse trabalho encontrou-se em 

Vis-NIR, como variáveis mais importantes na predição (Figura 54) os espectros em torno 

de 1 500 nm, 1 800 nm e 2 100 nm , concordando com o encontrado por Viscarra Rossel 

e McBratney (1998). 

 

 

 

 

 

 

 

 

 

 

 

 

 

Para a variável carbono orgânico (CO), no espectro MIR, os melhores valores de 

R² (Figura 55 e Tabela 41) e RMSE (Tabela 42), foram iguais a 0,65 (RMSE =8,31) e 

1,00 (RMSE= 0,03) para validação e treinamento, respectivamente. Sendo estes obtidos 

pela combinação CR-PLSR (0,65) e SGD-GPR linear (1,00). Os maiores índices RPIQ e 

RPD (Figuras 56 e 57) foram 1,58 e 1,32, sendo o primeiro obtido pelo pré-processamento 

SGD e preditor PLSR; e o segundo pela combinação SNV-PLSR. Ben-Dor e Banin 

(1995) obtiveram valores de R² de 0,55 para matéria orgânica usando um conjunto de 

amostras separado para testar a precisão da predição, valor este inferior aos encontrados 

neste trabalho. 

 Dentro de Vis-NIR e Vis-NIR-MIR os valores de R² (Figura 55 e Tabela 41) 

foram ligeiramente inferiores a MIR para o conjunto validação e se mantiveram para o 

conjunto de treinamento, já os valores de RPIQ (Figura 56) e RPD (Figura 57) foram 

levemente superiores. De acordo com Vohland et al. (2014) os mecanismos físicos 

diferem basicamente entre os domínios Vis-NIR e MIR, enquanto as vibrações 

moleculares fundamentais dos componentes do solo podem ser medidas apenas no MIR, 

em NIR são detectadas as repercussões e as combinações dessas vibrações fundamentais.  

Em Vis-NIR encontrou-se R² igual a 0,63 (RMSE = 8,18) e em Vis-NIR-MIR 

igual a 0,62 (RMSE=8,28) dados pela combinação SGD-RF e CR-ANN, 

respectivamente; enquanto no conjunto de treinamento foi igual a 1,00 dado por SGD-

GPR linear para ambos (RMSE = 0,66 e 0,02; para Vis-NIR e Vis-NIR-MIR, 

respectivamente), tendo GR-GPR linear também obtido R² igual a 1,00 (RMSE =0,8) no 

espectro Vis-NIR-MIR.  

 

 

 

 

Figura 54- Variáveis importantes para predição de argila, no espectro Vis-NIR 

(Visível e infravemerlho próximo) usando pré-processamento Multiplicative Scatter 

Correction (MSC) e modelo Support Vector Machine (SVM). 
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  R²     R²  

  Mir Vis-NIR 

Vis-NIR-

MIR 

   Mir Vis-

NIR 

Vis-NIR-

MIR 

Modelo Pré-processamento Treinamento  Modelo Pré-processamento Treinamento 

PLSR CR 0,47 0,46 0,61  GPR Linear SGD 1,00 1,00 1,00 

ANN CR 0,41 0,48 0,48  GPR radial SGD 0,50 0,41 0,52 

RF CR 0,35 0,44 0,48  SVM linear SGD 0,99 0,99 0,99 

GPR Linear CR 0,98 0,93 1,00  PLSR SNV 0,55 0,49 0,45 

GPR radial CR 0,39 0,46 0,54  ANN SNV 0,47 0,48 0,53 

SVM linear CR 0,98 0,93 0,99  RF SNV 0,33 0,33 0,30 

PLSR ABS 0,50 0,46 0,45  GPR Linear SNV 0,98 0,70 0,98 

ANN ABS 0,45 0,45 0,50  GPR radial SNV 0,37 0,44 0,33 

RF ABS 0,32 0,26 0,24  SVM linear SNV 0,99 0,74 0,99 

GPR Linear ABS 0,92 0,63 0,97  PLSR MSC 0,52 0,56 0,63 

GPR radial ABS 0,90 0,92 0,35  ANN MSC 0,34 0,43 0,57 

SVM linear ABS 0,94 0,65 0,99  RF MSC 0,36 0,34 0,43 

PLSR SGD 0,39 0,48 0,68  GPR Linear MSC 0,97 0,73 0,98 

ANN SGD 0,31 0,35 0,36  GPR radial MSC 0,41 0,39 0,46 

RF SGD 0,41 0,34 0,41  SVM linear MSC 0,98 0,70 0,99 

 

Figura 55- Valores do coeficiente de determinação (R²), encontrados para 

variável carbono orgânico, nos diferentes métodos e pré-processamentos no 

grupo na validação. 

 Absorbance (ABS); Continuum removal (CR); Multiplicative Scatter Correction (MSC); Savitzky Golay Derivative 

(SGD); Satandard Normal Variate (SNV) Partial Least Squares Regression (PLSR), Artificial Neural Network 

(ANN), Random Forest (RF), Guassian Process Regression (GPR linear e radial) e Support Vector Machine (SVM). 

Mir (Infravermelho médio); Vis-NIR (Visível e infravermelho próximo) e Vis-NIR-MIR ( Visível, infravermelho 

próximo e médio). 

Tabela 41- Valores do coeficiente de determinação (R²), para variável carbono orgânico, encontrados 

para os diferentes métodos e pré-processamentos no grupo no treinamento, nos espectros Mir, Vis-

NIR e Vis-NIR-MIR 

 

Absorbance (ABS); Continuum removal (CR); Multiplicative Scatter Correction (MSC); Savitzky Golay Derivative (SGD); Satandard Normal 

Variate (SNV) Partial Least Squares Regression (PLSR), Artificial Neural Network (ANN), Random Forest (RF), Guassian Process Regression 

(GPR linear e radial) e Support Vector Machine (SVM). Mir (Infravermelho médio); Vis-NIR (Visível e infravermelho próximo) e Vis-NIR-MIR ( 

Visível, infravermelho próximo e médio). 
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No que diz respeito aos valores de RPIQ (Figura 56) e RPD (Figura 57), para a 

variável carbono orgânico, PLSR foi superior para Mir e Vis-NIR-MIR, e GPR linear foi 

superior na faixa Vis-NIR. Em relação aos pré-processamentos para carbono orgânico, 

SGD se destacou com maior parte dos valores de RPIQ superior a 1,4 na faixa do MIR e 

Vis-NIR-MIR, e SNV no espectro Vis-NIR-MIR. Quanto ao RPD apenas a faixa Vis-

NIR-MIR apresentou valores acima de 1,4 com ABS e SGD se destacando como os 

melhores pré-processamentos para a variável. 

RPIQ apresentou valores máximos iguais a 1,74 (Vis-NIR) e 1,84 (Vis-NIR-

MIR), e RPD valores de 1,39 (Vis-NIR) e 1,42 (Vis-NIR-MIR), estes foram obtidos pelo 

preditor PLSR, combinado ao pré-processamento SGD (1,74), SNV (1,84) e ABS (1,42), 

o RPD de 1,39 foi alcançado combinando-se MSC-ANN. Ao contrário do encontrado 

nesse estudo, cujo PLSR se destacou, Xiaoting et al. (2014), trabalharam com o preditor 

SVM, nos espectros Vis-NIR como forma de melhorar a precisão de carbono orgânico do 

solo, combinando-o com um modelo de algoritmo de projeção (SPA).  

  RMSE 

  Mir Vis-NIR Vis-NIR-MIR 

Modelo Pré-processamento T V T V T V 

PLSR CR 7,14 8,31 7,79 8,93 6,75 8,00 

ANN CR 7,52 9,85 7,62 9,01 7,12 8,28 

RF CR 7,92 9,75 7,93 8,62 7,79 8,26 

GPR Linear CR 1,36 12,25 2,87 11,52 0,80 14,15 

GPR radial CR 8,39 10,85 8,25 9,45 8,21 8,48 

SVM linear CR 1,47 12,88 2,89 13,37 1,04 14,13 

PLSR ABS 7,28 8,69 7,65 8,69 7,72 7,53 

ANN ABS 7,59 9,39 7,72 8,87 7,49 8,54 

RF ABS 8,49 9,66 8,91 9,13 9,06 8,10 

GPR Linear ABS 2,92 10,24 6,33 7,84 2,04 10,15 

GPR radial ABS 4,82 10,63 5,12 8,71 9,02 9,60 

SVM linear ABS 2,47 11,41 6,77 8,06 1,17 11,73 

PLSR SGD 8,17 8,43 7,43 7,76 6,16 8,17 

ANN SGD 8,70 10,84 8,27 9,09 8,26 9,18 

RF SGD 8,48 9,00 8,39 8,18 8,37 7,61 

GPR Linear SGD 0,03 11,48 0,66 12,48 0,02 9,71 

GPR radial SGD 9,42 10,28 8,42 9,45 8,30 8,21 

SVM linear SGD 1,03 11,12 1,01 12,34 1,05 9,33 

PLSR SNV 7,45 8,11 7,61 8,82 7,31 8,03 

ANN SNV 7,65 8,71 7,64 9,01 7,40 9,19 

RF SNV 8,67 8,40 8,69 8,52 8,26 8,88 

GPR Linear SNV 1,53 10,69 5,87 7,90 1,61 9,55 

GPR radial SNV 8,93 9,51 8,66 9,33 8,58 10,43 

SVM linear SNV 1,05 11,63 5,58 8,90 0,98 10,02 

PLSR MSC 7,16 9,50 7,28 8,30 0,63 10,23 

ANN MSC 8,38 10,06 8,25 7,71 7,44 8,09 

RF MSC 8,27 9,03 8,87 8,01 8,37 8,75 

GPR Linear MSC 1,72 11,70 5,69 10,23 1,71 11,15 

GPR radial MSC 8,58 10,30 9,06 8,58 8,74 8,94 

SVM linear MSC 1,47 12,98 5,95 11,40 1,08 12,57 

 

Tabela 42- Valores de RMSE, para variável carbono orgânico, 

encontrados para os diferentes métodos e pré-processamentos no 

grupo no treinamento (T) e validação (V), nos espectros Mir, Vis-

NIR e Vis-NIR-MIR 

Absorbance (ABS); Continuum removal (CR); Multiplicative Scatter Correction (MSC); Savitzky 

Golay Derivative (SGD); Satandard Normal Variate (SNV) Partial Least Squares Regression (PLSR), 

Artificial Neural Network (ANN), Random Forest (RF), Guassian Process Regression (GPR linear e 

radial) e Support Vector Machine (SVM). Mir (Infravermelho médio); Vis-NIR (Visível e 

infravermelho próximo) e Vis-NIR-MIR ( Visível, infravermelho próximo e médio). 
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Brown et al. (2006) também apontam que outras técnicas de mineração de dados 

como as Árvores de Regressão Impulsionadas (BRT) podem superar o PLSR, devido à 

sua capacidade de incluir interações e relacionamentos não-lineares. Outros trabalhos são 

citados por aplicarem diferentes algoritmos sucesso (MOUAZEN et al., 2010; 

VISCARRA ROSSEL e BEHRENS, 2010; VOHLAND et al., 2011). 

Entretanto é enfatizado por Adeline et al. (2017) que o PLSR é o método 

estatístico multivariado mais comumente utilizado na ciência do solo, sendo destaque 

para calibração da reflectância do solo para estimação de propriedades dos mesmos 

(VISCARRA ROSSEL et al., 2006), principalmente devido à sua superioridade em 

relação aos métodos tradicionais para lidar com a multicolinearidade em dados de alta 

dimensão (BILGILI et al.,2010). 

Bilgili et al (2010), trabalhou com 512 amostras e diferentes solos, conseguindo 

predizer matéria orgânica com R² igual a 0,73 a partir de Vis-NIR com pré-processamento 

dos dados usando SGD. Tendo os valores de R² no conjunto de validação sido menores 

do que os valores correspondentes no conjunto de calibração. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 56- Valores de RPIQ encontrados para os diferentes métodos e pré-

processamentos no grupo na validação, para variável carbono orgânico. 

 Absorbance (ABS); Continuum removal (CR); Multiplicative Scatter Correction (MSC); Savitzky Golay 

Derivative (SGD); Satandard Normal Variate (SNV) Partial Least Squares Regression (PLSR), Artificial 

Neural Network (ANN), Random Forest (RF), Guassian Process Regression (GPR linear e radial) e Support 

Vector Machine (SVM). Mir (Infravermelho médio); Vis-NIR (Visível e infravermelho próximo) e Vis-NIR-

MIR ( Visível, infravermelho próximo e médio). 
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Há uma série de trabalhos que demostram a possibilidade de predição do carbono 

orgânico com base no MIR (ZIMMERMANN et al., 2007; BORNEMANN et al., 2008; 

YANG et al., 2012 ). A pesquisa que compara o MIR e o NIR nas mesmas amostras 

demonstrou que constantemente o MIR supera o NIR na análise dos solos, principalmente 

para as frações C e N (MADARI et al., 2005; McCARTY et al., 2002; REEVES et al., 

2002). 

Bellon-Maurel e McBratney (2011) analisaram as técnicas espectroscópicas NIR 

e MIR para estudos de carbono do solo, e destacaram que a espectroscopia MIR produziu 

melhores modelos (entre 10 a 40% de melhoria) em relação à aqueles desenvolvidos a 

partir de espectros NIR. Porém, dentre os estudos analisados, nenhum deles comparou a 

espectroscopia NIR e MIR nas mesmas amostras de solo (KNOX et al., 2015).  

Em geral, MIR é considerado superior ao Vis-NIR (VOHLAND et al., 2014). 

McCarty et al. (2002) e McCarty e Reeves (2006) também encontraram MIR melhor do 

que NIR e Vis-NIR para a estimativa dos teores de carbono do solo. Porém, essa 

superioridade não é reconhecida em todos os trabalhos (MADARI et al.,2006; MICHEL 

et al., 2009 e LUDWIG et al.,2008). Nesse trabalho, a melhor predição de carbono 

orgânico foi obtida no espectro MIR, em relação a R², porém os melhores valores de 

RPIQ e RPD foram para Vis-NIR. Segundo Ludwig et al. (2016) a espectroscopia MIR é 

um método estabelecido para estimar o conteúdo de carbono orgânico do solo.  

Isso pode estar relacionado ao fato da separação de cada contribuição dos 

componentes do solo nos espectros Vis-NIR, ser uma tarefa desafiadora devido à natureza 

complexa da matriz do solo com múltiplas sobreposições de características espectrais, 

além das fortes colinearidades existentes entre as propriedades do solo (GOBRECHT et 

al., 2013). 

Knox et al., (2015) inferiram que a espectroscopia MIR demonstrou prever 

carbono orgânico e total na maior parte das vezes com maior precisão do que os modelos 

 

Figura 57- Valores de RPD encontrados para os diferentes métodos e pré-

processamentos no grupo na validação, para variável carbono orgânico. 

Absorbance (ABS); Continuum removal (CR); Multiplicative Scatter Correction (MSC); Savitzky Golay Derivative 

(SGD); Satandard Normal Variate (SNV) Partial Least Squares Regression (PLSR), Artificial Neural Network 

(ANN), Random Forest (RF), Guassian Process Regression (GPR linear e radial) e Support Vector Machine 

(SVM). Mir (Infravermelho médio); Vis-NIR (Visível e infravermelho próximo) e Vis-NIR-MIR ( Visível, 

infravermelho próximo e médio). 
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derivados da Vis-NIR. Eles encontraram valores de R² variando de 0,58 a 0,87 para Vis-

NIR; 0,87 a 0,96 para Mir e 0,88 a 0,95 para Vis-NIR-MIR, porém utilizaram uma gama 

muito maior de amostras que este trabalho, tendo sido amostrados 1014 locais, usando 

696 para calibração e 296 para validação. 

Vohland et al. (2014), encontrou valores de R² para carbono orgânico em Vis-NIR 

de 0,60 e em Mir de 0,78; com RPD de 1,58 e 2,12; respectivamente. Todas as análises 

foram realizadas em um conjunto de 60 amostras de solo extraídas de terras aráveis com 

diferentes tipos de solo, com diferentes texturas, desenvolvidos a partir de diferentes 

rochas-mãe e em diferentes posições de paisagem. Apesar de poucas amostras, percebe-

se a heterogeneidade do material analisado, ao contrário do utilizado neste estudo. 

Shepherd & Walsh (2002) acharam valores de R² igual a 0,8 para C orgânico, 

utilizando uma biblioteca espectral com mais de 1 000 amostras, enquanto bashagaluke 

et al. (2015), predizendo carbono encontraram R² igual a 0,72 utilizando 530 amostras de 

solo compostas. Viscarra Rossel et al. (2006) relataram exatidão similar (R² = 0,73) para 

um conjunto de validação de 118 amostras em uma área de 18 ha na Austrália. 

Daniel et al. (2003) desenvolvendo estudo na Tailândia usando redes neurais 

artificiais no espectro Vis-NIR, conseguiu valores de R²= 0,86 para predição de matéria 

orgânica, assim como Ben-Dor et al. (2002) que utilizou imagens hiperespectrais para o 

mapeamento de matéria orgânica com base nos espectros de reflectância da argila, 

conseguindo R² de 0,82.  

Arachchi et al., (2016), encontraram, dentre os espectros testados, maior 

correlação entre o carbono medido e previsto, na faixa do MIR, com R² entre 0,63-0,85. 

Kania e Gruba (2016), testando a predição de carbono total utilizando o espectro NIR, 

encontrou valores de R² para calibração de 0,80 e 0,48 ; e para validação de 0,03 e 0,22, 

valores este inferiores ao encontrados neste trabalho. 

Summers et al. (2011), predizendo carbono orgânico na faixa de 400-2500 nm, 

com 228 amostras, conseguiram R² de 0,57 com RPD de 1,8. Reeves e Smith (2009) 

predisse carbono orgânico, nos espectros MIR e NIR, encontrando valores de R² para 

carbono orgânico igual a 0,58 e 0,53; respectivamente. 

Reeves (2010) observaram que a determinação de orgânico ou matéria orgânica é 

geralmente viável, mas fatores de confusão como tamanho de partícula, cor do solo e o 

tipo de solo, entre outros, poderia causar problemas com o desenvolvimento da 

calibração.  

Também foi especificamente observado que o uso do procedimento Walkley-

Black (WALKLEY e BLACK, 1934) para carbono orgânico, pode ser problemático 

devido à não linearidade nos valores medidos, entretanto, esse procedimento é o método 

mais comumente utilizado (MALLEY et al. 2004). Esses fatores poderiam explicar os 

valores encontrados, ligeiramente abaixo de alguns estudos citados na literatura com R² 

acima de 0,8 e RPD-RPIQ superiores a 2,0. 

As Figuras 58 e 59 mostram a distribuição dos dados dentro de cada preditor nas 

diferentes faixas do espectro para RPIQ E RPD respectivamente, para a variável carbono 

orgânico. Em ambos é possível observar que RPIQ, de maneira geral, apresentou maior 

variabilidade em relação a RPD, no entanto apresentou valores discrepantes apenas em 

ANN. GPR linear e SVM apresentaram maior oscilação para RPD, de forma mais 

acentuada em Vis-NIR, enquanto ANN e GPR radial têm menor amplitude dentro de 

RPIQ. 
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A espectroscopia de infravermelhos é bem adaptada e utilizada na predição de 

propriedades como carbono orgânico do solo (REEVES, 2010; BELLON-MAUREL et 

al., 2010), que absorve diretamente na região infravermelha, devido à grande 

sensibilidade dessa região para os grupos como C-H, C-O e C-N que predominam na 

matéria orgânica (SORIANO-DISLA et al., 2014 ). BEN-DOR et al. (1999) apontam que 

 

 

Figura 58- Box splot da distribuição dos dados de RPIQ nos diferentes 

modelos e faixas do espectro, para variável carbono orgânico. 

Partial Least Squares Regression (PLSR), Artificial Neural Network (ANN), Random Forest (RF), 

Guassian Process Regression (GPR linear e radial) e Support Vector Machine (SVM). Mir (Infravermelho 

médio); Vis-NIR (Visível e infravermelho próximo) e Vis-NIR-MIR ( Visível, infravermelho próximo e 

médio). 

Figura 59- Box splot da distribuição dos dados de RPD nos diferentes 

modelos e faixas do espectro, para variável carbono orgânico. 

Partial Least Squares Regression (PLSR), Artificial Neural Network (ANN), Random Forest (RF), 

Guassian Process Regression (GPR linear e radial) e Support Vector Machine (SVM). Mir (Infravermelho 

médio); Vis-NIR (Visível e infravermelho próximo) e Vis-NIR-MIR ( Visível, infravermelho próximo e 

médio). 
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os grupos OH e CH dominam o NIR e as transições eletrônicas das porções visíveis do 

espectro eletromagnético. 

A matéria orgânica inclui a biomassa viva de plantas e remanescentes de 

vegetação (Bartholomeus et al.; 2008), sendo o carbono orgânico uma indicação do teor 

de matéria orgânica, já que este é um dos seus principais componentes (STEINER et al. 

2011).  

De acordo com Beyer et al. (2001, estes contém componentes bioquímicos como 

clorofila, celulose, pectina, amido, lignina e ácidos húmicos, que influenciam a 

reflectância no visível (400-700 nm) e no infravermelho próximo (700-1400 nm) do 

espectro eletromagnético. Hartmann e Appel (2006) explicaram a variação nas 

concentrações de celulose por meio do espectro NIR. Viscarra Rossel E Hicks (2015) 

relataram o uso de Vis-NIR para prever frações de carbono. 

Sendo assim, teoricamente, a matéria orgânica, devido toda sua complexidade, é 

espectralmente ativa em praticamente toda a região NIR (BEN-DOR e BANIN, 1990), 

porém muitas vezes é relatado que os sinais da matéria orgânica, nessa região, podem ser 

fracos (VISCARRA ROSSEL e McBRATNEY,1998), já que pode haver sobreposição 

de características espectrais de alguns minerais e a matéria orgânica (BEN-DOR e 

BANIN, 1990; VISCARRA ROSSEL e McBRATNEY,1998).  Ben-Dor e Banin (1990) 

expuseram que as bandas de 1 744 nm, 1 870 nm e 2 052 nm eram importantes para as 

previsões de carbono orgânico. 

Nesse trabalho, a melhor predição foi encontrada no espectro MIR, cuja variáveis 

mais importantes na predição são apresentadas na Figura 60. As bandas mais relevantes 

foram 18.193 e 16.879. Ainda se destacaram bandas entre 17.247 e 17.326. 

 

 

 

 

 

 

 

 

 

 

Para a variável fósforo (P), os valores de R² (Figura 61) foram os menores dentre 

os atributos modelados neste trabalho. Abdi et al. (2016) relataram que há influência entre 

a predição do P disponível no espectro Vis-NIR, e o tipo de solução usada na extração 

durante a análise do solo em laboratório. Minasny et al. (2009) relatam que o P disponível 

extraído por qualquer bicarbonato ou o método Bray não são bem previstos. Bons 

resultados de Vis-NIR foram encontrados quando o P disponível foi extraído utilizando 

o método de Olsen (VAN GROENIGEN et al., 2003). 

Nduwamungu et al. (2009) mostraram que P extraído com Mehlich-3 (M-3) foram 

mal preditos por Vis-NIR; assim como Abdi et al. (2012), que acreditam que há uma má 

correlação entre P extraído do M-3 e o carbono orgânico; além do fato que as extrações 

químicas do solo que alteram o equilíbrio entre as fases podem complicar ainda mais a 

 

Figura 60- Variáveis importantes para predição de carbono orgânico, no espectro 

MIR (Infravemerlho médio) usando pré-processamento Continuum removal (CR) 

e modelo Partial Least Squares Regression (PLSR). 



                                                    

 

151 

 

interpretação dos resultados (VISCARRA ROSSEL et al., 2006).  Porém, historicamente, 

a compreensão do sistema do solo e avaliação de sua qualidade foi obtida através desse 

tipo de análise laboratorial (VISCARRA ROSSEL et al., 2006).  

Dentro do espectro MIR não foi encontrado nenhum valor satisfatório de R² para 

o conjunto validação, e para o conjunto treinamento obteve-se valor  igual a 1,00 (RMSE= 

0,13 , Tabela 43)  para SGD-GPR linear (Tabela 43), essa combinação proporcionou 

valores de R² semelhantes nos espectros Vis-NIR (RMSE =0,01) e Vis-NIR-MIR (RMSE 

= 0,01). Maleki et al. (2006) observaram a diferença na reflectância espectral Vis-NIR, 

de acordo com a variação nos teores de P e a hipótese de que P se correlaciona 

indiretamente com o infravermelho próximo através de diferentes componentes do solo. 

Nos espectros Vis-NIR e Vis-NIR-MIR os valores de R² (Figura 61), foram de 

0,57 (SNV-PLSR com RMSE = 3,09) e de 0,35 (MSC-PLSR com RMSE= 4,26), 

respectivamente.  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 61- Valores do coeficiente de determinação (R²), encontrados 

para variável fósforo, nos diferentes métodos e pré-processamentos no 

grupo na validação. 

Absorbance (ABS); Continuum removal (CR); Multiplicative Scatter Correction (MSC); Savitzky Golay 

Derivative (SGD); Satandard Normal Variate (SNV) Partial Least Squares Regression (PLSR), Artificial 

Neural Network (ANN), Random Forest (RF), Guassian Process Regression (GPR linear e radial) e 

Support Vector Machine (SVM). Mir (Infravermelho médio); Vis-NIR (Visível e infravermelho próximo) 

e Vis-NIR-MIR ( Visível, infravermelho próximo e médio). 
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  R²    R² 

  Mir 

Vis-

NIR 

Vis-NIR-

MIR    Mir 

Vis-

NIR 

Vis-NIR-

MIR 

Modelo 

Pré-

processamento Treinamento  Modelo 

Pré-

processamento Treinamento 

PLSR CR 0,14 0,18 0,18  GPR Linear SGD 1,00 1,00 1,00 

ANN CR 0,12 0,16 0,16  GPR radial SGD 0,16 0,36 0,36 

RF CR 0,10 0,16 0,16  SVM linear SGD 0,99 0,99 0,99 

GPR Linear CR 0,98 0,99 0,99  PLSR SNV 0,53 0,87 0,87 

GPR radial CR 0,14 0,22 0,22  ANN SNV 0,22 0,25 0,25 

SVM linear CR 0,98 0,99 0,99  RF SNV 0,08 0,15 0,15 

PLSR ABS 0,42 0,30 0,30  GPR Linear SNV 0,98 0,99 0,99 

ANN ABS 0,10 0,11 0,11  GPR radial SNV 0,18 0,25 0,25 

RF ABS 0,00 0,08 0,08  SVM linear SNV 0,99 0,99 0,99 

GPR Linear ABS 0,93 0,96 0,96  PLSR MSC 0,23 0,68 0,68 

GPR radial ABS 0,98 0,20 0,20  ANN MSC 0,17 0,28 0,28 

SVM linear ABS 0,95 0,98 0,98  RF MSC 0,13 0,16 0,16 

PLSR SGD 0,04 0,49 0,49  GPR Linear MSC 0,97 0,97 0,97 

ANN SGD 0,00 0,22 0,22  GPR radial MSC 0,96 0,24 0,24 

RF SGD 0,00 0,27 0,27  SVM linear MSC 0,99 0,99 0,99 

 

Tabela 43- Valores do coeficiente de determinação (R²), para variável fósforo, 

encontrados para os diferentes métodos e pré-processamentos no grupo no 

treinamento, nos espectros Mir, Vis-NIR e Vis-NIR-MIR 

 

Absorbance (ABS); Continuum removal (CR); Multiplicative Scatter Correction (MSC); Savitzky Golay Derivative (SGD); 

Satandard Normal Variate (SNV) Partial Least Squares Regression (PLSR), Artificial Neural Network (ANN), Random Forest 

(RF), Guassian Process Regression (GPR linear e radial) e Support Vector Machine (SVM). Mir (Infravermelho médio); Vis-NIR 

(Visível e infravermelho próximo) e Vis-NIR-MIR ( Visível, infravermelho próximo e médio). 
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Para RPIQ (Figura 62), o maior valor foi encontrado em Vis-NIR-MIR, sendo 

igual a 2,04 (SNV-ANN), seguido por Vis-NIR igual a 1,92 (SNV-PLSR) e Mir igual a 

1,64 (SGD-SVM linear). Já para RPD (Figura 63), a faixa do Vis-NIR apresentou-se com 

valor igual a 1,53 (SNV-PLSR), seguido por Vis-NIR-MIR com índice de 1,25 (MSC-

RF e MSC-GPR radial), e Mir com valor de 1,11 (SNV-RF). Assim, o espectro Vis-NIR-

MIR se destacou pelo índice RPIQ sendo classificado como excelente, enquanto os outros 

foram tidos como razoáveis, e pelo índice RPD, Vis-NIR foi qualificado com um modelo 

razoável. 

 

 

 

  RMSE 

  Mir Vis-NIR 

Vis-NIR-

MIR 

Modelo Pré-processamento T V T V T V 

PLSR CR 4,46 4,27 4,30 4,16 4,30 4,61 

ANN CR 4,49 4,28 4,48 4,12 4,48 4,10 

RF CR 4,54 4,41 4,35 3,90 4,35 4,19 

GPR Linear CR 0,80 5,52 0,56 14,93 0,56 5,88 

GPR radial CR 4,57 4,34 4,34 4,05 4,34 4,46 

SVM linear CR 0,54 6,09 0,46 14,03 0,46 6,51 

PLSR ABS 3,57 4,30 4,04 3,70 4,04 4,04 

ANN ABS 4,46 4,67 4,39 4,57 4,39 4,57 

RF ABS 4,90 4,73 4,64 3,82 4,64 3,92 

GPR Linear ABS 1,37 4,88 1,10 3,89 1,10 6,27 

GPR radial ABS 2,43 4,67 4,49 3,79 4,49 4,09 

SVM linear ABS 1,11 5,42 0,72 3,94 0,72 8,13 

PLSR SGD 4,50 5,06 3,28 4,07 3,28 5,22 

ANN SGD 4,60 4,97 4,19 3,84 4,19 4,72 

RF SGD 4,63 4,84 3,97 3,73 3,97 4,63 

GPR Linear SGD 0,13 4,85 0,01 5,21 0,01 6,03 

GPR radial SGD 4,45 4,92 3,96 3,94 3,96 4,73 

SVM linear SGD 0,46 4,82 0,45 5,10 0,45 5,90 

PLSR SNV 3,32 4,69 1,58 3,09 1,58 4,90 

ANN SNV 4,31 4,40 3,88 3,80 3,88 4,50 

RF SNV 4,69 4,27 4,05 3,83 4,05 4,68 

GPR Linear SNV 0,71 5,37 0,54 3,34 0,54 5,52 

GPR radial SNV 4,68 4,20 3,92 4,08 3,92 4,99 

SVM linear SNV 0,49 5,70 0,43 3,62 0,43 5,89 

PLSR MSC 4,15 4,76 2,74 3,94 2,74 4,26 

ANN MSC 4,33 4,57 4,07 4,23 4,07 4,20 

RF MSC 4,44 4,74 4,47 3,83 4,47 3,77 

GPR Linear MSC 0,84 5,42 0,88 3,60 0,88 5,24 

GPR radial MSC 2,36 4,60 4,36 4,01 4,36 3,77 

SVM linear MSC 0,47 5,97 0,48 3,45 0,48 5,75 

 

Tabela 44- Valores de RMSE, para variável fósforo, 

encontrados para os diferentes métodos e pré-

processamentos no grupo no treinamento (T) e validação 

(V), nos espectros Mir, Vis-NIR e Vis-NIR-MIR 

 

Absorbance (ABS); Continuum removal (CR); Multiplicative Scatter Correction 

(MSC); Savitzky Golay Derivative (SGD); Satandard Normal Variate (SNV) Partial 

Least Squares Regression (PLSR), Artificial Neural Network (ANN), Random Forest 

(RF), Guassian Process Regression (GPR linear e radial) e Support Vector Machine 

(SVM). Mir (Infravermelho médio); Vis-NIR (Visível e infravermelho próximo) e Vis-

NIR-MIR ( Visível, infravermelho próximo e médio). 



                                                    

 

154 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Quanto aos valores de RPIQ e RPD para a variável fósforo, PLSR foi superior em 

Vis-NIR e em Mir juntamente com GPR radial (para o índice RPIQ); em Vis-NIR-MIR 

se destacaram RF e ANN. Em referência aos pré-processamentos para fósforo, SGD se 

destacou com maior parte dos valores de RPIQ superior a 1,4 na faixa do MIR e SNV nos 

demais, tendo SNV apresentado ainda, valor de RPIQ superior a 2,0. Quanto ao RPD 

apenas a faixa Vis-NIR apresentou valores acima de 1,4 com SNV se destacando como 

os melhores pré-processamentos para a variável. 

 

 

Figura 62- Valores de RPIQ encontrados para os diferentes métodos e 

pré-processamentos no grupo na validação, para variável fósforo. 

 Absorbance (ABS); Continuum removal (CR); Multiplicative Scatter Correction (MSC); Savitzky Golay 

Derivative (SGD); Satandard Normal Variate (SNV) Partial Least Squares Regression (PLSR), Artificial 

Neural Network (ANN), Random Forest (RF), Guassian Process Regression (GPR linear e radial) e Support 

Vector Machine (SVM). Mir (Infravermelho médio); Vis-NIR (Visível e infravermelho próximo) e Vis-

NIR-MIR ( Visível, infravermelho próximo e médio). 

Figura 63- Valores de RPD encontrados para os diferentes métodos e pré-

processamentos no grupo na validação, para variável fósforo. 

 
Absorbance (ABS); Continuum removal (CR); Multiplicative Scatter Correction (MSC); Savitzky Golay 

Derivative (SGD); Satandard Normal Variate (SNV) Partial Least Squares Regression (PLSR), Artificial Neural 

Network (ANN), Random Forest (RF), Guassian Process Regression (GPR linear e radial) e Support Vector 

Machine (SVM). Mir (Infravermelho médio); Vis-NIR (Visível e infravermelho próximo) e Vis-NIR-MIR ( 

Visível, infravermelho próximo e médio). 
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Segundo Malley et al. (2004) boas previsões no espectro NIR são menos 

frequentes para predição de P, sendo encontrados valores de R² entre 0,4 e 0,5 (Malley et 

al, 2002, para P e N mineral.; Chang et al., 2001, e Shepherd & Walsh, 2002). As possíveis 

causas são a natureza do elemento estudado, a interação com outros elementos, além do 

método de extração utilizado (Chang et al., 2001). Podem ainda estar relacionado a 

heterogeneidade do conjunto de amostras e a calibração. 

Por outro lado, Niederberger et al., 2015, conseguiram bons resultados 

trabalhando no espectro NIR, onde perceberam que modelos preditos com base nas 

frações orgânicas do P tinham resultados superiores ao P inorgânico, isso porque os 

compostos orgânicos eram mais facilmente excitados no espectro NIR. 

Abdi et al. (2012) encontraram R² entre 0,7 e 0,8 predizendo P total, utilizando o 

espectro Vis-NIR para mapeamento dos teores do elemento em um solo extremamente 

arenoso no Canadá, atribuindo esses valores a correlação existente entre o mesmo e a 

matéria orgânica. Viscarra Rossel et al. (2006), encontrou modelando P disponível, 

valores de R² iguais a 0,06 (Vis); 0,01 (Nir); 0,20 (Mir) e 0,02 (Vis-NIR-MIR). Janik et 

al. (1998) modelando teores de P disponível com espectro MIR encontrou valores de R² 

igual a 0,07 enquanto Daniel et al. (2003), com Vis-NIR encontraram valores de R² de 

0,81. 

Lee et al. (2003) fizeram a predição de P em 540 amostras de solo de quatro 

grandes tipos de solo na Flórida na faixa de comprimento de onda de 400 a 2500 nm, 

trabalharam com PLSR e os valores de R² variaram de 0,52 a 0,66. Knox et al. (2015) 

encontraram valores de R² variando entre 0,51 e 0,95 para diferentes faixas do espectro. 

Minasny et al. (2009), não encontram valores satisfatórios na predição de P disponível no 

espectro MIR, McCarty e Reeves (2006) também não considerou satisfatório a predição 

de P utilizando esse comprimento de onda.  

Viscarra Rossel et al. (2006) usando PLSR, observaram que a precisão das 

previsões em cada uma das regiões espectrais VIS, NIR, MIR e Vis-NIR-MIR variou 

consideravelmente entre as diferentes propriedades. Obtiveram-se previsões mais 

precisas utilizando o MIR para carbono orgânico, argila e P.  

Reeves, et al. (2009) concluíram de NIR poderia ser satisfatório para predizer 

algumas propriedades, porém não obteve resultados adequados, ou com grande 

variabilidade de estudo para estudo, para formas minerais de Ag, Al, Cd, Cu, Co, Fe, K, 

N, P, Pb, Na, Ni, Se, Si, Zn e pH. Esses autores encontraram valores de R² para P igual a 

0,85 e 0,09, nos espectros MIR e NIR, respectivamente. 

Bogrekci e Lee (2007) encontraram coeficientes de determinação entre 0,76 e 0,93 

na região do infravermelho próximo, usando PLSR para P total, P extraído por Mehlich-

1 e P solúvel em água. E na região do visível, valores entre 0,61 e 0,83. 

As Figuras 64 e 65 mostram a distribuição dos dados dentro de cada preditor nas 

diferentes faixas do espectro para RPIQ E RPD respectivamente, para a variável fósforo. 

Em ambos é possível visualizar a distribuição satisfatória dos dados, com baixa amplitude 

e variabilidade. RPIQ teve distribuição ligeiramente menos uniforme em relação a RPD. 

GPR linear e SVM apresentaram maior oscilação, em ambos índices e de maneira mais 

acentuada no espectro Vis-NIR. 
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Quanto as variáveis mais importantes para predição de P (Figura 66), constatou-

se que as mais importantes foram as faixas em torno de 620 nm, 2220 nm e 2495 nm. 

Tendo ainda destaque as faixas 1479 a 1580 nm, 1853 nm e 1907nm. 

 

 

 

 

 

Figura 64- Box splot da distribuição dos dados de RPIQ nos 

diferentes modelos e faixas do espectro, para variável fósforo. 

 Partial Least Squares Regression (PLSR), Artificial Neural Network (ANN), Random Forest (RF), 

Guassian Process Regression (GPR linear e radial) e Support Vector Machine (SVM). Mir (Infravermelho 

médio); Vis-NIR (Visível e infravermelho próximo) e Vis-NIR-MIR ( Visível, infravermelho próximo e 

médio). 

Figura 65- Box splot da distribuição dos dados de RPD nos diferentes 

modelos e faixas do espectro, para variável fósforo. 
Partial Least Squares Regression (PLSR), Artificial Neural Network (ANN), Random Forest (RF), 

Guassian Process Regression (GPR linear e radial) e Support Vector Machine (SVM). Mir (Infravermelho 

médio); Vis-NIR (Visível e infravermelho próximo) e Vis-NIR-MIR ( Visível, infravermelho próximo e 

médio). 
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Considerando o afirmado por Bellon-Maurel e McBratney (2011), onde seria 

preferível a avaliação do índice RPIQ sobre o RPD, este estudo encontrou modelos 

satisfatórios (RPIQ e/ou RPD superior a 1,4) e excelentes (RPIQ superior a 2,0) capazes 

de predizer P, CO e argila, podendo estes serem utilizados para classificar solos de acordo 

com suas propriedades, conforme sugerido por Shepherd & Walsh (2002).  

Segundo Ludwig et al. (2016) muitos estudos visam principalmente, alcançar os 

maiores valores de RPD possíveis, desconsiderando outros aspectos importantes como a 

representatividade da amostra para uma população específica, um tratamento apropriado 

de casos suspeitos e uma discussão sobre a generalização dos resultados do MIR 

dependendo da escala. 

Shepherd & Walsh (2002) foram os primeiros a propor o uso da análise NIR 

laboratorial para a discriminação de solos a partir de valores especificados de corte (acima 

ou abaixo de um critério estabelecido) para a maioria das propriedades relacionadas à 

fertilidade do solo. Eles mostraram que as amostras poderiam ser discriminadas de forma 

aproximada usando árvores de classificação mesmo para propriedades como K trocável 

e P que são mal previstos pelos modelos de regressão.  

De acordo com Cecillon et al (2009) a qualidade do solo nem sempre precisa ser 

quantificado com precisão, já que muitas aplicações industriais ou agrícolas requerem 

apenas uma classificação da condição do solo em relação a um valor de teste crítico para 

uma propriedade chave. 

O solo é um sistema heterogêneo cujos processos e mecanismos são complexos e 

difíceis de compreender plenamente (Viscarra Rossel et al., 2006). Muitas técnicas 

analíticas de solo convencionais são usadas na tentativa de estabelecer a relação entre 

propriedades físicas e químicas do solo e componentes individuais do solo, muitas vezes 

desconsiderando as complexas interações de múltiplos componentes (Viscarra Rossel et 

al., 2006).  

Isso leva mais uma vez a enxergar a importância do uso de novas técnicas 

analíticas, dessa forma, a espectroscopia visível e infravermelha pode, em instâncias, ser 

mais direta do que a análise convencional do solo e, às vezes, mais precisa (Viscarra 

Rossel et al., 2006). McCauley et al., já em 1993, sugeriram que a espectroscopia VIS 

pode ser mais precisa do que as digestões de dicromato para análise de carbono orgânico 

do solo.  

 

Figura 66- Variáveis importantes para predição de fósforo, no espectro Vis-NIR 

(Visível e Infravemerlho próximo) usando pré-processamento Satandard 

Normal Variate (SNV)  e modelo Partial Least Squares Regression (PLSR). 
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5 CONCLUSÕES 

 

 

1. Este estudo encontrou modelos satisfatórios (RPIQ e/ou RPD superior a 1,4) e 

excelentes (RPIQ superior a 2,0) capazes de predizer argila, CO e P. 

2. Os modelos encontrados podem ser testados para discriminar solos segundo  um 

valor de teste crítico para argila, CO e P. Como, por exemplo, separar solos arenosos e 

argilosos. 

3. Acredita-se que a adição de mais amostras no treinamento e validação, pode 

melhorar os modelos com RPIQ e RPD entre 1,4 e 2,0 tornando-os modelos acurados, 

com excelente predição. 

4. Melhor faixa do espectro para predição de argila, CO e P, foram Vis-NIR ( 

argila e P) e Mir (carbono orgânico); 

5. Os pré-processamentos MSC, CR e SNV foram os mais eficientes para predição 

de argila, CO e P, respectivamente, enquanto os métodos PLSR (CO e P) e SVM (argila) 

se destacaram com as melhores predições, sendo por isso, recomendados para modelagem 

desses atributos na área estudada. 
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RESUMO 

 

 

A fluorescência de raios X (XRF) é uma nova técnica que tem sido utilizada para análise 

de solos, sendo uma ferramenta dinâmica e extremamente proficiente para a determinação 

quantitativa e qualitativa da presença de elementos químicos em diversos tipos de 

amostras, de interesse biológico, industrial, geológico e ambiental. A análise por 

fluorescência de Raios-X é um processo quantitativo fundamentado na medida das 

intensidades dos Raios-X característicos, emitidos pelos elementos que constituem a 

amostra, quando excitada por partículas ou ondas eletromagnéticas. Ou seja, a técnica 

utilizada por esses aparelhos se baseia no conceito de emissão e absorção atômica, que 

podem ser explicados com base na energia utilizada para a excitação dos átomos. 

Utilizando uma energia baixa, pode-se levar um elétron a um nível superior na sua órbita, 

e ao retirar a energia ele retorna a seu nível inicial, tanto quando se eleva o nível e quando 

se retorna ao nível inicial o elétron libera um espectro luminoso característico que se 

utilizando das ferramentas adequadas, é possível detectá-lo e dependendo da intensidade 

do espectro numa amostra é possível quantificar o elemento. O princípio básico da 

Espectrometria por Fluorescência de Raios X consiste em utilizar uma grande energia 

para excitação dos átomos, fazendo com que o elétron seja removido do átomo, e outro 

átomo em um nível energético maior o substitua liberando uma energia na forma de fóton 

com espectro na faixa dos raios X. O conhecimento das características geofísicas da área 

de estudo comparadas ao mapa de uso e ocupação do solo podem ajudar a compreender 

a dinâmica do ambiente; e estes dados correlacionados à aqueles obtidos por meio da 

termofluorescência podem aprimorar este estudo permitindo a correlação desses dados 

com muitas outras variáveis. A área de pesquisa fica compreendida no município de 

Iconha/ES, e corresponde a bacia hidrográfica do Ribeirão Inhaúma. Os mapas de uso e 

ocupação do solo foram criados através de fotointerpretação. Os dados de 

gamaespectrometria foram obtidos através da CPRM. Para análises de fluorescência de 

raios-x foram coletados 100 pontos em duas profundidades, e analisados os teores totais 

de Al, Ca, Fe, K, Mg, Na, Si, Ti, Cr, Cu, Mn, Ni, P, Pb, V, Zn, Zr, S, Cl. Em relação aos 

dados geofísicos a área de estudo apresentou baixos teores de K, fato este que pode estar 

associado ao material de origem. As regiões de floresta foram aquelas que apresentam 

temperaturas mais amenas na região enquanto afloramento rochoso apresentou as 

máximas. Quatro componentes principais foram capazes de explicar a variação total nos 

dados provenientes de análise de raios-x. Dez variáveis apresentaram valores de 

correlação não linear acima de 0,8.  O uso e ocupação do solo mostrou-se correlacionado 

com os dados geofísicos e de temperatura. Em relação aos dados aerogeofísicos foram 

encontradas alta correlação com altitude e baixa correlação com dados obtidos pela 

análise de raios-x. 

Palavras-chave: fluorescência de raios-X, gamespectromectria, magnetometria 

 

ABSTRACT 

 

 

X-ray fluorescence (XRF) is a new technique that has been used for soil analysis, being 

a dynamic and extremely proficient tool for the quantitative and qualitative determination 
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of the presence of chemical elements in several types of samples of biological, industrial 

interest, geological and environmental. X-ray fluorescence analysis is a quantitative 

process based on the measurement of the characteristic X-ray intensities emitted by the 

sample elements when excited by particles or electromagnetic waves. That is, the 

technique used by these devices is based on the concept of atomic emission and 

absorption, which can be explained based on the energy used for the excitation of atoms. 

Using a low energy, one can take an electron to a higher level in its orbit, and when 

withdrawing the energy it returns to its initial level, both when the level rises and when it 

returns to the initial level the electron releases a luminous spectrum characteristic that 

using the appropriate tools, it is possible to detect it and depending on the intensity of the 

spectrum in a sample it is possible to quantify the element. The basic principle of X-Ray 

Fluorescence Spectrometry is to use a large energy to excite the atoms, causing the 

electron to be removed from the atom, and another atom at a higher energy level to replace 

it by releasing an energy in the form of a photon with spectrum in the X-ray range. 

Knowledge of the geophysical characteristics of the study area compared to the map of 

land use and occupation can help to understand the dynamics of the environment; and 

these data correlated to those obtained by means of thermofluorescence can improve this 

study allowing the correlation of this data with many other variables. The research area 

is comprised in the municipality of Iconha / ES, and corresponds to the hydrographic 

basin of Ribeirao Inhaúma. The maps of land use and occupation were created through 

photointerpretation. Gamma spectrometry data were obtained through CPRM. The total 

contents of Al, Ca, Fe, K, Mg, Na, Si, Ti, Cr, Cu, Mn, Ni, P and Pb were analyzed for 

fluorescence analysis of x- V, Zn, Zr, S, Cl. In relation to the geophysical data the study 

area presented low levels of K, a fact that may be associated with the source material. The 

forest regions were those that presented milder temperatures in the region while rocky 

outcropping showed the maximum. Four main components were able to explain the 

overall variation in data from x-ray analysis. Ten variables presented non-linear 

correlation values above 0.8. The use and occupation of the soil was correlated with the 

geophysical and temperature data. In relation to aerogeophysical data, high correlation 

with altitude and low correlation with data obtained by x-ray analysis were found. 

Key words: X-ray fluorescence, gamma spectrometry, magnetometry 

 

1 INTRODUÇÃO 

 

 

São variadas as formas de se estudar a superfície terrestre. Dados de 

sensoriamento remoto aliados a estudos de campo se apresentam como uma dessas formas 

consideradas eficientes. Os métodos aerogeofísicos compreendem também tipo de técnica 

de sensoriamento remoto, onde se realiza medidas indiretas de investigação das estruturas 

em subsuperfície (SANTOS et al., 2008), sendo a magnometria e a gamaespectrometria 

os principais resultados desta técnica, onde a segunda é baseada nos princípios da 

geofísica nuclear, onde existem três tipos de partículas provenientes de núcleos instáveis 

de substâncias radioativas: α; β e γ (FERREIRA et al., 2010). 

A radioatividade dos solos está diretamente relacionada ao seu material 

originário e a processos que atuaram na sua formação. O levantamento 

gamaespectrométrico reflete a variação geoquímica do potássio (K), do urânio (U) e do 

tório (Th) nos 30 cm superiores da superfície da terra (SANTOS et al., 2008), ou seja a 

gamaespectrometria mede as contagens/concentrações destes elementos nas rochas, 
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sedimentos e solos através da detecção dos raios gama emitidos durante o decaimento 

radioativo natural destes elementos (ADAMS e GASPARINI, 1970). A abundância do 

urânio na crosta terrestre oscila entre 2 e 3 ppm, a do tório entre 8 e 12 ppm e a do potássio 

entre 2 e 2,5% (MINTY, 1997; BONOTTO, 2004). 

O tório é um elemento altamente eletropositivo e com afinidade litófila, 

ocorrendo principalmente em óxidos, silicatos e fosfatos (SILVA et al., 2010). Ulbricht 

et al. (2009) relatam que mesmo em regiões de clima tropical o tório pode comportar-se 

como o mais estável dos três radioelementos. O urânio ocorre em baixa concentração na 

crosta terrestre, sendo quimicamente dominado por seus estados de valência U+4 e U+6 

(Becegato e Ferreira, 2005). O primeiro estado geralmente está contido em minerais não 

solúveis, enquanto o segundo associa-se com ânions nos carbonatos, sulfatos e fosfatos 

para formarem espécies solúveis (DICKSON e SCOTT, 1997). A principal ocorrência do 

K nos continentes é nos feldspatos potássicos (Ulbrich et al. 2009) e é extremamente 

móvel e susceptível ao intemperismo, principalmente em ambientes com clima tropicais 

e subtropicais, com forte regimes de chuvas (WILFORD et al., 1997). 

A gamaespectrometria depende de muitas variáveis, podendo ser citados os 

contrastes das propriedades físicas e geométricas das fontes radioativas, o tamanho e a 

resolução dos detectores, os efeitos do meio ambiente, como umidade do solo, e, no caso 

de levantamentos aéreos, o movimento das fontes aéreas de radiação na atmosfera baixa 

(ULBRICH et al., 2009). 

Se por um lado a gamespectrometria já é um técnica amplamente utilizada em 

estudo de solos, não há grandes relatos da comparação destes dados com valores obtidos 

por análises de Raios-X. A análise por Fluorescência de Raios-X é um método quali-

quantitativo baseado na medida das intensidades dos Raios-X característicos emitidos 

pelos elementos que constituem a amostra (POTTS, 2008), ou seja, realiza análises da 

composição química de uma amostra através da detecção dos raios-X característicos dos 

seus elementos. 

Em resumo, a análise por fluorescência de Raios-X consiste de três fases: I. 

Excitação dos elementos que constituem a amostra; II. Dispersão dos espectros de linha 

emitidos pela amostra; III. Detecção dos espectros de linha emitidos (QUEIRÓS, 2011). 

Os limites de detecção dos elementos analisados dependem: da energia dos Raios-X 

fluorescentes recebida pelo analisador (consequência do número atômico do elemento), 

do tipo e energia da fonte de excitação, do tipo de matriz, de interferências interespectrais, 

da capacidade de resolução do equipamento e da duração dos ensaios (QUEIRÓS, 2011).  

Utilizando-se uma fonte de energia, pode-se levar um elétron a um nível 

superior na sua órbita, e ao retirar a energia ele retorna a seu nível inicial, tanto quando 

se eleva o nível e quando se retorna ao nível inicial o elétron libera um espectro luminoso 

característico, que se utilizando das ferramentas adequadas é possível detectá-lo e 

dependendo da intensidade do espectro numa amostra é possível quantificar o elemento 

(BÖGEL NETO, 2012). 

A comparação desses dados com o mapa de uso e ocupação do solo permitem 

realizar inferências sobre a área. Conforme Santos & Santos (2010), o mapeamento do 

uso e cobertura do solo é considerado por vários  autores  uma  importante ferramenta  de 

conhecimento  das rápidas transformações da paisagem, pois permite a obtenção de 

informações  para  construção  de  cenários ambientais  e  indicadores que poderão servir  

de  subsídios práticos  à  avaliação  da  capacidade  de  suporte ambiental, direcionando 

assim o melhor uso do solo naquele ambiente. 

  Dessa forma este trabalho objetivou analisar o grau de correlação entre 

informações dos dados aerogeofísicos e aqueles obtidos pela análise de 
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termofluorescência feita com analisador de raios-X, comparando os valores encontrados 

com o mapa de uso e ocupação do solo. 

 

2 REVISÃO BIBLIOGRÁFICA 

 

 

2.1 Espectrometria Por Fluorescência De Raios-X 

 

 A análise por Fluorescência de Raios X é um método quali-quantitativo baseado 

na medida das intensidades dos Raios X característicos emitidos pelos elementos que 

constituem a amostra (POTTS, 2008). Segundo Jenkins (1988), a espectrometria de 

fluorescência de raios-X permite identificar elementos através da medição do 

comprimento de onda ou da energia de uma emissão de raios-X.  

Os raios X emitidos por tubos de raios X, ou raios X ou gama por uma fonte 

radioativa, excitam os elementos que constituintes, os quais, por sua vez, emitem linhas 

espectrais com energias características do elemento e cujas intensidades estão 

relacionadas com a concentração do elemento na amostra (NASCIMENTO FILHO, 

1999). Ou seja, a espectrometria de fluorescência de raios-X realiza análises da 

composição química de uma amostra através da detecção dos raios-X caraterísticos dos 

seus elementos (URBANO E BRANDÃO, 2013). 

 Num átomo estável, o número de elétrons é igual ao número de prótons. As órbitas 

ou camadas têm um número específico de elétrons e são caracterizadas por apresentarem 

diferentes níveis de energia. As órbitas mais internas têm estados de energias mais baixos 

do que as mais externas, o que significa que têm menor quantidade de energia 

armazenada.  

A nomenclatura destas órbitas ou camadas é feita alfabeticamente, começando na 

mais interna que é designada pela letra K, seguindo-se as letras L, M, N, etc. O 

preenchimento das camadas orbitais por elétrons inicia-se nas órbitas mais próximas do 

núcleo e vai-se processando sucessivamente para as órbitas mais externas. Quando um 

átomo é atingido por fotões de alta energia, como os Raios-X , provenientes de uma fonte 

radioativa, os elétrons absorvem essa energia ou usam-na para se ejetarem do interior da 

estrutura atómica.  

Se a fonte irradiar o átomo com energia superior à energia de absorção dos elétrons 

da camada mais interna, estes são ejetados para fora da estrutura, criando-se valências 

nesta camada. Estas valências serão preenchidas por elétrons que se deslocarão das 

camadas mais externas para as mais internas, de forma a garantir o rearranjo estrutural do 

átomo. Como os elétrons das órbitas mais externas se encontram em estados de energia 

mais elevados, ao passarem para camadas menos enérgicas, dissipam o excesso de energia 

sob a forma de emissão de radiação secundária. Este tipo de emissão de radiação 

secundária produzida como consequência do rearranjo atómico é específica de cada 

elemento, ou seja, cada elemento da tabela periódica produz, quando excitado, uma 

radiação secundária única e característica. A esta radiação emitida dá-se o nome de 

radiação característica ou fluorescência (JORGE & ROQUE, 2005). 

 Em resumo, a análise por fluorescência de Raios-X consiste de três fases: I. 

Excitação dos elementos que constituem a amostra; II. Dispersão dos espectros de linha 

emitidos pela amostra; III. Detecção dos espectros de linha emitidos (QUEIRÓS, 2011). 



                                                    

 

173 

 

 Os limites de detecção dos elementos analisados dependem: da energia dos Raios-

X fluorescentes recebida pelo analisador (consequência do número atómico do elemento), 

do tipo e energia da fonte de excitação, do tipo de matriz, de interferências interespectrais, 

da capacidade de resolução do equipamento e da duração dos ensaios (QUEIRÓS, 2011).  

 Existem ainda outros fatores que podem condicionar a qualidade dos resultados 

das análises realizadas, como o teor de água da amostra, a temperatura ambiente, o 

incorreto posicionamento do analisador, uma imensa variedade nas propriedades físicas 

(dimensão, uniformidade, etc.) das partículas ou a presença simultânea de elementos 

químicos com concentrações muitos distintas (QUEIRÓS, 2011). 

  

2.2 Estudo Da Correlação Entre Dados Aerogeofísicos E Dados 

Obtidos Por Termofluorescência 

  

 A radioatividade dos solos está diretamente relacionada ao seu material originário 

e a processos que atuaram na sua formação. O levantamento gamaespectrométrico reflete 

a variação geoquímica do K, do U e do Th nos 30 cm superiores da superfície da terra 

(SANTOS et al., 2008), ou seja a gamaespectrometria mede as contagens/concentrações 

de K, U e Th em rochas, sedimentos e solos através da detecção dos raios gama emitidos 

durante o decaimento radioativo natural destes elementos (ADAMS E GASPARINI, 

1970). A abundância do urânio na crosta terrestre oscila entre 2 e 3 ppm, a do tório entre 

8 e 12 ppm e a do potássio entre 2 e 2,5% (BONOTTO, 2004). 

 O tório é um elemento altamente eletropositivo e com afinidade litófila, ocorrendo 

principalmente em óxidos, silicatos e fosfatos (SILVA et al., 2010). Ulbricht et al. (2009) 

relatam que mesmo em regiões de clima tropical o tório pode comportar-se como o mais 

estável dos três radioelementos. O urânio ocorre em baixa concentração na crosta terrestre 

, sendo quimicamente dominado por seus estados de valência U+4 e U+6. (BECEGATO E 

FERREIRA, 2005). O primeiro estado geralmente está contido em minerais não solúveis, 

enquanto o segundo associa-se com ânions nos carbonatos, sulfatos e fosfatos para 

formarem espécies solúveis (DICKSON E SCOTT, 1997). A principal ocorrência do K 

nos continentes é nos feldspatos potássicos (ULBRICH et al. 2009), e é extremamente 

móvel e susceptível ao intemperismo, principalmente em ambientes com clima tropicais 

e subtropicais, com forte regimes de chuvas ( WILFORD et al., 1997). 

 A gamaespectrometria depende de muitas variáveis, podendo ser citados os 

contrastes das propriedades físicas e geométricas das fontes radioativas, o tamanho e a 

resolução dos detectores, os efeitos do meio ambiente e, no caso de levantamentos aéreos, 

o movimento das fontes aéreas de radiação na atmosfera baixa (ULBRICH et al., 2009). 

 Sendo assim, ambas formas de análises mostram resultados relativos aos 

elementos totais presentes no solo. 

 A comparação desses dados com o mapa de uso e ocupação do solo permitiram 

realizar inferências sobre a área. Conforme Santos & Santos (2010), o mapeamento do 

uso e cobertura do solo é  considerado  por  vários  autores  uma  importante ferramenta  

de conhecimento  das rápidas transformações da paisagem, pois permite a obtenção de 

informações  para  construção  de  cenários ambientais  e  indicadores que poderão servir  

de  subsídios práticos  à  avaliação  da  capacidade  de  suporte ambiental, direcionando 

assim o melhor uso do solo naquele ambiente. 

 



                                                    

 

174 

 

3 MATERIAL E MÉTODOS 

 

 

O trabalho foi conduzido na bacia hidrográfica do Ribeirão Inhaúma, com área 

de 2.403,9 ha, coordenada central de 21°10’58.82”S e 41°00’08.87”O, localizada quase 

que totalmente no município de Iconha, no sul do estado do Espírito Santo. A área 

apresenta-se com relevo predominantemente montanhoso e forte ondulado. Segundo o 

levantamento de solos realizado pela Embrapa, e publicado pelo IBGE (2001), os solos 

presentes na região são: Cambissolo Háplico, Latossolo vermelho-amarelo e 

afloramentos de rocha. A geologia predominante na área de estudo é o metatonalito. 

Os dados geofísicos foram obtidos através do levantamento realizado pelo 

Serviço Geológico do Brasil - CPRM no ano de 2010. Foram utilizados 

gamaespectrômetro Radiations Solutions, modelo RS-500, de 1024 canais espectrais, 

onde o espectro de cada um dos cristais detectores é analisado individualmente para 

determinação precisa dos fotopicos de K, U e Th. Uma correção linear foi aplicada 

individualmente a cada cristal, mantendo o espectro permanentemente alinhado. As 

radiações gama detectadas foram somadas e as leituras reduzidas (normalizadas) a uma 

única saída de 256 canais espectrais. As leituras foram realizadas a cada segundo, 

representando medições a intervalos de amostragem de aproximadamente 75 m no terreno 

(CPRM, 2010). 

Os dados obtidos foram submetidos previamente pela CPRM (2010) as 

correções do tempo morto, filtragem (não linear e do tipo passa-baixa), correlação do erro 

de paralaxe, cálculo da altura efetiva de vôo, remoção do background da aeronave e da 

radiação cósmica, remoção do background do radônio, estimativa dos coeficientes 

Skyshine, correção do efeito Compton, correção altimétrica e conversões para determinar 

as concentrações dos elementos. A resolução espacial é de 125 m. 

Previamente a comparação com os dados provenientes da análise de 

termofluorescência os dados de gamaespectrometria foram comparados com o mapa de 

uso e ocupação do solo, este foi produzido utilizando o software ArcGis 10.2 a partir da 

observação de elementos básicos de interpretação, como: tonalidade e cor, forma e 

tamanho, padrão, textura, sombra. As imagens ortorretificadas da área, com resolução de 

25 cm, utilizadas neste estudo, foram cedidas pelo Instituto Capixaba de Pesquisa, 

Assistência Técnica e Extensão Rural-INCAPER, por meio do Sistema Integrado de 

Bases Geoespaciais do Estado do Espírito Santo- GEOBASES.  

As classes definidas foram: afloramento rochoso com vegetação, água, área 

construída, bambú, banana, café, café com banana, capoeira, estradas, eucalipto, floresta, 

palmeira, pastagem e solo exposto (Figura 67). Para auxiliar nas discussões esses mapas 

foram comparados também ao modelo digital de elevação-MDE, obtido a partir de dados 

do satélite ALOS com resolução de 12,5 m. Foi utilizada ferramenta adicional (toolbox) 

do Arcgis 10.2 para recuperação automática da temperatura da superfície terrestre (TST) 

a partir de dados do sensor TIRS do Landsat 8, conforme procedimento de estimação da 

temperatura da superfície terrestre desenvolvido de Sobrino e Jimenez-Munoz (2014).  
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As amostras para análise de termofluorescência foram coletadas ao longo de 

toda bacia, em 100 pontos, na profundidade 0-10 cm. Os locais de amostragem foram 

determinados utilizando o método do hipercubo latino condicionado, sendo considerado 

as possibilidades de acesso devido às dificuldades de deslocamento na área em função do 

relevo acentuado. Dessa forma a malha de pontos, ficou sempre próxima às estradas 

(Figura 68). Em cada um dos pontos, foram registradas as coordenadas utilizando-se 

receptor GNSS da Leica, modelo GS08Plus, cujos dados foram processados no programa 

Leca Geooffice 8.0. A base foi ajustada a partir da estação fixa do IBGE existente em 

Vitória/ES.  
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(a) (c)  

 

(f) 

 

(d) 

 

(e) 

a- Pastagem e floresta; b- afloramento rochoso com vegetação; c- banana; d- café com banana; e- café; f- eucalipto. 

Figura 67- Principais classes de uso e ocupação do solo definidas na Bacia do Ribeirão Inhaúma em 

Iconha/ES. 
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As amostras foram secas ao ar, destorroadas e passadas em peneira com malha 

de 2 mm. No laboratório foram maceradas em almofariz de ágata e novamente peneiradas 

em malha 1 mm, posteriormente colocadas em molde padrão e prensadas manualmente, 

a fim de se formarem pastilhas.   

Essas pastilhas foram usadas para leitura no analisador de termofluorescência 

de raios-X do Laboratório de Solos, da Universidade Federal de Viçosa-UFV. Foi 

utilizado para tal o modelo Micro-EDX-1300 da Shimadzu, foram usadas as voltagens 

padrão do equipamento.  

Após a análise de termofluorescência foi feito a verificação dos dados quanto 

a presença de outliers e dados perdidos (missing data), esses foram realizados com auxílio 

do software SPSS, utilizando-se a aba analyse, e o comando descriptive statistic para 

outliers, e para dados perdidos usou-se o comando analyse e posteriormente Missing 

value analyse. Em ambos casos para substituição desses dados utilizou-se a imputação 

por regressão, no qual o valor faltante/outlier de uma variável é estimado por intermédio 

da regressão dessa variável às demais.  

Foram feitas análise de correlação de Pearson; correlação não linear pelo 

Randomized Dependence Coefficient-RDC (Lopez-Paz et al., 2013), utilizando-se o 

software R, e análise de componentes principais – PCA para os dados obtidos a partir da 

termofluorescência, através do software SPSS. Previamente a PCA foi feito o teste de 

normalidade de Kolmogorov Sminorv (K-S) (p<0,05).  

 

 

 

Figura 68- Localização dos pontos de amostragem na bacia do Ribeirão 

Inhaúma, Iconha/ES. 
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4 RESULTADOS E DISCUSSÃO 

 

 

A Figura 69 mostra o mapa de uso e ocupação do solo. Os mapas com as 

concentrações de Urânio (U) em ppm; Tório (Th) em ppm e Potássio (K) em %, são 

mostrados na figura 70. A geologia do local é formada por metatonalitos, que são 

classificados como rochas magmáticas. Petrograficamente os metatonalitos tem como 

principais minerais essenciais o plagioclásio, o quartzo, o ortopiroxênio e o clinopiroxênio 

e como minerais secundários a hornblenda e a biotita; petroquimicamente os metatonalitos 

são rochas de filiação cálcio-alcalina de baixo teor de potássio (PINHO, 2005).  

Rochas de composição mineralógica caracterizada essencialmente por quartzo e 

plagioclásio apresentam baixas concentrações de K, U e Th, enquanto que as rochas 

compostas por micas, feldspatos e minerais acessórios como o zircão, a apatita e a monazita, 

contêm teores maiores desses elementos (SAPUCAIA et al, 2005). Alguns minerais 

acessórios portadores de Th e U podem ser citados, como zircão, titanita, epidoto primário, 

monazita, apatita, xenotima e allanita (ULBRICH, 2009). Essa informação é corroborada 

por Bea (1996) que ressalta que esses dois elementos estão comumente presentes em 

minerais acessórios encontrados em variadas rochas ígneas e metamórficas quartzo-

feldspáticas.  

Já em relação ao K, os locais onde esse elemento está presente em maior 

quantidade pode estar relacionado com as áreas usadas para agricultura, já que os produtores 

da região fazem grandes tratos culturais incluindo adubação potássica, principalmente na 

cultura da banana, bastante exigente desse mineral e com área bem representativa na bacia 

(72,81 ha). Porém, vale ressaltar que o local com maior teor de K encontra-se sob áreas de 

pastagem, floresta e afloramento rochoso com vegetação, nas regiões de maior altitude. 

 A concentração de U pode também estar relacionada com a adição de adubos, já 

que os locais que apresentam maiores teores deste correspondem a ocupação de áreas com 

banana, café e pastagem. Já em 1976, Pfister et al. observaram elevada concentração do 

urânio em superfosfato triplo, e super-simples. Righi et al. (2000) obtiveram valores de U e 

Th em amostras de adubos fosfatados (super triplo).  

Em relação ao Th, a concentração de U é cerca de seis a sete vezes menor, isso 

pode estar relacionado ao clima, onde regiões quente e úmida reúne condições necessárias 

para que ocorra lixiviação do urânio presente nas rochas. Esse tipo de clima promove e 

favorece circulação de águas, em geral ácidas, com oxigênio e dióxido de carbono 

dissolvidos, fator esse determinante para que os minerais contendo U, exceto os refratários, 

sejam hidrolisados, oxidados e lixiviados na forma do íon hidroxila (UO2)
2+, que em 

ambiente oxidante tem alta mobilidade, passando para a solução do solo (WEIDJEN e 

WEIDJEN, 1995).  

Além disso, a mobilidade do U+6 é modificada pela adsorção a óxidos hidratados 

de ferro, minerais de argila e coloides, como também pela transformação em minerais de U+4 

nos ambientes redutores (BECEGATO e FERREIRA, 2005).  

 Os principais minerais que contém Th (monazita e zircão) são estáveis durante o 

intemperismo e podem acumular-se. O tório liberado durante o intemperismo, pode ser 

retido em óxidos e hidróxidos de Fe e em argilas, podendo ser transportando por estes quando 

adsorvido (BECEGATO e FERREIRA, 2005). Dessa forma entende-se que o Th está mais 

presente na área de estudo por ser mais resistente as intempéries que o U. Rebello (2000) 

estudando rochas graníticas, concluiu que o Th devido a sua baixa mobilidade geoquímica, 

permanece fixo durante o intemperismo e a pedogênese.  
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 Em geral se observa uma correlação positiva entre os teores de Th e K, ou seja, os 

locais com maiores valores para Th também apresentam maiores valores para K, sendo que 

as regiões com menores valores também coincidem. 

 Ao comparar os mapas geofísicos (Figura 70) com o modelo digital de elevação-

MDE (Figura 71) percebe-se que os maiores teores de K são encontrados na parte mais alta 

e os menores estão na parte mais baixa, coincidente com a parte mais próxima ao rio, assim 

como o Th que apresenta o mesmo comportamento. Enquanto o U apresenta comportamento 

diferente, tendo maiores teores em altitudes intermediárias. Segundo Ferreira et al, 2009 o 

Th, geralmente contido como elemento menor em minerais acessórios, é de mobilização 

mais difícil e pode ficar retido, durante o intemperismo, junto com esses minerais no solo 

residual. 

Não é o caso do U, cuja mobilidade frente ao intemperismo é maior. K, por outro 

lado, pode ser inteiramente lixiviado nas regiões de climas tropicais a subtropicais, razão 

pela qual as medidas gamaespectrométricas nessas regiões, em solos bem desenvolvidos e 

aluviões, podem registrar valores próximos de zero ou até zero. Ao se proceder a análise de 

correlação não linear, entre altitude e dados geofísicos, comprova-se a forte correlação 

existente entre estes (Tabela 45). 

 

 

 

 

 

 

 

 

 

 

 

 

 

  
Figura 69- Mapa de uso e ocupação do solo. 
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Figura 70- Mapa de Potássio (%), Tório (ppm) e Urânio (ppm). 
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  Z Th U K Th/K U/K U/Th 

Z 1,00 0,88 0,78 0,90 0,53 0,77 0,79 

Th 0,87 1,00 0,39 0,85 0,54 0,56 0,68 

U 0,78 0,40 1,00 0,54 0,37 0,43 0,60 

K 0,85 0,85 0,54 1,00 0,81 0,81 0,56 

Thkraz 0,51 0,54 0,49 0,80 1,00 0,68 0,42 

Ukraz 0,75 0,56 0,45 0,81 0,68 1,00 0,74 

Uthraz 0,81 0,69 0,63 0,52 0,42 0,73 1,00 

 
Z-Altitude; Th – Tório; U-Urânio; Th/K- Razão Tório e K; U/K- Razão Urânio e Potássio; U/Th- 

Razão Urânio e Tório 

 

Figura 71- Modelo digital de elevação. 

Tabela 45- Correlação não linear entre altitude e dados 

geofísicos 
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 Os dados de temperatura da superfície (Figura 72) obtido a partir das bandas 10 e 

11 do sensor termal (TIRS) do satélite Landsat 8, apresentou uma amplitude de mais de 

10 ºC e correlação positiva entre a verdadeira temperatura cinética do alvo e o fluxo 

radiante emitido pelos mesmos (SOUSA e FERREIRA JUNIOR, 2012). Apesar da 

diferença de mais de 1.200 m entre a menor e maior altitudes, observa-se que o uso do 

solo foi o que mais influenciou a temperatura do solo (Tabela 46). Esses dados têm sido 

utilizados para se estimar mudanças no uso e ocupação do solo e alterações de índices de 

vegetação (GALLO e XIAN, 2014).  

Dessa forma ao se comparar esses dados ao mapa de uso e ocupação do solo 

percebe-se que os locais onde se encontram as maiores temperaturas são ocupados por 

afloramento rochoso com vegetação, com máxima de 24,92 °C e média de 18,79°C ; 

capoeira, com máxima de 25,34° e mínima de 12,10° e principalmente por áreas de 

pastagem com valores máximos de 26,07°C e média de 18,42 °C, associadas a esses há 

também pequenas áreas de solo exposto, que apresentou temperatura média de 18,30 °C. 

Já as áreas que possuem menor temperatura são aquelas próximas aos trechos de 

drenagem do rio, sendo ocupadas por cultivos de café, com mínima de 10,51 °C e média 

de 16,86 °C . Os valores mais baixos para temperatura da superfície independentemente 

da localização na bacia é para área de floresta, com valores médios de 15,38 °C. Silva et 

al. 2015 encontraram tendências semelhantes, onde áreas de florestas mais densas 

absorvem mais radiação que áreas desmatadas e pastagens e apresentam menor 

temperatura de superfície.  

É importante ressaltar que existem muitos trabalhos onde é feita a comparação 

entre a temperatura da superfície e o uso e ocupação do solo na zona urbana (SOUZA et 

al, 2016; AMORIM e MONTEIRO, 2011; YOUNG, 2005) porém é raro encontrar 

trabalhos que façam comparação entre diferentes uso e ocupação do solo em toda uma 

bacia tipicamente rural. 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 72- Mapa de temperatura da superfície para a bacia do Ribeirão 

Inhaúma, Iconha/ES. 
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Ao se proceder o teste de normalidade para profundidade 0-10 cm (Tabela 47), 

percebeu-se que Ca, Si, Ti, Cr, Cu, Ni , P, V, S não apresentaram distribuição normal 

mesmo após a transformação logarítmica e raiz quadrada dos dados. Dessa forma estes 

não foram considerados na análise de componentes principais para essa profundidade. 

Silva e Lima (2012), estudando a fertilidade de um Latossolo Vermelho-Amarelo não 

encontraram normalidade para os dados de P, K, Na, Ca, Mg, Fe, Cu. 

 

 

 

 

 

 

 

 

 

 

 

Uso e ocupação do solo Área 
Temp 

min 

Temp 

max 

Temp 

média 

Altitude 

min 

Altitude 

max 
Altitude 

média 

  ha °C m 

Afloramento rochoso com vegetação 354,96 11,20 24,92 18,79 249 1033 685 

Água 2,07 13,55 22,48 18,12 301 721 487 

Área construída 8,82 14,22 22,41 17,96 249 795 451 

Bambu 2,79 14,71 20,82 18,53 301 825 520 

Banana 72,81 12,44 23,62 17,93 249 800 556 

Café 91,35 10,51 23,13 16,86 249 791 469 

Café com banana 236,97 11,54 24,38 17,66 249 811 515 

Capoeira 26,82 12,10 25,34 17,14 249 860 519 

Estradas 19,35 13,00 23,42 18,08 249 795 494 

Eucalipto 16,83 14,65 23,75 17,52 390 874 655 

Floresta 507,42 10,23 23,18 15,38 249 1004 632 

Palmeira 0,27 16,14 20,46 18,17 346 588 385 

Pastagem 1052,37 11,01 26,07 18,42 249 1021 594 

Solo exposto 10,89 12,46 22,99 18,30 275 745 549 

 

*Distribuição normal pelo teste de Kolmogorov-Smirnov a 5 % 

Temp min- Temperatura mínima; Temp max- temperatura máxima; Temp média-Temperatura média; Altitude 

min- Altitude mínima; Altitude max- Altitude máxima 

Tabela 46- Valores de temperatura, altitude e área para os diferentes usos do solo na bacia do 

Ribeirão Inhaúma, Iconha/ES 

Tabela 47- Teste de normalidade para a profundidade 0-10 cm 

Kolmogorov-Smirnov 

Elemento 
Nº de amostras 

em cada prof. 
0-10 cm Elemento 

Nº de amostras 

em cada prof. 
0-10 cm 

Al 100 0,200* Cu 100 0,003 

Ca 100 0,000 Mn 100 0,200* 

Fe 100 0,200* Ni 100 0,001 

K 100 0,200* P 100 0,014 

Mg 100 0,200* Pb 100 0,200* 

Na 100 0,200* V 100 0,052 

Si 100 0,039 Zn 100 0,200* 

Ti 100 0,028 Zr 100 0,200* 

Cr 100 0,014 S 100 0,005 
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A análise de componentes principais apontou a separação em quatro grupos. O 

número de componentes principais foi definido de acordo com Johnson & Wichern 

(2002), onde se utilizou os componentes associados com valores maiores que 1 (um), 

sendo que estes explicaram juntos 75% da variação dos dados (Tabela 48), atendendo 

assim o pressuposto indicado por Kaiser (1960), onde considera-se a retenção das 

componentes que explicam mais de 70 % da variância. O componente principal 1 (PC1) 

explicou 34,5 % dos dados; o componente principal 2 (PC2) 18,1 %, o componente 

principal 3 (PC3) 12,1 % e o componente principal 4 (PC4) 10,3 % (Tabela 4). Segundo 

Johnson & Wichern (2002) os primeiros componentes são responsáveis pela maior parte 

da variabilidade contida no conjunto de dados. 

 

 

 

 

 

 

 

 

 

 

 

 

 

Para PC1 (Tabela 49) as variáveis que melhor explicaram a variação total dos 

dados foram Al, Fe, Pb, Cl; Para PC2 (Tabela 49) K, Mg, Zn e Zr; Para PC3 (Tabela 49) 

Mg e para PC4 (Tabela 49) Na. Foram considerados significativos valores acima de 0,5. 

Todas as correlações significativas foram positivas. 

 

 

 

 

 

 

Componente Componentes totais Componentes principais 

Total 
% da 

variância 

% da 

Variância 

Acumulada  

Total % da 

variância 

% da 

Variância 

Acumulada 

1 3,447 34,475 34,475 3,447 34,475 34,475 

2 1,813 18,133 52,608 1,813 18,133 52,608 

3 1,212 12,117 64,725 1,212 12,117 64,725 

4 1,025 10,253 74,978 1,025 10,253 74,978 

5 0,758 7,578 82,556    

6 0,593 5,933 88,488    

7 0,412 4,122 92,610    

8 0,274 2,745 95,355    

9 0,237 2,366 97,721    

10 0,228 2,279 100,000    

 

Tabela 48- Variância total explicada pelos componentes principais 



                                                    

 

184 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 Reunindo-se informações provenientes do mapa de solos elaborado pela Embrapa 

e da descrição de perfis na área de estudo, percebe-se que os solos encontrados na região 

são Latossolos, Gleissolos, Neossolos, Cambissolos e afloramentos de rocha. Com isso é 

possível inferir maiores características sobre os componentes principais estabelecidos, 

somado a informações da geologia do local, formada basicamente por metatonalitos. 

  O PC1 é representado pelas variáveis Al, Fe, Pb e Cl; Al e Fe são variáveis ligadas 

ao material de origem e consequente processo de intemperização; metatonalitos segundo 

Reis (2015) são caracterizados por teores de Al2O3 situados entre 14 e 19% e de Fe2O3 

entre 2,8 e 7,5%; nas análises de termofluorescência realizadas, as amostras possuem 

valor médio de 24,75 % Al2O3 e 10,37 % de Fe2O3. De acordo Kämpf & Curi (2000), os 

óxidos e hidróxidos de ferro e de alumínio, são relevantes indicadores pedogenéticos, pois 

sua formação é influenciada pelas condições do ambiente, além de persistirem por longos 

períodos no solo. Dentre os elementos considerados na análise de componentes principais, 

o Al e Fe são os mais abundantes nas amostras, enquanto a presença do Pb pode estar 

relacionada a alta sorção deste a óxidos de Fe, o que lhe confere uma correlação positiva 

com este.  

Suarez e Langmuir (1976) mostraram que os óxidos de ferro e de manganês 

apresentam uma alta sorção de metais pesados.  Segundo Santos (2005) o chumbo pode 

encontrar-se associado a minerais de argila e a hidróxidos de Fe e Al. O chumbo ocorre 

naturalmente em todos os solos, variando entre 1 a 200 mg/kg (SANTOS, 2005), como é 

o caso dos valores apresentados no resultados dessa análise. O Cl encontra-se no solo, em 

sua maior parte, em sais solúveis como CaCl2 e MgCl2, sua concentração varia de 20 a 

900 mg/kg (ABREU et al, 2007), os valores encontrados neste trabalho foram de 400 

mg/kg. 

 O PC2 (K, Mn, Zn, Zr) constitui o grupo que possui os menores valores entre 

aqueles envolvidos na análise, K entre os macronutrientes; Mn e Zn entre os 

micronutrientes e Zr entre os demais metais, já que o Pb foi inserido em outro componente 

principal. Os valores encontrados nos solos para a concentração de Mn e Zn são em média 

 Componente 

1 2 3 4 

Al 0,536 -0,487 0,442 0,113 

Fe 0,899 -0,029 -0,137 -0,020 

K -0,458 0,737 0,159 -0,029 

Mg -0,041 0,131 0,935 0,027 

Na 0,005 -0,166 0,069 0,897 

Mn -0,066 0,785 0,115 -0,294 

Pb 0,848 -0,124 -0,034 -0,048 

Zn -0,122 0,880 -0,016 -0,012 

Zr 0,376 0,534 -0,279 0,401 

Cl 0,678 -0,140 0,116 0,151 

 

Tabela 49- Composição dos fatores após a rotação 

dos eixos dos dados de solo coletados na bacia do 

Ribeirão Inhaúma, Iconha/ES 
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600 mg/kg para o primeiro, e de 10 a 300 mg/kg para o segundo (KRAUSKOPF, 1972). 

Esses estão na mesma faixa dos valores médios encontrados que foram de 639,4 mg/kg 

para Mn e 119,0 mg/kg para Zn (Tabela 50). O Zn ocorre como elemento acessório em 

alguns minerais primários como olivina, hornblenda, biotita e magnetita, minerais esses 

que ocorrem tanto em rochas ácidas como básicas (SANTOS, 2005). Os metatonalitos 

são consideradas rochas intermediárias, com teores de SiO2 de aproximadamente 58 a 

67% (Pinho, 2003). Segundo Reis (2015), o Mn em algumas áreas pode ser originado da 

desagregação do piroxênio; que é um mineral encontrado em rochas como metatonalito e 

xisto; Esse conjunto de minerais pode também ter seus teores relacionados a adubações 

nas áreas de cultivo.  

A PC3 e PC4 são compostas por um único elemento, sendo Mg e Na, 

respectivamente. Ambos estão dentre os elementos derivados dos metatonalitos 

(KRAUSKOF, 1967). Segundo Havlin et al, (1999) o magnésio na forma não trocável é 

encontrado em minerais primários e secundários, como biotita, hornblenda, olivina, 

dentre outros. O teor médio de Mg na crosta terrestre gira em torno de 19 g/kg, e varia 

segundo a origem geológica do solo (DECHEN e NACHTIGALL, 2007), nas amostras 

foi encontrado um valor médio de 639,38 mg/kg. O Mg presente nas amostras pode ter o 

efeito das calagens realizadas nas áreas de agricultura e pastagem. 

O metatonalito possui cerca de 3 a 5,7% de Na2O (REIS 2015), o que é 

corroborado por Krauskof (1967), que cita ser está fonte de alguns elementos inclusive 

sódio. Segundo Dechen e Nachtigall (2007), o Na constitui 2,8% da crosta terrestre, e 

encontra-se no solo como cátion monovalente, adsorvido aos colóides de argila, sendo 

capaz, quando em altas quantidades, de deslocar Ca e K. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

A análise de correlação de Pearson é apresentada na Tabela 51. A partir dela 

selecionou-se àquelas que obtiveram coeficiente maior que 0,5. Dessa maneira observou-

se correlação positiva entre Zn com P e K; Mn com Ca; P, V e Zr com Ti; V com P e Zr; 

  

Valores 

médios   

Valores 

médios 

Al2O3 (%) 24,75 MnO (ppm) 639,38 

CaO (%) 0,38 NiO (ppm) 17,79 

Fe2O3 (%) 10,37 P2O5 (ppm) 2503,77 

K2O (%) 1,26 PbO (ppm) 203,19 

MgO (%) 1,34 V2O5 (ppm) 417,78 

Na2O (%) 1,71 ZnO (ppm) 119,01 

SiO2 (%) 34,15 ZrO2 (ppm) 770,61 

TiO2 (%) 2,12 SO3 (%) 0,12 

Cr2O3 (ppm) 266,55 Cl (%) 0,40 

CuO (ppm) 93,56     

 

Tabela 50- Teores médios de nutrientes no solo, na 

camada 0-10 cm obtidos por termofluorescência 
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Th com kperc; Uthra com V; Ukraz com Thkra e Uthra e Temp com Th. E correlação 

negativa entre Zn e Al; Si com Fe e PB; Th com Ukraz e Uthra.  

Tanto o Kperc obtido através dos dados da CPRM, quanto o K obtido pela análise 

de termofluorescência representam valores totais no elemento no solo, dessa forma 

esperava-se que houvesse correlação entre eles, porém de acordo com a correlação de 

Pearson, o coeficiente foi de apenas 0,11.  

A fim de checar a existência de mais correlações entre as variáveis, procedeu-se 

o teste de correlação não linear (Tabela 52). Essa apresentou apenas correlações positivas, 

com coeficientes mais elevados. 

Os gráficos de dispersão (Figura 73), mostram as correlações não lineares maiores 

que 0,8.    
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  Al Ca Fe K Mg Na Si Ti Cr Cu Mn Ni P Pb V Zn Zr S Cl Th U Kperc Th/K U/K U/th T 

Al 1,00 -0,46 0,42 -0,49 0,22 0,23 -0,37 -0,12 0,17 0,21 -0,45 -0,11 -0,31 0,45 -0,13 -0,50 -0,10 -0,45 0,38 -0,17 0,01 -0,36 0,36 0,39 0,15 0,07 

Ca -0,46 1,00 -0,24 0,27 -0,26 -0,09 0,06 -0,01 -0,13 0,02 0,60 0,03 0,56 -0,22 -0,02 0,46 -0,01 0,12 -0,29 0,09 0,02 0,28 -0,22 -0,24 -0,10 -0,08 

Fe 0,42 -0,24 1,00 -0,45 -0,15 0,09 -0,70 0,62 0,21 0,00 -0,17 -0,23 0,26 0,75 0,57 -0,13 0,16 -0,30 0,48 0,23 0,22 0,08 0,20 0,23 0,04 0,25 

K -0,49 0,27 -0,45 1,00 0,23 -0,28 0,44 0,05 -0,18 -0,12 0,41 0,15 0,12 -0,49 0,09 0,60 0,27 -0,02 -0,37 0,12 -0,15 0,11 -0,03 -0,26 -0,25 -0,30 

Mg 0,22 -0,26 -0,15 0,23 1,00 0,07 0,24 -0,23 0,07 0,15 -0,05 0,23 -0,43 -0,11 -0,21 0,08 -0,12 -0,08 0,03 -0,09 -0,07 -0,12 0,07 0,02 0,03 -0,06 

Na 0,23 -0,09 0,09 -0,28 0,07 1,00 0,03 0,01 0,11 -0,01 -0,14 0,00 -0,14 0,12 0,01 -0,23 0,00 -0,04 0,10 -0,06 0,08 -0,12 0,11 0,11 0,07 0,03 

Si -0,37 0,06 -0,70 0,44 0,24 0,03 1,00 -0,31 -0,09 0,14 0,00 0,23 -0,29 -0,56 -0,26 0,12 -0,01 0,00 -0,27 -0,21 -0,21 -0,17 -0,07 -0,11 0,00 -0,32 

Ti -0,12 -0,01 0,62 0,05 -0,23 0,01 -0,31 1,00 -0,10 -0,08 0,00 -0,13 0,55 0,44 0,99 0,30 0,64 -0,29 0,25 0,39 0,29 0,22 0,10 0,06 -0,11 0,18 

Cr 0,17 -0,13 0,21 -0,18 0,07 0,11 -0,09 -0,10 1,00 0,15 -0,07 0,47 -0,09 0,24 -0,12 -0,14 -0,32 0,14 0,05 0,10 0,12 0,10 0,02 0,08 0,06 0,13 

Cu 0,21 0,02 0,00 -0,12 0,15 -0,01 0,14 -0,08 0,15 1,00 0,10 0,22 -0,04 0,10 -0,08 0,13 -0,08 -0,22 0,12 -0,17 0,02 -0,12 -0,01 0,15 0,20 -0,05 

Mn -0,45 0,60 -0,17 0,41 -0,05 -0,14 0,00 0,00 -0,07 0,10 1,00 0,09 0,45 -0,21 -0,01 0,70 -0,05 0,06 -0,23 -0,07 0,02 0,15 -0,16 -0,11 0,03 -0,21 

Ni -0,11 0,03 -0,23 0,15 0,23 0,00 0,23 -0,13 0,47 0,22 0,09 1,00 -0,02 -0,10 -0,10 0,21 -0,08 0,05 -0,04 -0,13 0,01 -0,02 -0,18 0,03 0,16 -0,12 

P -0,31 0,56 0,26 0,12 -0,43 -0,14 -0,29 0,55 -0,09 -0,04 0,45 -0,02 1,00 0,15 0,55 0,56 0,22 -0,15 -0,02 0,27 0,16 0,25 -0,02 0,00 -0,10 0,05 

Pb 0,45 -0,22 0,75 -0,49 -0,11 0,12 -0,56 0,44 0,24 0,10 -0,21 -0,10 0,15 1,00 0,41 -0,23 0,12 -0,26 0,40 0,19 0,26 0,07 0,16 0,23 0,07 0,25 

V -0,13 -0,02 0,57 0,09 -0,21 0,01 -0,26 0,99 -0,12 -0,08 -0,01 -0,10 0,55 0,41 1,00 0,33 0,66 -0,31 0,23 0,38 0,26 0,20 0,11 0,06 -0,11 0,15 

Zn -0,50 0,46 -0,13 0,60 0,08 -0,23 0,12 0,30 -0,14 0,13 0,70 0,21 0,56 -0,23 0,33 1,00 0,18 -0,06 -0,21 0,00 0,05 0,15 -0,13 -0,06 0,03 -0,26 

Zr -0,10 -0,01 0,16 0,27 -0,12 0,00 -0,01 0,64 -0,32 -0,08 -0,05 -0,08 0,22 0,12 0,66 0,18 1,00 -0,19 0,08 0,25 0,14 0,05 0,07 -0,03 -0,13 0,06 

S -0,45 0,12 -0,30 -0,02 -0,08 -0,04 0,00 -0,29 0,14 -0,22 0,06 0,05 -0,15 -0,26 -0,31 -0,06 -0,19 1,00 -0,23 0,10 0,08 0,23 -0,37 -0,30 -0,01 0,17 

Cl 0,38 -0,29 0,48 -0,37 0,03 0,10 -0,27 0,25 0,05 0,12 -0,23 -0,04 -0,02 0,40 0,23 -0,21 0,08 -0,23 1,00 0,06 -0,03 -0,03 0,08 0,10 0,00 0,14 

Th -0,17 0,09 0,23 0,12 -0,09 -0,06 -0,21 0,39 0,10 -0,17 -0,07 -0,13 0,27 0,19 0,38 0,00 0,25 0,10 0,06 1,00 0,27 0,76 -0,06 -0,52 -0,60 0,55 

U 0,01 0,02 0,22 -0,15 -0,07 0,08 -0,21 0,29 0,12 0,02 0,02 0,01 0,16 0,26 0,26 0,05 0,14 0,08 -0,03 0,27 1,00 0,39 -0,26 0,23 0,50 0,16 

Kperc -0,36 0,28 0,08 0,11 -0,12 -0,12 -0,17 0,22 0,10 -0,12 0,15 -0,02 0,25 0,07 0,20 0,15 0,05 0,23 -0,03 0,76 0,39 1,00 -0,56 -0,68 -0,30 0,38 

Th/K 0,36 -0,22 0,20 -0,03 0,07 0,11 -0,07 0,10 0,02 -0,01 -0,16 -0,18 -0,02 0,16 0,11 -0,13 0,07 -0,37 0,08 -0,06 -0,26 -0,56 1,00 0,58 -0,26 -0,02 

U/K 0,39 -0,24 0,23 -0,26 0,02 0,11 -0,11 0,06 0,08 0,15 -0,11 0,03 0,00 0,23 0,06 -0,06 -0,03 -0,30 0,10 -0,52 0,23 -0,68 0,58 1,00 0,60 -0,28 

U/th 0,15 -0,10 0,04 -0,25 0,03 0,07 0,00 -0,11 0,06 0,20 0,03 0,16 -0,10 0,07 -0,11 0,03 -0,13 -0,01 0,00 -0,60 0,50 -0,30 -0,26 0,60 1,00 -0,33 

T 0,07 -0,08 0,25 -0,30 -0,06 0,03 -0,32 0,18 0,13 -0,05 -0,21 -0,12 0,05 0,25 0,15 -0,26 0,06 0,17 0,14 0,55 0,16 0,38 -0,02 -0,28 -0,33 1,00 

 
 Th – Tório; U-Urânio; Kperc-K obtido da gamaespectrometria; Th/K- Razão Tório e K; U/K- Razão Urânio e Potássio; U/Th- Razão Urânio e Tório; T- temperatura 

Tabela 51- Correlação de Pearson entre dados obtidos por termofluorescência de raios-x, dados gamaespectrométricos e temperatura 
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  Al Ca Fe K Mg Na Si Ti Cr Cu Mn Ni P Pb V Zn Zr S Cl Th U Kperc Th/K U/K U/Th T 

Al 1,00 0,77 0,48 0,70 0,34 0,35 0,41 0,54 0,31 0,25 0,57 0,28 0,31 0,47 0,54 0,69 0,32 0,57 0,41 0,31 0,38 0,39 0,45 0,53 0,32 0,21 

Ca 0,77 1,00 0,46 0,87 0,23 0,29 0,39 0,31 0,27 0,23 0,68 0,24 0,35 0,53 0,33 0,77 0,34 0,37 0,44 0,14 0,36 0,32 0,34 0,31 0,24 0,24 

Fe 0,45 0,45 1,00 0,44 0,24 0,19 0,73 0,73 0,31 0,21 0,44 0,33 0,57 0,77 0,71 0,42 0,40 0,50 0,51 0,42 0,32 0,38 0,35 0,39 0,27 0,40 

K 0,70 0,87 0,47 1,00 0,33 0,36 0,50 0,38 0,37 0,32 0,75 0,26 0,34 0,50 0,40 0,86 0,35 0,52 0,42 0,34 0,41 0,30 0,37 0,36 0,41 0,34 

Mg 0,36 0,25 0,24 0,30 1,00 0,33 0,35 0,38 0,28 0,25 0,22 0,33 0,46 0,19 0,34 0,18 0,30 0,32 0,24 0,39 0,31 0,49 0,44 0,36 0,24 0,28 

Na 0,34 0,30 0,23 0,31 0,33 1,00 0,28 0,29 0,26 0,24 0,41 0,33 0,46 0,23 0,30 0,34 0,35 0,41 0,27 0,34 0,25 0,37 0,27 0,30 0,34 0,28 

Si 0,39 0,40 0,73 0,50 0,36 0,29 1,00 0,46 0,25 0,27 0,41 0,31 0,50 0,65 0,43 0,52 0,24 0,26 0,38 0,38 0,30 0,24 0,29 0,32 0,29 0,54 

TI 0,54 0,31 0,72 0,38 0,37 0,25 0,47 1,00 0,32 0,23 0,43 0,21 0,76 0,51 0,99 0,43 0,72 0,35 0,36 0,57 0,39 0,38 0,29 0,36 0,42 0,32 

Cr 0,30 0,27 0,30 0,41 0,30 0,31 0,27 0,31 1,00 0,37 0,18 0,59 0,30 0,31 0,33 0,31 0,40 0,41 0,25 0,31 0,46 0,22 0,27 0,24 0,33 0,34 

Cu 0,25 0,22 0,23 0,31 0,26 0,33 0,26 0,22 0,41 1,00 0,38 0,36 0,28 0,26 0,25 0,23 0,28 0,41 0,27 0,34 0,27 0,27 0,21 0,23 0,27 0,23 

Mn 0,58 0,68 0,42 0,75 0,28 0,38 0,41 0,40 0,23 0,32 1,00 0,34 0,49 0,30 0,41 0,81 0,29 0,35 0,32 0,18 0,28 0,23 0,33 0,27 0,22 0,27 

Ni 0,26 0,21 0,33 0,26 0,33 0,23 0,31 0,22 0,60 0,32 0,34 1,00 0,27 0,23 0,18 0,24 0,22 0,20 0,46 0,31 0,19 0,29 0,28 0,28 0,27 0,29 

P 0,32 0,39 0,57 0,35 0,48 0,34 0,52 0,76 0,31 0,31 0,49 0,26 1,00 0,40 0,76 0,61 0,58 0,45 0,28 0,49 0,31 0,37 0,28 0,39 0,26 0,26 

Pb 0,47 0,52 0,76 0,50 0,18 0,26 0,65 0,51 0,31 0,30 0,33 0,26 0,41 1,00 0,49 0,36 0,21 0,45 0,49 0,27 0,48 0,31 0,25 0,37 0,39 0,36 

V 0,55 0,35 0,70 0,39 0,33 0,22 0,44 0,99 0,35 0,29 0,46 0,22 0,75 0,49 1,00 0,47 0,73 0,37 0,35 0,57 0,36 0,37 0,29 0,38 0,43 0,34 

Zn 0,70 0,77 0,43 0,86 0,35 0,28 0,56 0,43 0,31 0,30 0,81 0,23 0,61 0,38 0,46 1,00 0,34 0,38 0,39 0,19 0,34 0,27 0,37 0,33 0,23 0,41 

Zr 0,29 0,30 0,39 0,42 0,33 0,30 0,23 0,70 0,39 0,39 0,32 0,20 0,56 0,28 0,72 0,35 1,00 0,23 0,36 0,46 0,34 0,29 0,43 0,26 0,28 0,30 

S 0,58 0,40 0,47 0,45 0,34 0,34 0,25 0,35 0,40 0,39 0,39 0,21 0,45 0,39 0,36 0,45 0,27 1,00 0,33 0,44 0,35 0,45 0,43 0,34 0,24 0,26 

Cl 0,41 0,42 0,50 0,40 0,25 0,26 0,39 0,37 0,24 0,34 0,32 0,47 0,31 0,49 0,35 0,35 0,31 0,34 1,00 0,29 0,26 0,24 0,28 0,28 0,27 0,32 

Th 0,29 0,12 0,33 0,39 0,45 0,18 0,35 0,58 0,37 0,31 0,19 0,34 0,50 0,29 0,59 0,26 0,51 0,43 0,29 1,00 0,39 0,85 0,54 0,56 0,68 0,61 

U 0,31 0,30 0,32 0,39 0,30 0,38 0,34 0,39 0,46 0,27 0,27 0,20 0,29 0,45 0,36 0,32 0,35 0,33 0,35 0,40 1,00 0,54 0,37 0,43 0,60 0,29 

Kperc 0,41 0,25 0,40 0,31 0,35 0,36 0,25 0,41 0,16 0,27 0,22 0,26 0,29 0,31 0,40 0,23 0,39 0,49 0,21 0,85 0,54 1,00 0,81 0,81 0,56 0,47 

Th/K 0,40 0,32 0,37 0,38 0,44 0,23 0,29 0,39 0,22 0,25 0,32 0,27 0,28 0,27 0,42 0,32 0,44 0,45 0,26 0,54 0,49 0,80 1,00 0,68 0,42 0,37 

U/K 0,51 0,32 0,39 0,36 0,37 0,33 0,32 0,38 0,30 0,23 0,24 0,28 0,38 0,38 0,41 0,26 0,24 0,35 0,27 0,56 0,45 0,81 0,68 1,00 0,74 0,44 

U/Th 0,32 0,17 0,24 0,40 0,26 0,33 0,20 0,39 0,29 0,23 0,33 0,29 0,27 0,39 0,41 0,21 0,28 0,29 0,27 0,69 0,63 0,52 0,42 0,73 1,00 0,40 

T 0,22 0,26 0,39 0,34 0,36 0,29 0,54 0,32 0,33 0,20 0,26 0,32 0,35 0,35 0,33 0,44 0,30 0,31 0,32 0,58 0,29 0,48 0,34 0,38 0,38 1,00 

 

 Th – Tório; U-Urânio; Kperc-K obtido da gamaespectrometria; Th/K- Razão Tório e K; U/K- Razão Urânio e Potássio; U/Th- Razão Urânio e Tório; T- temperatura 

Tabela 52- Correlação não linear- RDC entre dados obtidos por termofluorescência de raios-x, dados gamaespectrométricos e 

temperatura 
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K_perc – Potássio medido por gamaespectrômetro; Th – Tório; UKraz- Razão Urânio e Tório; ThKra – Razão Tório e Potássio 

Figura 73- Gráficos de dispersão para correlações maiores que 0,8. 
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O Vanádio ocorre, geralmente, em depósitos de sulfetos, associado a Pb, Zn, Cu e Mn 

(WEDEPOHL 1978); é conhecido por formar complexos catiônicos e aniônicos, apresentando 

vários comportamentos; podendo ser carreado por minerais titaníferos. As concentrações de Ti 

encontradas nos solos variam de 1.000 a 10.000 mg/kg (KABATA - PENDIAS & PENDIAS 

2001). São encontradas na literatura a associação de Ti e V principalmente em depósitos 

minerais (Fischer, 1975; Taylor et al., 2006). Os minerais de Ti são muito resistentes a 

intempéries enquanto o V é distribuído em perfis de solo de forma bastante uniforme e a 

variação no conteúdo de V do solo é herdada dos materiais originais (KABATA-PENDIAS 

2010). Assim, concentrações mais altas de V (até 500 mg / kg) são relatadas para Cambissolos 

(KABATA-PENDIAS 2010). 

 Zinco apresentou alta correlação com Ca, K e Mn, essas também mostrara-se altas pela 

correlação de Pearson, sendo todas positivas, indicando que onde houve um incremento da 

concentração de Zn, houve também um aumento nos valores de Ca, K e Mn .  K também 

apresentou correlação com Ca, sendo que a correlação linear foi positiva, porém baixa (0,27); 

enquanto a não linear apresentou valores de 0,87. 

 Conforme discutido anteriormente o Th e K, apresentaram tendências de distribuição e 

comportamento semelhante na área estudada, enfatizando a correlação existente entre estes. O 

K apresentou correlação com a razão entre Tório e K, e Urânio e K; justamente devido a sua 

participação nessas razões. 

 

5 CONCLUSÕES 

 

 

1. Foi possível identificar a correlação existente entre o uso e ocupação dos solos com os 

dados de gamaespectrometria e de temperatura, indicando que o uso e ocupação do solo 

interfere na concentração de elementos e na temperatura do solo, o que influencia 

diretamente no estado de conservação deste. 

2. Em relação aos dados aerogeofísicos de gamaespectrometria foram encontradas altas 

correlações com altitude e baixa correlação com dados obtidos pela análise de 

termofluorescência, indicando que dados provenientes da análise de termofluorescência 

não podem substituir àqueles advindos da gamaespectrometria e vice-versa, para fins de 

análise de características do terreno. 

3. Análises de termofluorescência e de gamaespecetrometia não são eficientes para 

determinação de K no solo, não podendo servir como base para recomendações que 

visem a adição desse nutriente ao solo. 
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RESUMO 

 

 

Os teores de SiO2, Al2O3, TiO2 e Fe2O3 encontrados no solo, ajudam a determinar diferentes 

fatores como o grau de intemperização e desenvolvimento destes. Tradicionalmente, a análise 

dos teores desses óxidos é feita em laboratório pelo método denominado ataque total, porém 

este é um método dispensioso quando comparado a outras opções como a análise de 

fluorescência. Dessa forma, seria interessante um estudo que permitisse avaliar e comparar os 

resultados de ambos os métodos, para se analisar alternativas para laboratórios de rotina que 

trabalham com grande volume de análises diárias, facilitando assim este serviço. Sendo assim, 

este estudo propõe um estudo inicial sobre a possibilidade do uso da fluorescência como 

ferramenta na determinação de óxidos de Fe, Al, Si e Ti. O estudo foi realizado em Iconha/ES, 

na bacia do Ribeirão Inhaúma. Para análise de fluorescência foram utilizados o horizonte B de 

10 perfis de solo coletados ao longo de toda bacia. As amostras foram secas ao ar, destorroadas 

e passadas em peneira com malha de 2 mm. No laboratório foram maceradas em almofariz de 

ágata e novamente peneiradas em malha 1 mm, posteriormente colocadas em molde padrão e 

prensadas manualmente, a fim de se formarem pastilhas.  Essas pastilhas foram usadas para 

leitura no analisador de fluorescência de raios-X do Laboratório de Solos. O ataque sulfúrico 

das amostras foi feito conforme Embrapa (2011). Foram calculados as relações moleculares  ki 

e kr e feita a análise de correlação entre os métodos. Os teores de SiO2 e Al2O3 compuseram a 

maior parte da amostra nas duas análises. As diferenças de teores encontrados nas duas análises 

levam a diferentes valores dos índices Ki e Kr. Os maiores valores de Al2O3, em relação a SiO2 

indicam o alto grau de intemperismo dos solos estudados. O índice kr mostrou que há grande 

discrepância na interpretação dos resultados utilizando os dois métodos, já que o ataque 

sulfúrico apresentou valores bastante inferiores em relação a aqueles obtidos na análise de 

fluorescência. O índice ki proporcionou mesma interpretação dos dados, independentemente da 

forma de análise utilizada. Verificou-se bons valores de R² para Al, Ti e Fe, com destaque para 

Ti com r² de 0,917 e ferro de 0,891. Al obteve valor de 0,636 e silício o pior desempenho com 

0,269. Esse resultado demonstra a boa correlação existente entre os resultados obtidos pelas 

duas análises, indicando o pontencial da análise de raios x ser utilizada como ferramenta na 

determinação desses óxidos. É necessário o estudo aprofundado dessas correlações, avaliando-

se uma quantidade maior de amostras, que sirvam de subsídio para análises estatísticas que 

possam comprovar a eficiência do método, porém percebe-se que esses são resultados 

promissores para maior agilidade e eficiência na realização dessas análises. 

Palavras-chave: ataque sulfúrico, fluorescência, Ki, Kr 

 

ABSTRACT 

 

 

The levels of SiO2, Al2O3, TiO2 and Fe2O3 found in the soil, help to determine different 

factors such as the degree of weathering and development of these. Traditionally, the analysis 

of the oxides contents is done in the laboratory by the method called total attack, however this 

is a dispensing method when compared to other options such as thermofluorescence analysis. 

Thus, it would be interesting to study the results of both methods in order to analyze alternatives 

to routine laboratories that work with a large volume of daily analyzes, thus facilitating this 

service. Thus, this study proposes an initial study about the possibility of using 
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thermofluorescence as a tool in the determination of Fe, Al, Si and Ti oxides. The study was 

carried out in Iconha / ES, in the Ribeirão Inhaúma basin. For thermofluorescence analysis, the 

B horizon of 10 soil profiles collected along the entire basin was used. The samples were air-

dried, stripped and sieved with a 2 mm mesh. In the laboratory, they were macerated in agate 

mortar and sieved again in a 1 mm mesh, later placed in standard mold and manually pressed 

in order to form pellets. These pellets were used for reading in the soil laboratory's X-ray 

fluorescence analyzer. The sulfuric attack of the samples was done according to Embrapa 

(2011). The molecular relations ki and kr were calculated and the correlation analysis between 

the methods was done. The SiO2 and Al2O3 contents made up the majority of the sample in 

the two analyzes. The differences in contents found in the two analyzes lead to different values 

of Ki and Kr indexes. The higher values of Al2O3 in relation to SiO2 indicate the high degree 

of weathering of the studied soils. The kr index showed that there is a great discrepancy in the 

interpretation of the results using the two methods, since the sulfuric attack showed values 

much lower than those obtained in the thermofluorescence analysis. The ki index provided the 

same interpretation of the data, regardless of the form of analysis used. Good values of R² for 

Al, Ti and Fe were verified, with Ti with r² of 0.917 and iron of 0.891. Al obtained a value of 

0.636 and silicon the worst performance with 0.269. This result demonstrates the good 

correlation between the results obtained by the two analyzes, indicating that the potential of x - 

ray analysis is used as a tool in the determination of these oxides. It is necessary to study in 

depth these correlations, evaluating a larger number of samples, which serve as a subsidy for 

statistical analysis that can prove the efficiency of the method, but it is perceived that these are 

promising results for greater agility and efficiency in carrying out these analyzes. 

Keywords: sulfuric attack, fluorescence, Ki, Kr 

 

1 INTRODUÇÃO 

 

 

Dados relativos aos teores de SiO2, Al2O3, TiO2 e Fe2O3 encontrados no solo, são de 

grande valia para se determimar vários fatores, como o grau de desenvolvimento deste. O 

método mais utilizado atualmente para essa quantificação é o ataque total. Porém este é um 

método dispensioso e potencial poluidor do meio ambiente, pelo uso de reagentes químicos, 

quando comparado a outras possíveis opções como a fluorescência, que necessita apenas de 

preparo físico da amostra e apresenta como vantagens analisar as mesmas de forma não 

destrutiva, rápida e econômica. 

Em 2001, Nagata et al., ponderavam que a utilização da fluorescência de raios-X em 

rotinas de análise química, já deveria ter um uso maior e mais frequente do era observado na 

literatura. Atualmente, observa-se uma tendência de uso desse método para avaliação de 

diferentes atributos do solo (TIGHE  et al., 2018; CHAKRABORTY et al, 2017; KANIU e 

ANGEYO, 2015; KANIU et al., 2012). 

A análise por Fluorescência de Raios X é um método quali-quantitativo baseado na 

medida das intensidades dos Raios X característicos emitidos pelos elementos que constituem 

a amostra (POTTS, 2008). Segundo Jenkins (1988), a espectrometria de fluorescência de raios-

X permite identificar elementos através da medição do comprimento de onda ou da energia de 

uma emissão de raios-X. 

É uma análise rápida, feita em aparelho de fluorescência de raios-X, que não exige uso 

de reagentes químicos. Dessa forma, apresenta-se como uma forma mais sutentável e segura de 

análise em relação ao meio ambiente. Ao contrário, o ataque sulfúrico, exige a manipulação de 

ácidos e necessita de maior tempo para análise. Nanni e Demattê (2006) apontam que a análise 
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de laboratório, usada para quantificação de atributos do solo, apresentam custo elevado 

(BASHAGALUKE et al., 2015) e possibilidade de geração de impactos ambientais pelo uso de 

reagentes químicos na análise, além de dispender muito tempo entre a amostragem e a aquisição 

dos resultados. 

Dessa forma, seria interessante um estudo que permitisse avaliar e comparar os 

resultados de ambos os métodos, para analisar alternativas para laboratórios de rotina que 

trabalham com grande volume de análises diárias, facilitando assim este serviço. 

Com isso, este trabalho propõe um estudo inicial sobre a possibilidade do uso da 

fluorescência como ferramenta na determinação de óxidos de Fe, Al, Si e Ti. 

 

2 REVISÃO BIBLIOGRÁFICA 

 

 

2.1 Ataque Sulfúrico 

 

A determinação de teores totais de elementos do solo, pode ser feita segundo diferentes 

métodos, a eficiência de cada um deles varia conforme o tipo de elemento que se deseja 

determinar e também com a composição do solo (SALDANHA et al, 1997). 

Dentre esses métodos, o ataque sulfúrico é utilizado na determinação de Fe, Al, Si, Ti, 

Mn e P. Esses elementos são determinados na forma de óxidos, sendo Fe2O3, Al2O3, SiO2, TiO2, 

MnO2 e P2O5. 

Em 1969, Vettori publicou boletim técnico sobre métodos de análise do solo, cuja 

determinação de Si, Al, Fe, T e P era feita por meio do ataque sulfúrico. 

Nesse método usa-se o ácido sulfúrico como reagente, pois, segundo Saldanha (1997), 

seu poder oxidante é praticamente nulo, apenas aquele proveniente dos íons hidrogênio têm 

esse efeito.Porém, estes são facilmente reduzidos a hidrogênio gasoso, pela ação dos metais em 

solução. Entretanto, Bock (1979) ressalta que quando aquecido o ácido sulfúrico, causa 

oxidação praticamente total dos compostos orgânicos, podendo ainda outros elementos serem 

oxidados, inclusive o próprio ácido sulfúrico em SO3, S ou H2S (SALDANHA, et al., 1997). 

A determinação dos elementos Si, Al e Fe, permitem a determinação de relações 

moleculares, como o Ki e Kr que são índices, que permitem inferir sobre o grau de 

intemperização dos solos (EMBRAPA, 2011). 

 
 

2.2 Índices Ki e Kr 
 

Existem diferentes formas criadas para quantificar o grau de intemperismo do solo, estas 

incluem métodos químicos, físicos, petrográficos, e com base em difração de raios-X e 

microscopia eletrônica (OLIVEIRA, 2006).  

Harrassowitz (1926 apud VIEIRA, 1975; FALCÃO, 1984) propôs os índices Ki e Kr. 

Estes índices são definidos por: 

𝐾𝑖 =
 𝑆𝑖𝑂2

 𝐴𝑙2𝑂3
 

 

(1) 

(2) 
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𝐾𝑟 =  
𝑆𝑖𝑂2

( 𝐴𝑙2𝑂3 + 𝐹𝑒2𝑂3)   
 

 

Onde: SiO2 é o teor de Dióxido de Silício,  

         Al2O3 é o teor de Óxido de Alumínio 

         Fe2O3 é o teor de Óxido de Ferro 

Para se utilizar o teor percentual no cálculo de Ki e Kr, emprega-se as seguintes equações 

(REATTO et al., 1998): 

𝐾𝑖 = 1,7 𝑥 
% 𝑆𝑖𝑂2

% 𝐴𝑙2𝑂3
 

 

𝐾𝑟 = 1,7 𝑥 
% 𝑆𝑖𝑂2

% 𝐴𝑙2𝑂3 + (0,6325 𝑥 % 𝐹𝑒2𝑂3)   
  

 

Valores de Ki ≥ 2,2 pressupõe solos jovens, e valores < que 2,2 solos maduros; enquanto 

valores de Kr > 0,75 determina solos cauliníticos, e quando o Kr ≤ 0,75, trata-se de solos 

oxídicos (RESENDE & SANTANA, 1988). Segundo o SBCS (2006), solos cauliníticos são 

aqueles com predominância de argilominerais do grupo da caulinita, enquanto solos oxídicos 

têm predominância de óxidos de ferro e alumínio, podendo ser divididos em hematíticos e 

ghoetíticos. 

 

2.3 Fluorescência De Raios-X 

 

 A fluorescência de raios X é uma técnica desenvolvida ao longo do séc. XX, presente 

desde 1913, quando demonstrou-se a relação entre a energia de raios-X característica de um 

elemento e o seu número atômico, tendo ao longo dos anos sofrido diversas melhorias nos 

detectores e tubos de raios-X (FELICZAKI e MELQUIADES, 2014). 

 Os raios X emitidos por tubos de raios X, ou raios X ou gama por uma fonte radioativa, 

excitam os elementos que constituintes, os quais, por sua vez, emitem linhas espectrais com 

energias características do elemento e cujas intensidades estão relacionadas com a concentração 

do elemento na amostra (NASCIMENTO FILHO, 1999). Ou seja, a espectrometria de 

fluorescência de raios-X realiza análises da composição química de uma amostra através da 

detecção dos raios-X caraterísticos dos seus elementos (URBANO E BRANDÃO, 2013). 

 Uma revisão mais detalhada sobre a fluorescência de raios-x é apresentada no capítulo 

V. 

 Santos et al. (2010), analisaram Silício, Alumínio e Ferro por fluorescência, calculando 

os índices Ki e Kr a partir desses teores. Wastowski et al. (2010) determinaram os valores de 

Al, Fe, dentre outros elementos utilizando o método de fluorescência. Weindorf et al. (2012), 

caracterizaram diferentes solos utilizando fluorescência de raios-x, analisando as concentrações 

dos elementos presentes. Esses estudos demontram a importância da técnica no estudo do solo. 

  

 

 

 

 

 

 

(3) 

(4) 
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3 MATERIAL E MÉTODOS 

 

 

O estudo foi realizado em Iconha/ES, na bacia do Ribeirão Inhaúma com área de 2403,9 

ha. Essa encontra-se sob as coordenadas 21°10’58.82”S e 41°00’08.87”O, possui relevo 

acidentado, clima Aw segundo a classificação de Koppen e predominância de Cambissolos. 

Para análise de fluorescência foram utilizados o horizonte B de 10 perfis de solo 

coletados ao longo de toda bacia. A descrição morfológica desses foi realizada conforme Santos 

et al. (2015) e classificados de acordo com Embrapa (2013).  

Os locais de amostragem foram determinados considerando as possibilidades de acesso 

devido às dificuldades de deslocamento na área em função do relevo acentuado e buscando ser 

o mais representativo possível em relação à paisagem da bacia (Figura 74). 

 

 

 

 

 

 

 

 

 

 

 

 

 

  

As amostras foram secas ao ar, destorroadas e passadas em peneira com malha de 2 mm. 

No laboratório foram maceradas em almofariz de ágata e novamente peneiradas em malha 1 

mm, posteriormente colocadas em molde padrão e prensadas manualmente, a fim de se 

formarem pastilhas.   

Essas pastilhas foram usadas para leitura no analisador de fluorescência de raios-X do 

Laboratório de Solos, da Universidade Federal de Viçosa-UFV. Foi utilizado para tal o modelo 

Micro-EDX-1300 da Shimadzu, foram usadas as voltagens padrão do equipamento. As curvas 

de calibração foram obtidas com amostras padrão. 

O ataque sulfúrico das amostras foi feito conforme Embrapa (2011). Primeiramente foi 

preparado o ácido sulfúrico diluído de 1:1, adicionando 500 mL de H2S04 concentrado d=1,84 

g/cm3 a um bécher de dois litros contendo 500 mL de água.  

Para a análise, inicialmente se pesou 1 g de solo e este foi colocado em erlenmeyer 500 

mL, adicionou-se 20 mL de ácido sulfúrico diluído de 1:1 e foi feita à fervura por meia hora, 

usando condensador de refluxo para evitar evaporação. Após a solução esfriar, foi adicionado 

 

Figura 74- Malha de amostragem para análise de Fe, Al, Si 

e Ti. 
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50 mL de água e filtrado para balão aferido de 250 mL, lavando o resíduo com água até 

completar o volume. No filtrado foi determinado ferro, alumínio, titânio e no resíduo silício.  

Segundo Embrapa (2011), o extrato sulfúrico produzido com tal força iônica sugere que 

apenas os argilominerais (minerais secundários) são dissolvidos, dessa forma garante-se que os 

teores obtidos de  Fe, Al, Si e Ti são próximos aos da fração coloidal do solo. 

Foram calculados as relações moleculares  ki e kr , segundo Camargo et al. (2009), a 

partir das equações citadas anteriormente e posteriormente foi feita a análise de correlação entre 

os métodos. 

 

4 RESULTADOS E DISCUSSÃO 

 

 

Dos dez perfis analisados, sete (perfis 1, 2, 3, 4, 5, 8 e 9) correspondem a classe dos 

Cambissolos, enquanto que três (perfis 6, 7 e 10) correspondem aos Latossolos. A Tabela 53 

mostra os teores de SiO2, Al2O3, TiO2 e Fe2O3 obtidos pela análise de fluorescência, enquanto 

a Tabela 54 os mesmos obtidos pelo ataque total. Os índices Ki e Kr foram calculados em ambos 

métodos. 

Para todos os elementos espera-se que os teores obtidos pelo método e fluorêscencia 

sejam superiores, já que o método permite a leitura até mesmo dos elementos estruturais e não 

apenas dos disponíveis. Essa diferença ocorre também pelo fato da análise do ataque total ter 

sido realizada somente utilizando a argila, enquanto que na fluorescência foi feita no solo. A 

influência das frações silte e, principalmente a areia, com presença de quartzo, alteram de 

maneira significativa os valores de elementos como a sílica (Tabela 55). 

Os teores de SiO2 e Al2O3 compõem a maior parte da amostra nas duas análises, quanto 

a análise de fluorescência os valores variam de 48 a 67 %, enquanto no ataque total de 38 a 72 

%, sendo essa última percentagem discrepante em relação aos demais, que se mantiveram em 

torno de 48 %.   

As diferenças de teores encontrados nas duas análises levam a diferentes valores dos 

índices Ki e Kr. Porém, partindo-se da interpretação sugerida para Latossolos e Cambissolos 

(Embrapa, 2013), onde valores de Ki inferiores a 2,2 são normalmente encontrados para 

Latossolos, enquanto valores acima destes são comuns para os Cambissolos, a discrepância não 

afetou a análise dos resultados. 

Os maiores valores de Al2O3, em relação a SiO2 indicam o alto grau de intemperismo 

dos solos estudados. Esse fato pode ser corroborado pelos baixos valores de Ki encontrados 

para ambos solos. Neste trabalho não foi encontrado nenhum valor de Ki superior a 1,96 

(fluorescência) e 1,62 (ataque sulfúrico), indicando que a composição dos Cambissolos pode 

ter exercido influência no resultado. Ker (1997) mostra que solos pouco evoluídos, como os 

Cambissolos, podem apresentar baixos valores desses índices se desenvolvidos a partir de 

materiais ricos em ferro. 

Marques et al. (2007) estudando Cambissolos encontraram Ki variando de 0,64 a 1,81 

nos horizontes A e B, e atribuíram esse fato a presença de gibbsita. Alves et al. (2008) 

trabalhando com Latossolos encontrou valores de ki entre 0,19 e 1,67. Rolim Neto et al. (2009) 

encontraram valores de Ki entre 1,71 e 7,88 para o horizonte Bi de Cambissolos, e 0,37 a 1,08 

para Latossolos. Oliveira (2001), menciona que solos com Ki entre 1 e 2 são 

predominantemente ácricos e com argila de atividade baixa. Alves et al. (2208) utilizando 

espectroscopia de fluorescência de raios-X para determinação dos teores de Si e Al, 

encontraram valores de ki entre 0,19 e 1,67 em Latossolos. 
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Santos et al (2010) encontraram valores de Ki obtidos por ataque sulfúrico inferiores à 

aqueles determinados por fluorescência de raios-X, porém assim como nesse trabalho 

encontraram o mesmo padrão de comportamento entre os elementos analisados. 

O índice Kr sugere o grau de intemperização, onde valores maiores que 0,75 indicam 

solos cauliníticos e valores menores ou igual solos oxídicos. Para os índice calculado com os 

dados de fluerescência apenas a amostra 7 apresentou valor menor que 0,75 ; enquanto no 

ataque sulfúrico a maior parte das amostras (3,6,7,8,9 e 10) apresentou esse comportamento. 

Costa (2003), estudando Latossolos encontrou valores baixíssimos para esses índices em sua 

área de estudo. Rolim Neto et al. (2009) encontraram valores de Kr variando entre 0,60 a 1,31 

para horizonte B de Cambissolos e de 0,30 a 0,46 para Latossolos. 

 Segundo Melo et al. (1995) para valores de Kr superiores a 0,75 é possível classificar o 

material do perfil como muito intemperizado, com presença de matéria mineral de natureza 

caulinítica, porém não oxídica. 

 Analisando esse índice (Kr), ao contrário de Ki, é possível perceber que há grande 

discrepância na interpretação utilizando os dois métodos, já que o ataque sulfúrico apresentou 

valores bastante inferiores em relação a aqueles obtidos na análise de fluorescência.  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Amostra Elementos Índices 

 SiO2 Al2O3 TiO2 Fe2O3 ki kr 

  %   

1 31,60 27,39 1,67 9,19 1,96 1,62 

2 25,53 33,03 3,84 18,57 1,31 0,97 

3 23,25 30,08 2,83 10,27 1,31 1,08 

4 24,82 33,64 1,96 13,64 1,25 1,00 

5 26,12 27,27 3,06 15,37 1,63 1,20 

6 24,09 30,97 2,02 13,70 1,32 1,03 

7 17,38 33,47 2,73 16,93 0,88 0,67 

8 21,46 26,92 4,00 15,83 1,36 0,99 

9 21,02 34,04 1,63 10,98 1,05 0,87 

10 29,72 37,63 1,73 13,63 1,34 1,09 

 

Tabela 53- Teores obtidos para SiO2, Al2O3, TiO2 e Fe2O3 através 

da análise de fluorescência, e índices Ki e Kr no horizonte B de  

latossolos e cambissolos 
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A Figura 75 apresenta a correlação existente entre os valores encontrados na análise dos 

teores de silício, alumínio, titânio e ferro por fluorescência e ataque total. Para se proceder a 

correlação eliminou-se os pontos considerados outliers.  

 Verifica-se bons valores de r² para Al, Ti e Fe, com destaque para Ti com r² de 0,917. 

Já ferro apresentou r2 de 0,891 e o Al obteve valor de 0,636. O silício foi o pior desempenho, 

com 0,269 ; provavelmente devido ao feito da sílica do quartzo na fração areia. Esse resultado 

demonstra a boa correlação existente entre os resultados obtidos pelas duas análises, indicando 

o potencial da análise de raios-X se utilizada como ferramenta na determinação desses óxidos. 

 É necessário o estudo aprofundado dessas correlações, avaliando-se uma quantidade 

maior de amostras, que sirvam de subsídio para análises estatísticas que possam comprovar a 

Amostra Elementos Índices 

 SiO2 Al2O3 TiO2 Fe2O3 ki kr 

  %   

1 21,31 27,19 1,52 9,78 1,33 1,09 

2 15,11 22,40 2,41 16,95 1,15 0,78 

3 15,61 29,28 3,03 16,31 0,91 0,67 

4 19,95 27,58 2,57 10,71 1,23 0,99 

5 35,23 36,90 1,75 14,04 1,62 1,31 

6 20,88 30,79 2,79 16,62 1,15 0,86 

7 14,44 31,14 1,71 13,75 0,79 0,62 

8 12,78 25,34 3,61 16,31 0,86 0,61 

9 11,73 35,95 1,43 11,32 0,55 0,46 

10 14,43 34,44 1,27 11,63 0,71 0,59 

 

Tabela 54- Teores obtidos para SiO2, Al2O3, TiO2 e Fe2O3 

através da análise de ataque total, índices Ki e Kr no horizonte B 

de  latossolos e cambissolos 

 

Tabela 55- Análise granulométrica do horizonte B dos perfis amostrados 

no Ribeirão Inhaúma, Iconha/ES 

 Amostra Argila total Areia fina Areia grossa Areia total Silte 

  % 

1 31,20 12,20 35,60 47,80 21,00 

2 42,20 14,70 20,00 34,70 23,10 

3 36,20 19,90 32,90 52,80 11,00 

4 46,90 4,50 18,90 23,40 29,70 

5 51,90 10,60 9,10 19,70 28,40 

6 27,00 11,70 24,70 36,40 36,60 

7 43,50 10,90 23,60 34,50 22,00 

8 28,70 15,00 29,70 44,70 26,60 

9 41,80 15,20 33,00 41,10 17,10 

10 41,80 11,10 20,80 31,90 26,30 
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eficiência do método, porém percebe-se que esses são resultados promissores para maior 

agilidade e eficiência na realização dessas análises. 

 

 

 

 

 

 

 

 

 

 

 

  

 

 

 

 

 

 

 

 

5 CONCLUSÕES 

 

 

1. As análises de fluorescência de raios-X mostram-se promissoras para determinação 

dos teores de óxidos de Al, Ti, Si e Fe de Cambissolos e Latossolos; 

2. O índice Ki proporcionou mesma interpretação dos dados, independentemente da 

forma de análise utilizada. Kr apresentou valores mais discrepantes influenciando 

na interpretação de acordo com o método de análise utilizado; 

3. São necessárias análises de uma quantidade maior de amostras utilizando os dois 

métodos, afim de comprovar a correlação existente entre os teores encontrados. 

 

 

 

Figura 75- Correlação entre teores obtidos de Alumínio, Titânio, Ferro e Silício, por 

ataque total e fluorescência de raios-x. 
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CONCLUSÕES GERAIS 

 

 

 É possível o mapeamento de classes e atributos do solo da bacia hidrográfica do 

Ribeirão Inhaúma no município de Iconha/ES utilizando-se diferentes técnicas com boa 

acurácia; 

 Lógica fuzzy é um método eficiente para mapeamento de classes de solo na área 

estudada; 

 O mapeamento digital é uma técnica eficiente a ser indicada para mapeamento de solos 

no estado do Espírito Santo. 

 As análises de fluorescência de raios-X mostram-se promissoras para determinação dos 

teores de óxidos de Al, Ti, Si e Fe de Cambissolos e Latossolos; 
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ANEXOS 

 

 

ANEXO 1 – PROCESSAMENTO DOS DADOS AEROGEOFÍSICOS (CPRM, 2010, p. 29 a 

34): 

 

Correção do Tempo Morto 

A correção do “tempo morto” consiste na divisão das contagens dos canais 

radiométricos pelo valor do live time registrado pelo aparelho, normalizando, assim, 

os valores brutos, dos canais da contagem total, potássio, urânio, tório e urânio upward 

para contagem por  segundo. 

Aplicação de Filtragem 

Este processo se aplica somente aos dados afetados por variações de alta freqüência 

quais sejam: dados do radar altímetro, do canal de radiação cósmica e do canal de 

urânio up, utilizando no cálculo da influência do radônio nas medições realizadas. 

Dependendo do comportamento dos dados, são aplicados dois tipos de filtragem: 

Filtragem não linear, que permite a remoção de spikes nos dados e a compensação  de 

variações abruptas do radar altímetro; 

Filtragem do tipo passa-baixa, que reduz o erro estatístico nos dados da radiação 

cósmica, suaviza o comportamento do radônio. Opcionalmente, é aplicado aos demais 

canais radiométricos com objetivos específicos, como o cálculo das razões 

radiométricas. 

Remoção do background da Aeronave e Cósmico 

O background é obtido através do somatório das contribuições do background da 

aeronave e da radiação cósmica em cada uma das janelas do gamaespectrômetro. 

O cálculo das contribuições da aeronave e da radiação cósmica é conduzido através 

da fórmula (IAEA, 1991): 

N = a + bC, onde: 

N – somatório das duas contribuições (em cps), 

a – background da aeronave em cada janela do gamaespectrômetro, 

C – canal de radiação cósmica. 

b – razão entre a contagem em determinada janela e a contagem no canal do cósmico. 

 

Remoção do Background do Radônio 

O efeito do background do radônio, por sua vez, é determinado a partir das medições 

realizadas na janela do urânio pelo detector upward looking. A expressão que define 

a parcela de radônio influindo no canal do urânio é a seguinte (IAEA, 1991): 

Ur = (u – a1U – a2Th) + (a2 bt – bu) / (au – a1 – a2 at),  

Onde: 

Ur – background do radônio medido no canal downward do urânio, 

u – contagem medida no canal upward do urânio, 
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U – contagem medida no canal downward do urânio, 

Th – contagem medida no canal downward do tório, 

a1, a2, au, at, bu, bt – coeficientes de proporcionalidade, sendo que bu e bt são zerados 

e a1   e 

a2 os coeficientes skyshine. 

As contagens relativas ao urânio, tório e urânio up devem ser corrigidas previamente 

dos efeitos de backgrounds da aeronave e cósmico. 

A relação entre as contagens atribuídas ao radônio observadas na janela do urânio, 

com as demais janelas de canais downward, detectadas nos cristais voltados para 

baixo, pode ser determinada através de regressão linear aplicada sobre um conjunto 

de dados que reflita as variações decorrentes da presença de radônio nos dados. 

O procedimento de cálculo dos coeficientes que expressam a relação entre os 

detectores (upward e downward) utiliza as seguintes fórmulas (IAEA, 1991): 

Ur = auUu + bu , Kr = akUr + bk , Tr = atUr + bt , 

TCr = atcUr + btc, onde: 

ur é a componente do radônio no urânio up, Ur , Kr , Tc e TCr são as contribuições 

do  radônio nas demais janelas associadas ao detector downward. Se os componentes 

dos backgrounds da aeronave e cósmico são perfeitamente removidos, as constantes 

“b’s” (bu,  bk , bt  e btc ) devem ser zeradas (IAEA, 1991, p. 27). 

No cálculo dos coeficientes atc, ak, au e at (Tabela 1) foram utilizados os valores 

calculados a partir dos testes de high level.  

Tabela 1 – Constantes de Calibração do Radônio. 

 

Canal 

 

Coeficiente 

 

PR-PEC 

 

PR-PRS 
Contagem Total atc 15,72 15,35 

Potássio ak 0,86 0,83 

Urânio up au 0,17 0,15 

Tório at 0,14 0,16 

 

Estimativa dos Coeficientes Skyshine (a1 e a2) 

Estes coeficientes relacionam a contribuição das radiações de urânio e tório 

provenientes do terreno, que influenciam as contagens do urânio no detector upward. 

Admitindo-se que tais contribuições variem linearmente com as contagens destas 

mesmas radiações nas janelas de urânio e tório, nos detectores voltados para baixo, a 

estimativa destes coeficientes emprega a expressão geral (GRASTY & MINTY, 

1995): 

ug = a1Ug + a2Tg , onde: 

ug – contribuição do solo na janela do urânio up; 

Ug – contribuição do solo na janela do urânio down; ug – contribuição do solo na 

janela do urânio down; a1 e a2 – constantes de calibração requeridas. 

 



                                                    

 

210 

 

A partir de uma série de valores de ug, Ug e Tg os fatores de calibração a1 e a2 podem 

ser determinados pelo método dos mínimos quadrados. Isso pode ser feito resolvendo 

as duas equações simultâneas abaixo: 

a1∑ (Ug)
2 

+ a2∑UgTg = ∑ugUg 

a1∑ UgTg + a2∑(Ug)
2 

= ∑ugTg 

Este processo foi efetuado automaticamente utilizando todos os dados do 

levantamento. Os valores obtidos no levantamento em pauta estão demonstrados na 

Tabela 2 abaixo. 

 

Tabela 2 – Coeficientes de Skyshine. 

 

Coeficiente 

 

PR-PEC 

 

PR-PRS 

a1 0,0563 0,0456 

a2 0,0157 0,0170 

 

Correção do Efeito Compton 

É aplicada com objetivo principal de eliminar a influência das radiações atribuídas 

aos  canais de mais alta energia que penetram nos canais de baixa energia, quais sejam: 

contribuições do tório no urânio e no potássio, assim como a contribuição do urânio 

no potássio. Nos sistemas de alta resolução, em uso atualmente, são também 

consideradas as influências de radiações de baixa energia nas janelas de energia mais 

alta, resultando, desta forma, nos seis coeficientes abaixo: 

α – radiações de tório no urânio, 

β – radiações de tório no potássio, γ – radiações de urânio no potássio, a – radiações 

de urânio no tório, 

b – radiações de potássio no tório, g – radiações de potássio no urânio. 

Os valores adotados para correção do efeito Compton são os descritos na Tabela 12– 

Coeficientes de Espalhamento Compton, apresentada no item 2.3.6. Maior 

detalhamento deste teste está presente no Anexo I-b. 

 

Correção Altimétrica (Coeficiente de Atenuação Atmosférica) 

 

A correção altimétrica tem por objetivo referenciar os valores radiométricos à altura 

nominal do aerolevantamento (100 m), eliminando falsas anomalias ocasionadas por 

elevações no terreno. 

A atenuação das radiações gama em relação ao afastamento da fonte, pode ser 

expressa matematicamente, de forma aproximada, pela fórmula (IAEA, 1991): 

NH = N0 . e
-µH 

(1), onde: 

NH é a radiação a distância H da fonte, 

No é a radiação na superfície do terreno (H=0), 

µ é o coeficiente de atenuação atmosférica. 
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Extraindo-se o logaritmo neperiano na relação acima, tem-se: 

Ln (NH) = -µH + Ln (No) 

que é a equação de uma reta de coeficiente angular -µ e o coeficiente linear Ln (N0). 

Na determinação dos coeficientes de atenuação atmosférica (µ) para cada um dos 

canais radiométricos foram utilizados os valores apresentados na Tabela 3, obtidos 

durante os testes realizados em Maricá-RJ. Os gráficos apresentando a correlação 

logarítmica entre as contagens e a altura de vôo encontram-se no Anexo I-f. 

 

Tabela 3 – Coeficiente de Atenuação Atmosférica. 

 µ em m
-1

 

Canal Radiométrico PR-PEC 

(20/02/2009) 

PR-PRS (23/05/2009) 

Contagem Total -0,0067 -0,0069 

Potássio -0,0085 -0,0090 

Urânio -0,0069 -0,0084 

Tório -0,0067 -0,0067 

 

 

Conversão para Concentração de Elementos 

As sensibilidades dos detectores das aeronaves para as janelas do potássio, urânio e 

tório foram determinadas com base nas razões entre as medições efetuadas a bordo 

(N) e em terra (C), com aplicação da expressão: 

S = N/C,  

Onde: 

S corresponde à sensibilidade para cada janela, 

N é a média das contagens corrigidas (em cps) para cada canal referente à altura do 

levantamento (100 m) e situada no trecho de interesse das estações terrestres 

utilizadas, 

C é a média das concentrações para cada canal das estações terrestres de interesse. 

A Tabela 4 a seguir, corresponde à sensibilidade dos detectores analisados (volume 

total de 42 litros e dimensões de 10 cm x 10 cm x 40 cm cada), tomando por base a 

altura de vôo de 100 m sobre o terreno. 

 

Tabela 4 – Coeficientes de Sensibilidade. 

 Sensibilidade 

Canal Radiométrico PR-PEC 

(20/02/2009) 

PR-PRS 

(23/05/2009) 

Contagem Total 191,09 cps/µR/h CT 240,55 cps/µR/h 

CT Potássio 62,46 cps / %K 80,23 cps / %K 

Urânio 10,17 cps / ppm eU 11,90 cps / ppm eU 

Tório 3,69 cps /ppm eTh 4,51 cps /ppm eTh 

 

Para calcular a taxa de exposição (Exposure Rate) do canal de contagem total (em 

µR/h) utiliza-se a fórmula abaixo (IAEA, 1991): 
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E = 1,505K + 0,653eU +0,287eTh, onde: 

K, eU e eTh correspondem às concentrações aparentes destes elementos definidas em 

terra, quando do levantamento da pista de calibração dinâmica. Os valores da 

concentração determinados para o canal de contagem total foram 15,22 µR/h (PR-

PEC) e 13,97 µR/h(PR- PRS). 

Os gráficos comparativos dos perfis coletados durante a calibração dinâmica, após a 

conversão da amostragem para concentração aparente, acompanham o texto descritivo 

do procedimento de calibração apresentado no Anexo I-e. 

 

Determinação das Razões eU/eTh, eU/K e eTh/K 

 

As razões foram calculadas a partir dos valores radiométricos corrigidos. Para a 

eliminação de indeterminações, ou incorreções devidas a valores anormalmente 

abaixo, foi convencionada a fixação dos valores mínimos de K, U e  Th em 10% da 

média destes canais na área de levantamento e aplicado também um filtro passa-baixa 

de 10 amostras. A Tabela 5 a seguir, resume os valores utilizados. 

 

Tabela 5 – Valores Mínimos para Cálculo das Razões Radiométricas. 

Canal Radiométrico Valor Mínimo 

K (%) 0,18 

eU (ppm) 0,19 

eTh (ppm) 1,40 
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APÊNDICES 

 

 

APÊNCICE A- DESCRIÇÃO GERAL E MORFOLÓGICA DOS PERFIS 

Perfil 1 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

DESCRIÇÃO MORFOLÓGICA 

2Ap  0-5 cm, preto (7,5YR 2,5/1, úmida e 7,5YR 3/1, seca); franco-argiloarenosa; fraca 

 pequena, granular; consistência firme, plástica e não pegajosa; transição ondulada e 

 clara. 

2Bi1 5-35 cm, preto-brunado (7,5YR 3/1, úmida e 7,5YR 3/2, seca); franco-argiloarenosa; 

fraca  pequena, blocos subangulares, consistência firme, ligeiramente plástica  e ligeiramente 

 pegajosa; transição ondulada e clara. 

3Ab 35-65 cm, bruno acinzentado (7,5YR 4/2, úmida e 7,5YR 4/3, seca); franco-

argiloarenosa;  fraca pequena, blocos subangulares, consistência friável, ligeiramente 

plástica e  ligeiramente pegajosa; transição ondulada e gradual. 

3Ab2  65-90 cm, bruno (7,5YR 4/6, úmida e 7,5YR 4/4, seca); argilossiltosa; forte

 média, blocos angulares, consistência friável, não plástica  e não pegajosa; transição 

 plana e clara. 

DESCRIÇÃO GERAL 

Classificação SiBCS: Cambissolo Háplico tb 

distrófico  

Localização, município, estado e coordenadas: 
Estrada principal, sentido Inhaúma, no município de 

Iconha/ES, coordenadas 303675E e 7706204N 

Situação, declive e cobertura vegetal sobre o perfil: 
Descrito e coletado em barranco de corte de estrada, 

terço médio, forte ondulado, sob consórcio de café e 

banana. 

Altitude: 297 m 

Litologia: Metatonalito 

Material originário: Intemperismo do material de 

origem 

Pedregosidade: Pedregosa 

Rochosidade: Rochosa 

Relevo local: Forte ondulado 

Relevo regional: Montanhoso 

Erosão: Forte- laminar 

Drenagem: Bem drenado 

Vegetação primária: Floresta subperenifólia 

Uso atual: Cultivo de café e banana 

Clima: Aw, da classificação de Koppen 

Descrito por: Márcio Rocha Francelino, Patrícia 

Morais da Matta Campbell 
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3Bi2  90-130 cm, bruno (7,5YR 4/6, úmida e 7,5YR 5/6, seca); franco-argiloarenosa; 

 cascalhenta, moderada média grande muito grande, blocos angulares, consistência 

 firme, não plástica  e não pegajosa; transição ondulada e clara. 

Cr 130-180+ 

OBSERVAÇÕES: Não foi coletado e caracterizado o horizonte Cr, presença de concreções de 

Mn no 3Bi2; na transição 3Ab2 para 3Bi2 há presença de fragmento rochoso de 14-20 cm. 

Perfil 2 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

DESCRIÇÃO MORFOLÓGICA 

Colúvio 0-15 cm, bruno (7,5YR 4/6, úmida e 7,5YR 5/6, seca); franco-argiloarenosa;  fraca 

pequena, granular; consistência firme, ligeiramente plástica e não pegajosa;  transição 

plana e abrupta. 

Ap 15-40 cm, bruno (7,5YR 4/6, úmida e 7,5YR 5/6, seca); franco-argilossiltosa; fraca 

 pequena, blocos subangulares, consistência friável, não plástica e ligeiramente 

 pegajosa; transição plana e abrupta. 

DESCRIÇÃO GERAL 

Classificação SiBCS: Cambissolo Háplico tb 

distrófico  

Localização, município, estado e coordenadas: 
Localidade de Nova Esperança, no município de 

Iconha/ES, coordenadas 302871E e 7704748N. 
Situação, declive e cobertura vegetal sobre o 

perfil: Descrito e coletado em barranco de corte de 

estrada,  sob pastagem. 
Altitude: 396 m 

Litologia: Metatonalito 

Material originário: Intemperismo do material de 

origem 

Pedregosidade: Não pedregosa 

Rochosidade: Não rochosa 

Relevo local: Forte ondulado 

Relevo regional: Montanhoso 

Erosão: Moderada- laminar 

Drenagem: Bem drenado 

Vegetação primária: Floresta subperenifólia 

Uso atual: Pastagem 

Clima: Aw, da classificação de Koppen 

Descrito por: Márcio Rocha Francelino, Patrícia 

Morais da Matta Campbell 
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2B1 40-55 cm, bruno (7,5YR 4/6, úmida e 7,5YR 5/6, seca); argiloarenosa; fraca 

 média, blocos subangulares, consistência friável, não plástica e  não pegajosa; 

transição  plana e abrupta. 

2E1  55-60 cm, bruno (7,5YR 4/4, úmida e 7,5YR 6/3 seca); franco siltosa; maciça, 

 consistência solta, não plástica  e não pegajosa; transição plana e abrupta. 

2B2  60-70 cm, bruno (5YR 4/6, úmida e 5YR 4/6, seca); franco-argilossiltosa; 

 moderada média, blocos subangulares, consistência  firme, não plástica e 

 ligeiramente pegajosa; transição plana e abrupta. 

2E2 70-75 cm, bruno (7,5YR 4/4, úmida e 7,5YR 6/3, seca); franco-siltosa; maciça, 

 consistência solta, não plástica e não pegajosa; transição plana e quebrada. 

2B3 75-110 cm, bruno (5YR 4/6, úmida e 5YR 5/6, seca); franco-argilossiltosa;  fraca 

pequena, blocos subangulares, consistência friável, ligeiramente plástica e  ligeiramente 

pegajosa; transição plana e abrupta. 

C 110-190 cm 

RAÍZES: Comuns médias no horizonte 2B3, comuns finas no horizonte Ap; Raras médias nos 

demais 

OBSERVAÇÕES: Não foi coletado e caracterizado o horizonte C. 

 

Perfil 3 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

DESCRIÇÃO GERAL 

Classificação SiBCS: Cambissolo Háplico tb 

distrófico 

Localização, município, estado e coordenadas: 

Localidade de Nova Esperança, no município de 

Iconha/ES, coordenadas 303348E e 7702503N. 

Situação, declive e cobertura vegetal sobre o perfil: 

Descrito e coletado em barranco de corte de estrada, 

sob pastagem. 
Altitude: 640 m 

Litologia: Metatonalito 

Material originário: Intemperismo do material de 

origem 

Pedregosidade: Ligeiramente pedregosa 

Rochosidade: Não rochosa 

Relevo local: Forte ondulado-Montanhoso 

Relevo regional: Montanhoso-Escarpado 

Erosão: Ligeira- laminar 

Drenagem: Bem drenado 

Vegetação primária: Floresta subperenifólia 

Uso atual: Pastagem 

Clima: Aw, da classificação de Koppen 

Descrito por: Márcio Rocha Francelino, Patrícia 

Morais da Matta Campbell 
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DESCRIÇÃO MORFOLÓGICA 

2Ap  0-25 cm, 0-15 cm, preto (7,5YR 2,5/1, úmida e 7,5YR 4/2, seca); argiloarenosa; 

 fraca pequena, granular; consistência firme, plástica e não pegajosa; transição ondulada 

 e abrupta. 

2Bi 25-65 cm, 15-80 cm,  cinzento-brunado (7,5YR 4/6, úmida e 7,5YR 6/6, seca); 

argiloarenosa;  pouco cascalhenta, fraca pequena média, blocos subangulares, 

consistência muito  friável, não  plástica  e não pegajosa; transição ondulada e 

abrupta. 

2Cr 65-80 até 160 cm, cinzento-brunado (7,5YR 4/1, úmida e 7,5YR 8/1, seca); areia 

franca;  cascalhenta,  maciça, consistência solta, não plástica e não pegajosa. 

 

RAÍZES: Presença de raízes comuns e finas no horizonte 2Bi; comuns, médias e finas no 

horizonte Ap; raras, finas comuns e médias no horizonte Cr. 

OBSERVAÇÕES: Contato lítico a 160 cm; presença de matacões com mais de 25 cm de 

diâmetro, a 70 cm. 

 

Perfil 4 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

DESCRIÇÃO GERAL 

Classificação SiBCS: Cambissolo Háplico tb 

distrófico  

Localização, município, estado e coordenadas: 

Localidade de São José, no município de Iconha/ES, 

coordenadas 301927E e  7706030N. 

Situação, declive e cobertura vegetal sobre o perfil: 

Descrito e coletado em barranco de corte de estrada, 

sob pastagem. 
Altitude: 490 m 

Litologia: Metatonalito 

Material originário: Intemperismo do material de 

origem 

Pedregosidade: Ligeiramente Pedregosa 

Rochosidade: Não Rochosa 

Relevo local: Forte ondulado 

Relevo regional: Montanhoso 

Erosão: Ligeira- laminar 

Drenagem: Bem drenado 

Vegetação primária: Floresta subperenifólia 

Uso atual: Pastagem 

Clima: Aw, da classificação de Koppen 

Descrito por: Márcio Rocha Francelino, Patrícia 

Morais da Matta Campbell 

 

 



                                                    

 

217 

 

DESCRIÇÃO MORFOLÓGICA 

Não foi feita descrição morfológica. Horizontes observados: Ap, AB, Bi1, Bi2, Bi3 

RAÍZES: Comuns, finas, médias no Ap; Raras e finas nos demais 

 

Perfil 5 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

DESCRIÇÃO MORFOLÓGICA 

Ap  0-15 cm, preto-brunado (7,5YR 3/1, úmida e 7,5YR 5/1, seca); argiloarenosa; fraca 

 pequena, granular; consistência friável, não plástica e não pegajosa;  transição 

plana  e abrupta. 

BA 0-25 cm, preto-brunado (7,5YR 3/1, úmida e 7,5YR 5/1, seca); argiloarenosa; fraca 

 pequena, granular, consistência friável, não plástica e não pegajosa; transição ondulada 

 e clara. 

Bi1 25-65 cm, bruno-forte (7,5YR 5/6, úmida e 7,5YR 4/6 seca); argilosiltosa; fraca 

 pequena média, blocos subangulares, consistência firme, não plástica e  pegajosa; 

transição ondulada e gradual. 

DESCRIÇÃO GERAL 

Classificação SiBCS: Cambissolo Háplico tb 

distrófico  

Localização, município, estado e coordenadas: 

Localidade de São José, no município de Iconha/ES, 

coordenadas 300920E e  7706147N 
Situação, declive e cobertura vegetal sobre o 

perfil: Descrito e coletado em barranco de corte de 

estrada,  sob consórcio de café e banana 
Altitude: 396 m 

Litologia: Metatonalito 

Material originário: Intemperismo do material de 

origem 

Pedregosidade: Ligeiramente pedregosa 

Rochosidade: Não rochosa 

Relevo local: Forte ondulado 

Relevo regional: Montanhoso 

Erosão: Forte- laminar 

Drenagem: Bem drenado 

Vegetação primária: Floresta subperenifólia, 

tropical 

Uso atual: Consórcio de café e banana 

Clima: Aw, da classificação de Koppen 

Descrito por: Márcio Rocha Francelino, Patrícia 

Morais da Matta Campbell 
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Bi2  65-100 cm, bruno-forte (7,5YR 5/6, úmida e 7,5YR 4/6 seca); franco argilosiltosa; 

 pouco cascalhenta, fraca pequena, blocos subangulares, consistência firma, não plástica 

 e ligeiramente pegajosa; transição plana e gradual. 

Bi3  100-180+ cm, bruno-forte (7,5YR 5/6, úmida e 7,5YR 4/6 seca); franco-

argiloarenosa;  fraca muito pequena, blocos subangulares, consistência firme, não 

plástica e  ligeiramente pegajosa. 

RAÍZES: Raras e finas no horizonte Bi3; Poucas e finas no horizonte Bi2 e raras, finas nos 

horizontes BA e Bi1. 

OBSERVAÇÕES: O horizonte Ap foi coletado a 10 m do perfil. 

Perfil 6 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

DESCRIÇÃO MORFOLÓGICA 

BAp  0-25 cm, bruno-forte (7,5YR 3/4, úmida e 7,5YR 5/4 seca); argiloarenosa; moderada 

 pequena média, blocos subangulares; consistência friável, plástica e ligeiramente 

 pegajosa; transição plana e gradual. 

DESCRIÇÃO GERAL 

Classificação SiBCS: Latossolo Amarelo 

Localização, município, estado e coordenadas: 

Estrada principal, sentido Inhaúma, município de 

Iconha/ES, coordenadas 302166E e  7704572N 
Situação, declive e cobertura vegetal sobre o 

perfil: Descrito e coletado em barranco de corte de 

estrada, terço médio,  sob consórcio de café e banana. 

Altitude: 380 m 

Litologia: Metatonalito 

Material originário: Intemperismo do material de 

origem 

Pedregosidade: Não pedregosa 

Rochosidade: Não rochosa 

Relevo local: Forte ondulado 

Relevo regional: Montanhoso 

Erosão: Forte- laminar 

Drenagem: Bem drenado 

Vegetação primária: Floresta subperenifólia, 

tropical 

Uso atual: Consórcio de café e banana 

Clima: Aw, da classificação de Koppen 

Descrito por: Márcio Rocha Francelino, Patrícia 

Morais da Matta Campbell 
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Bw1 25-55 cm, bruno (7,5YR 4/6, úmida e 7,5YR 5/6 seca); franco argiloarenosa; fraca 

 média, blocos subangulares, consistência firme, ligeiramente plástica e não pegajosa; 

 transição plana e gradual. 

Bw2 55-130 cm, bruno (7,5YR 4/6, úmida e 7,5YR 5/8 seca); argilosiltosa; fraca 

 pequena média, blocos subangulares, consistência firme, ligeiramente plástica e 

 ligeiramente pegajosa; transição plana e difusa. 

Bw3  130-200+ cm, bruno (7,5YR 4/6, úmida e 7,5YR 5/8 seca);  argilosiltosa;  fraca 

 média grande, blocos subangulares, consistência firme, ligeiramente plástica e 

 ligeiramente pegajosa. 

RAÍZES: Raras e grossas no horizonte BA; Medias e raras nos horizontes B1 e B2; Raras e 

finas em todos exceto no B3. 

OBSERVAÇÕES: Pedoatividade moderada (mesofauna). 

 

Perfil 7 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

DESCRIÇÃO GERAL 

Classificação SiBCS: Latossolo Amarelo 

Localização, município, estado e coordenadas: 
Localidade de são José, no município de Iconha/ES, 

coordenadas 301721E e 7705405N. 
Situação, declive e cobertura vegetal sobre o 

perfil: Descrito e coletado em barranco de corte de 

estrada, terço superior,  sob interface pastagem/mata. 
Altitude: 570 m 

Litologia: Metatonalito 

Material originário: Intemperismo do material de 

origem 

Pedregosidade: Não pedregosa 

Rochosidade: Não rochosa 

Relevo local: Forte ondulado 

Relevo regional: Montanhoso 

Erosão: Ligeira- laminar 

Drenagem: Bem drenado 

Vegetação primária: Floresta subperenifólia 

Uso atual: Pastagem/mata 

Clima: Aw, da classificação de Koppen 

Descrito por: Márcio Rocha Francelino, Patrícia 

Morais da Matta Campbell 
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DESCRIÇÃO MORFOLÓGICA 

Colúvio 0-15 cm, bruno (7,5YR 4/6, úmida e 7,5YR 5/6 seca); franco-argiloarenosa;  fraca 

pequena muito pequena, blocos subangularesr; consistência friável, não plástica e não 

pegajosa; transição irregular e abrupta. 

2Bw1 15-70 cm, bruno (7,5YR 4/6, úmida e 7,5YR 5/8 seca); franco-argilossiltosa; 

 moderada pequena, blocos subangulares, consistência firme, ligeiramente plástica e 

 ligeiramente pegajosa; transição irregular e abrupta. 

2Ab1/2Bw2 70-85 cm, bruno-forte (7,5YR 3/4, úmida e 7,5YR 5/4 seca); argiloarenosa; 

 fraca pequena, blocos subangulares, consistência friável, não plástica e ligeiramente 

 pegajosa; transição irregular e abrupta. 

3Bw2  85-140 cm, bruno (7,5YR 4/6, úmida e 7,5YR 5/8 seca); franco argilosiltosa; fraca 

 pequena que se desfaz em muito pequena, consistência friável, plástica e ligeiramente 

 pegajosa; transição irregular e clara. 

4Ab2  140-195+ cm, bruno (7,5YR 4/4, úmida e 7,5YR 6/4 seca); argiloarenosa; fraca, 

 pequena, blocos subangulares, consistência friável,  plástica e  ligeiramente 

pegajosa.  

OBSERVAÇÕES: Sem horizonte A, no 4Ab2 presença de grande quantidade fragmento de 

carvão vegetal. 

 

Perfil 8 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

DESCRIÇÃO GERAL 

Classificação SiBCS: Cambissolo Háplico tb 

distrófico  

Localização, município, estado e coordenadas: 

Município de Iconha/ES, coordenadas 294418E e  

7703763N. 

Situação, declive e cobertura vegetal sobre o perfil: 

Descrito e coletado em barranco de corte de estrada, 

sob consórcio de café com banana. 
Altitude: 581 m 

Litologia: Metatonalito 

Material originário: Intemperismo do material de 

origem 

Pedregosidade: Pedregosa 

Rochosidade: Não Rochosa 

Relevo local: Ondulado 

Relevo regional: Montanhoso 

Erosão: Forte- laminar 

Drenagem: Bem drenado 

Vegetação primária: Floresta subperenifólia 

Uso atual: Pastagem 

Clima: Aw, da classificação de Koppen 

Descrito por: Márcio Rocha Francelino, Patrícia 

Morais da Matta Campbell 
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DESCRIÇÃO MORFOLÓGICA 

Não foi feita descrição morfológica. Contato lítico a 140 cm. 

RAÍZES: Raras e médias 

 

Perfil 9 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

DESCRIÇÃO MORFOLÓGICA 

Ap  0-17 cm, preto (7,5YR 2,5/1 úmida e 7,5YR 4/1 seca); franco-argiloarenosa; 

 moderada pequena, granular; consistência firme, ligeiramente plástica e não pegajosa; 

 transição plana  e clara. 

AB 17-39 cm, bruno-escuro (7,5YR 3/3, úmida e 7,5YR 4/2 seca); franco-argiloarenosa; 

 fraca media que se desfaz em granular média, blocos subangulares, consistência firme, 

 ligeiramente plástica e ligeiramente pegajosa; transição plana e gradual. 

BA 39-65 cm, bruno (7,5YR 4/6, úmida e 7,5YR 5/6 seca); franco-argilosiltosa;pouco 

 cascalhente, moderada pequena média, blocos subangulares, consistência firme, 

 plástica e ligeiramente pegajosa; transição ondulada e gradual. 

DESCRIÇÃO GERAL 

Classificação SiBCS: Cambissolo Háplico  

Localização, município, estado e coordenadas: 

Localidade de Alto Inhaúma, no município de 

Iconha/ES, coordenadas 299440E e  7702784N 

Situação, declive e cobertura vegetal sobre o 

perfil: Descrito e coletado em barranco de corte de 

estrada, terço médio, sob pastagem 
Altitude: 735 m 

Litologia: Metatonalito 

Material originário: Intemperismo do material de 

origem 

Pedregosidade: Ligeiramente pedregosa 

Rochosidade: Não rochosa 

Relevo local: Forte ondulado 

Relevo regional: Montanhoso/Escarpado 

Erosão: Moderado- laminar 

Drenagem: Bem drenado 

Vegetação primária: Floresta subperenifólia 

Uso atual: Pastagem 

Clima: Aw, da classificação de Koppen 

Descrito por: Márcio Rocha Francelino, Patrícia 

Morais da Matta Campbell 
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Bi1  65-110 cm, bruno (7,5YR 4/6, úmida e 7,5YR 5/6 seca); franco argilosiltosa; 

 pouco cascalhenta, fraca pequena media, blocos angulares/subangulares, consistência 

 firme, plástica e ligeiramente pegajosa; transição ondulada e gradual. 

Bi2  110-200+ cm, bruno (7,5YR 4/6, úmida e 7,5YR 5/6 seca); argilosiltosa; pouco 

 cascalhenta, fraca media, blocos subangulares, consistência friável, ligeiramente 

 plástica e ligeiramente pegajosa. 

RAÍZES: Raras e finas nos horizontes Bi1 e Bi2; Comuns e finas nos horizontes AB e BA; 

Finas, comuns e médias no horizonte Ap. 

OBSERVAÇÕES: Presença comum de material primário na massa do solo (>4%) 

Perfil 10 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

DESCRIÇÃO MORFOLÓGICA 

Ap  0-20 cm, preto (7,5YR 2,5/1, úmida e 7,5YR 5/1 seca); franco-arenosa; fraca 

 pequena, granular; consistência firme, não plástica e não pegajosa; transição plana e 

 gradual. 

DESCRIÇÃO GERAL 

Classificação SiBCS: Latossolo Amarelo distrófico  

Localização, município, estado e coordenadas: 

Localidade de Alto Inhaúma, no município de 

Iconha/ES, coordenadas 299153E e  7701944N 

Situação, declive e cobertura vegetal sobre o 

perfil: Descrito e coletado em barranco de corte de 

estrada, terço superior, sob capineira. 
Altitude: 720 m 

Litologia: Metatonalito 

Material originário: Intemperismo do material de 

origem 

Pedregosidade: Ligeiramente pedregosa 

Rochosidade: Não rochosa 

Relevo local: Suave ondulado 

Relevo regional: Montanhoso 

Erosão: Moderado- laminar 

Drenagem: Bem drenado 

Vegetação primária: Floresta subperenifólia 

Uso atual: Capineira 

Clima: Aw, da classificação de Koppen 

Descrito por: Márcio Rocha Francelino, Patrícia 

Morais da Matta Campbell 
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AB 20-30 cm, preto (7,5YR 2,5/1, úmida e 7,5YR 4/6 seca); argiloarenosa; fraca 

 pequena, blocos subangulares, consistência friável, não plástica e não pegajosa; 

 transição ondulada e gradual. 

Bw1 30-80 cm, bruno (7,5YR 4/6, úmida e 7,5YR 5/6 seca); argilosiltosa; moderada 

 média, blocos subangulares, consistência firme, plástica e ligeiramente pegajosa; 

 transição plana e gradual. 

Bw2  80-120 cm, bruno (7,5YR 4/6, úmida e 7,5YR 5/6 seca); franco argilosiltosa;  fraca 

 pequena , blocos subangulares, consistência friável, ligeiramente plástica e ligeiramente 

 pegajosa; transição ondulada e clara. 

BC  120-130 cm, bruno (7,5YR 4/6, úmida e 7,5YR 5/6 seca); franco-argiloarenosa;, 

 fraca muito pequena, blocos subangulares, consistência friável, ligeiramente 

 plástica  e não pegajosa, transição ondulada e gradual. 

C  130-200 cm, cinzento-brunado (7,5YR 4/1, úmida e 7,5YR 8/1 seca); areia 

franca;maciça, consistência muito friável. 

 

RAÍZES: Comuns e finas nos horizontes C, AB,A ; Poucas e finas nos horizontes  B1, B2 e AB 

OBSERVAÇÕES: O horizonte BC se desfaz em grão simples, presença de pequenos 

fragmentos de pedra, cascalhos de 5 cm. Os horizontes B2 e Ap se desfazem em muito pequeno. 

 

Perfil 11 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

DESCRIÇÃO GERAL 

Classificação SiBCS: Cambissolo Háplico tb 

distrófico 

Localização, município, estado e coordenadas: 

Município de Iconha/ES, coordenadas 300589E e  

7707148N 

Situação, declive e cobertura vegetal sobre o 

perfil: Descrito e coletado em barranco de corte de 

estrada, terço médio, sob pastagem. 
Altitude: 435 m 

Litologia: Metatonalito 

Material originário: Intemperismo do material de 

origem 

Pedregosidade: Ligeiramente pedregosa 

Rochosidade: Não rochosa 

Relevo local: Ondulado 

Relevo regional: Montanhoso 

Erosão: Moderado- laminar 

Drenagem: Bem drenado 

Vegetação primária: Floresta subperenifólia 

Uso atual: Pastagem 

Clima: Aw, da classificação de Koppen 

Descrito por: Márcio Rocha Francelino, Patrícia 

Morais da Matta Campbell 
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DESCRIÇÃO MORFOLÓGICA 

A  0-15 cm, bruno-escuro (7,5YR 3/3, úmida e 7,5YR 6/3 seca); franco-arenosa; fraca 

 média, granular; consistência firme, não plástica e não pegajosa; transição plana e 

 clara. 

AB 15-35 cm, bruno (7,5YR 4/4, úmida e 7,5YR 5/4 seca); argiloarenosa; fraca 

 media, blocos subangulares, consistência muito firme, ligeiramente plástica e 

 ligeiramente pegajosa;  transição plana e gradual. 

Bi1 35-80 cm, bruno (7,5YR 4/6, úmida e 7,5YR 5/6 seca); franco-argilosiltosa; 

 moderada média, blocos subangulares, consistência firme, ligeiramente plástica e 

 ligeiramente pegajosa; transição plana e  clara. 

Bi2  80-130 cm, bruno-escuro (7,5YR 5/8, úmida e 7,5YR 6/8 seca); franco argiloarenosa; 

 moderada média, blocos angulares, consistência firme, ligeiramente plástica e 

 ligeiramente pegajosa; transição plana e clara. 

C  130-170+ cm 

OBSERVAÇÕES: Aterro em função de terraceamento, pedregoso nos horizontes C e B2, não 

foi descrito o horizonte C. 

 

Perfil 12 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

DESCRIÇÃO GERAL 

Classificação SiBCS: Latossolo vermelho 

Localização, município, estado e coordenadas: 

Município de Iconha/ES, coordenadas 300268E e  

7707259N 

Situação, declive e cobertura vegetal sobre o 

perfil: Descrito e coletado em barranco de corte de 

estrada, terço médio, sob floresta secundária. 
Altitude: 500 m 

Litologia: Metatonalito 

Material originário: Intemperismo do material de 

origem 

Pedregosidade: Não pedregosa 

Rochosidade: Não rochosa 

Relevo local: Montanhoso 

Relevo regional: Montanhoso 

Erosão: Ligeira- laminar 

Drenagem: Bem drenado 

Vegetação primária: Floresta subperenifólia 

Uso atual: Floresta secundária 

Clima: Aw, da classificação de Koppen 

Descrito por: Márcio Rocha Francelino, Patrícia 

Morais da Matta Campbell 
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DESCRIÇÃO MORFOLÓGICA 

A  0-5 cm, bruno-escuro (7,5YR 3/3, úmida e 7,5YR 6/3 seca); franco-arenosa; fraca 

 pequena, granular; consistência firme, não plástica e não pegajosa; transição ondulada 

 e clara. 

BA 5-35 cm, bruno-avermelhado (5YR 4/6, úmida e 5YR 6/6 seca); argiloarenosa; fraca 

 pequena, blocos subangulares, consistência muito firme, ligeiramente plástica e 

 ligeiramente pegajosa;  transição ondulada e gradual. 

Bw1 35-90 cm, bruno-avermelhado (5YR 4/6, úmida e 5YR 5/6 seca); argilosiltosa; fraca 

 pequena média, blocos angulares, consistência firme, não plástica e ligeiramente 

 pegajosa; transição plana e  gradual. 

Bw2  90-160 cm, bruno-avermelhado (5YR 4/6, úmida e 5YR 5/6 seca); argilosiltosa; fraca 

 média, blocos angulares, consistência firme, não plástica e ligeiramente pegajosa; 

 transição plana e difusa. 

Bw3 160-185+ cm, bruno-avermelhado (5YR 4/6, úmida e 5YR 5/6 seca); argilosiltosa; 

fraca  pequena, blocos angulares, consistência firme, não plástica e pegajosa. 

 

Amostra extra 1 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

DESCRIÇÃO GERAL 

Classificação SiBCS: GleissoloHáplico 

Localização, município, estado e coordenadas: 

Localidade de Alto Inhaúma, Município de 

Iconha/ES, coordenadas 299127E e  7701849N 

Situação, declive e cobertura vegetal sobre o 

perfil: Descrito e coletado em mini-trincheira, fundo 

de vale, sob pastagem. 
Altitude: 500 m 

Litologia: Metatonalito 

Material originário: Colúvio 

Pedregosidade: Não pedregosa 

Rochosidade: Não rochosa 

Relevo local: Plano 

Relevo regional: Forte ondulado 

Erosão: Moderada- sulcos 

Drenagem: Mal drenado 

Vegetação primária: Floresta subperenifólia 

Uso atual: Floresta secundária 

Clima: Aw, da classificação de Koppen 

Descrito por: Márcio Rocha Francelino, Patrícia 

Morais da Matta Campbell 

 

SEM IMAGEM 
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DESCRIÇÃO MORFOLÓGICA 

Não foi realizada. 

 

Amostra extra 2 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

DESCRIÇÃO MORFOLÓGICA 

2C  0-25 cm, bruno-escuro (7,5YR 3/3, úmida e 7,5YR 5/3, seca); argilosiltosa; fraca 

 muito pequena, blocos subangulares; consistência friável, ligeiramente plástica e 

 ligeiramente pegajosa; transição quebrada e abrupta. 

3C 50-110 cm, bruno-escuro (7,5YR 3/4, úmida e 7,5YR 4/2, seca); franco-argiloarenosa; 

 fraca pequena, blocos subangulares, consistência firme, ligeiramente plástica e 

 ligeiramente pegajosa. 

 

 

 

 

DESCRIÇÃO GERAL 

Classificação SiBCS: Neossolo Litólico 

Localização, município, estado e coordenadas: 

Município de Iconha/ES, coordenadas 299328E e 

7703782N 

Situação, declive e cobertura vegetal sobre o 

perfil: Descrito e coletado em barranco de corte de 

estrada, terço médio, sob consórcio de café e banana. 
Altitude: 596 m 

Litologia: Metatonalito 

Material originário: Intemperismo do material de 

origem 

Pedregosidade: Extremamente pedregosa 

Rochosidade: Extremamente rochosa 

Relevo local: Montanhoso 

Relevo regional: Ondulado 

Erosão: Muito forte- laminar 

Drenagem: Bem drenado 

Vegetação primária: Floresta subperenifólia 

Uso atual: Café e banana. 

Clima: Aw, da classificação de Koppen 

Descrito por: Márcio Rocha Francelino, Patrícia 

Morais da Matta Campbell 
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Amostra extra 3 

DESCRIÇÃO GERAL 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

DESCRIÇÃO MORFOLÓGICA 

Não foi realizada. 

 

DESCRIÇÃO GERAL 

Classificação SiBCS: Cambissolo Háplico 

Localização, município, estado e coordenadas: 

Município de Iconha/ES, coordenadas 300735E e 

7703619N 

Situação, declive e cobertura vegetal sobre o 

perfil: Descrito e coletado em barranco de corte de 

estrada, terço médio, sob e café. 
Altitude: 502 m 

Litologia: Metatonalito 

Material originário: Intemperismo do material de 

origem 

Pedregosidade: Ligeiramente pedregosa 

Rochosidade: Extremamente rochosa 

Relevo local: Forte ondulado 

Relevo regional: Montanhoso 

Erosão: Forte- laminar 

Drenagem: Bem drenado 

Vegetação primária: Floresta subperenifólia 

Uso atual: Café. 

Clima: Aw, da classificação de Koppen 

Descrito por: Márcio Rocha Francelino, Patrícia 

Morais da Matta Campbell 

 

 


